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Zusammenfassung

Die Analyse medizinischer und biologischer Bilddaten erfordert haufig die Isolierung ein-
zelner Strukturen aus einem 3D-Volumen durch Segmentierung. Trotz einer Vielzahl halb-
und vollautomatischer Verfahren erfolgt die Bildsegmentierung oft noch manuell und gilt
nach wie vor fiir viele Szenarien als die arbeitsintensivste und zeitaufwendigste Aufgabe
innerhalb der 3D-Bildanalyse. Die herkémmliche manuelle Segmentierung vieler Schichten,
gefolgt von einer linearen Interpolation und einer manuellen Korrektur der Ergebnisse ver-
hindert jedoch in vielen Féllen die Analyse einer grofsen Anzahl von Proben.

In dieser Arbeit wird darum ein neues parameterfreies Verfahren zur halbautomatischen
Segmentierung grofser komplexer 3D-Bilddaten entwickelt, das auf einer Interpolation von
wenigen manuell vorsegmentierten Schichten basiert, wobei es den gesamten zugrunde lie-
genden volumetrischen Bilddatensatz beriicksichtigt. Die Interpolation erfolgt durch ge-
wichtete Random Walks, deren Unabhéngigkeit voneinander eine Berechnung durch massiv
parallele Hardware, wie den Grafikprozessoren (GPUs), ermoglicht. Anhand einer vielfal-
tigen Auswahl von Beispieldatensétzen wird gezeigt, dass dieses GPU-basierte Verfahren,
insbesondere bei der Segmentierung sehr grofer komplexer Bilddaten, wie sie typischerwei-
se in der Mikro-Computertomographie (uCT) entstehen, dazu in der Lage ist, sowohl den
Zeit- und Arbeitsaufwand erheblich zu reduzieren als auch die Qualitat der Ergebnisse deut-
lich zu steigern. Dabei erreicht es eine deutliche Beschleunigung und hohere Genauigkeit
gegeniiber dem konventionellen Ansatz der fast ausschliefslich manuellen Segmentierung
und auch gegeniiber den am weitesten verbreiteten Segmentierungsalgorithmen.

Die GPU-basierten Random Walks sind insbesondere dann geeignet, wenn wenig Vorwis-
sen lber das zu segmentierende Objekt vorhanden ist, zum Beispiel bei der Beschreibung
einer neu entdeckten Art, oder zum Erstellen von Trainingsdaten fiir ein anschliefsendes
maschinelles Lernen. Um dariiber hinaus bei der Segmentierung vieler dhnlicher Proben
eine weitgehend automatische Segmentierung zu ermoglichen, wird hier zusétzlich ein auf
kiinstlichen neuronalen Netzen basierendes Verfahren vorgestellt und anhand von 110 pCT-
Scans von Honigbienengehirnen evaluiert.

Ergidnzend wird auf Basis der entwickelten Algorithmen die neue Online-Segmentierungs-
plattform Biomedisa préasentiert. Die Plattform ist iiber einen Webbrowser zugénglich und
erfordert keine komplexe und langwierige Konfiguration von Software- und Modellparame-
tern. Sie richtet sich gezielt an die Bediirfnisse von Wissenschaftlern /-innen, die nicht iiber
umfangreiche Computer- und Softwarekenntnisse verfiigen. Die integrierten GPU-basierten
Methoden ermdglichen eine intuitive Anwendung fiir verschiedene bildgebende Verfahren
innerhalb eines breiten Spektrums wissenschaftlicher Disziplinen. Die Plattform wurde be-
reits in mehreren Studien erfolgreich eingesetzt. Dariiber hinaus ermdglicht ihr modularer
Aufbau eine leichte Erweiterung der hier vorgestellten Kernfunktionen um weitere benut-
zerspezifische Funktionalitidten.






Abstract

The analysis of medical and biological image data often requires the isolation of individual
structures from a 3D volume by means of segmentation. Despite a large number of semi-
automatic and fully automatic methods, image segmentation is often still done manually
and is still considered the most labor-intensive and time-consuming task within 3D image
analysis for many scenarios. In particular, the analysis of a large quantity of samples is
often severely limited by the traditional manual segmentation of many slices with subse-
quent linear interpolation and manual correction of the results.

In this thesis, a new parameter-free method for the semi-automatic segmentation of large
and complex 3D image data is developed. The segmentation is based on a smart inter-
polation of sparsely pre-segmented slices, taking into account the entire underlying volu-
metric image data. The interpolation is carried out using weighted random walks. The
independence of the random walks enables a calculation using massively parallel computer
architectures such as graphics processing units (GPUs). Using a diverse selection of sample
datasets, it is shown that this GPU-based method can drastically reduce both time and
human effort required for segmenting large images, as are typically generated by micro-
computed tomography (uCT). It achieves a significant acceleration and higher accuracy
compared to the conventional approach of almost exclusively manual segmentation as well
as to most widespread semi-automatic segmentation algorithms.

The GPU-based random walks are particularly valuable when there is little a priori know-
ledge about the object to be segmented, for example when describing a newly discovered
species or for creating training data for subsequent machine learning. In order to enable a
largely automatic segmentation when segmenting many similar samples, a method based
on artificial neural networks is also presented here and evaluated using 110 pCT scans of
honeybees’ brains.

In addition, based on the algorithms developed, the new online segmentation platform Bio-
medisa will be presented. The platform is accessible via web browser and does not require
complex and tedious software configuration or parameter optimization. It is specifically
aimed at the needs of scientists who do not have extensive computer and software know-
ledge. The integrated GPU-based methods enable intuitive application to various imaging
modalities in a wide range of scientific disciplines. The platform has already been used
successfully in several studies. Moreover, due to the modular structure of the platform, its
core functions can easily be expanded to include additional user-specific functions.
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1 Einleitung

Die dreidimensionale (3D) Bildgebung treibt in vielen wissenschaftlichen Disziplinen, wie
der Medizin [Aerts et al., 2014], der Grundlagenbiologie [Sigal et al., 2018,de Bakker et al.,
2016], der Paldontologie [Qvarnstrom et al., 2021] und der Archéologie [Harvati et al., 2019]
den Fortschritt erheblich voran. Zerstorungsfreie bildgebende Verfahren wie die Mikro-
Computertomographie (uCT) oder die Magnetresonanztomographie (MRT) erméglichen
dabei die Darstellung feinskaliger interner Strukturen sowohl in vivo als auch ex vivo.
Zur Analyse medizinischer und biologischer Bilddaten wird héufig die Isolierung einzelner
Strukturen aus dem 3D-Volumen durch eine sogenannte Segmentierung benétigt. Ein Bild
lasst sich dabei als Funktion

w: Q — MF mit Q c RY,

auffassen, wobei das Gebiet © héufig ein Rechteck (d = 2) oder ein Quader (d = 3) ist
und die Zielmenge M die Farbtiefe des Bildes vorgibt. Fiir £ = 1 handelt es sich um ein
Graustufenbild und fiir ¥ = 3 um ein Farbbild basierend auf dem RGB-Farbraum mit drei
Kanélen. Diese Definition schliefst auch bewegte Bilder mit ein, wobei hier eine Dimensi-
on der Zeit zugeordnet wird. Zum Beispiel erhdlt man fiir 3D + ¢ ein vierdimensionales
Objekt (d = 4). Die Bilddaten liegen im Allgemeinen in Form eines Tensors vor. Dabei
wird das Gebiet 2 in viele gleichgrofe Rechtecke (Pixel fiir d = 2) oder Wiirfel (Voxel
fir d = 3) unterteilt, auf denen das Bild jeweils einen einheitlichen Wert annimmt. Im
zweidimensionalen Fall gilt fiir die Zerlegung:

o= |J

1<i<m

1<j<n

mit Q;; N Qyjr = & falls (4,7) # (¢, §') und ulg,, = const. Zum Beispiel erhéilt man fiir die
Zielmenge M = {0,...,255} und k = 1 ein Graustufenbild mit einer Farbtiefe von 8-Bit.
Dabei wird jedem der m x n Pixel €);; ein ganzzahliger Wert zugewiesen. Das heifst:

ulg,, € {0,...,255},

wobei der Wert 0 schwarz, der Wert 255 weifs und die Werte dazwischen als Graustufen
von dunkel nach hell dargestellt werden. Haufig wird auch eine Farbtiefe von 16-Bit oder
32-Bit mit den Zielriumen {0,...,216 — 1} bzw. {0,...,23? — 1} oder eine Darstellung
durch Gleitkommazahlen mit einfacher oder doppelter Genauigkeit auf dem Intervall 0 bis
1 verwendet, wobei der Speicherplatzbedarf entsprechend ansteigt. Eine Segmentierung

A:Q—{0,1,2,..}

weist nun jedem Pixel §2;; des Bildes eine Klasse (oder auch Label) zu. Im einfachsten Fall
wird dabei das Bild in zwei Regionen, das zu segmentierende Objekt und den Hintergrund,
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unterteilt. Die Segmentierung kann selbst wieder als Bild, in diesem Fall als ein Binérbild

Al, = {1, falls €2;; dem Objekt zugeordnet wird,
Qij -

0, falls €;; dem Hintergrund zugeordnet wird,

von gleicher Grofe aufgefasst werden. Die automatische Umsetzung dieser dreidimensio-
nalen Rekonstruktion der in den Bilddaten enthaltenen Strukturen ist jedoch in vielen
Féllen ein immer noch nicht zufriedenstellend gelostes Problem. Kontinuierliche techno-
logische Verbesserungen der bildgebenden Verfahren fithren zu immer hoher werdenden
Auflésungen, kiirzeren Aufnahmezeiten und einer damit einhergehenden, rasant ansteigen-
den Anzahl an zugleich immer grofer werdenden Bilddaten [Maire and Withers, 2014, dos
Santos Rolo et al., 2014|. Exemplarisch ist hier die Zunahme der durch das Aufkommen
der Synchrotron-Rontgen-Mikrotomographie (SR-uCT) erzeugten Datenmengen. Der ste-
tige technologische Fortschritt erhoht zugleich die Nachfrage nach einer beschleunigten
Bildanalyse. Insbesondere die Bildsegmentierung ist dabei jedoch oft der arbeitsintensivste
und fehleranfalligste Arbeitsschritt innerhalb der 3D-Bildanalyse.

Ein vielversprechender Ansatz fiir eine beschleunigte Bildsegmentierung basiert auf den
neuesten Entwicklungen im Bereich kiinstlicher neuronaler Netzwerke [Litjens et al., 2017].
Jedoch héngt der Erfolg dieser Verfahren mafsgeblich von der Anzahl der zur Verfiigung
stehenden und in der Regel manuell erstellten Trainingsdaten ab. Dariiber hinaus kon-
nen kiinstliche neuronale Netze, wie auch andere Verfahren des maschinellen Lernens, nur
auf sich wiederholenden Strukturen wie Organe [Christ et al., 2016, Tumore [Akkus et al.,
2017], Zellen |Stegmaier et al., 2016] oder Modellorganismen [Panser et al., 2016, Weinhardt
et al., 2018] angewandt werden und sind nach erfolgtem Training nicht ohne Weiteres auf
andere Strukturen oder Objekte iibertragbar.

Sind jedoch nur wenige Informationen iiber das zu segmentierende Objekt a priori vorhan-
den, sind automatisierte Routinen kaum anwendbar. In diesen Fillen gilt die manuelle Seg-
mentierung eines/einer, auf dem jeweiligen Forschungsbereich spezialisierten Experten/-in,
gefolgt von einer linearen Interpolation und einer anschliefenden manuellen Korrektur der
Ergebnisse als die iibliche und erfolgversprechendste Vorgehensweise [Dumbrava et al.,
2016, Pardo et al., 2017, Gross et al., 2019, Jones et al., 2019]. Dabei werden in einzelnen
Schichten des dreidimensionalen Volumens den verschiedenen Strukturen manuell Label
zugewiesen. Je nach Verlauf und Lage der Strukturen miissen die Abstédnde zwischen den
Schichten grofer oder kleiner gewéhlt werden. Anschliefend erfolgt eine Interpolation der
Label, um das gesuchte dreidimensionale Objekt zu erhalten. In der Regel erfolgt die In-
terpolation dabei ausschlieflich auf Basis der Label. Die zugrunde liegenden Bilddaten
bleiben bei der Interpolation héufig unberiicksichtigt, was einen erheblichen Informations-
verlust zur Folge hat. Diverse frei verfiighare und kommerzielle Softwarelésungen kénnen
fiir solch eine morphologische Interpolation genutzt werden, bspw. MITK [Wolf et al., 2005],
ITK-SNAP [Yushkevich et al., 2006, ImageJ/Fiji [Schindelin et al., 2012, 3D Slicer [Kiki-
nis et al., 2014|, Microscopy Image Browser [Belevich et al., 2016|, Amira/Avizo (Thermo
Fisher Scientific, Waltham, USA), MeVisLab (MeVis Medical Solutions AG, Bremen, Ger-
many) und Dragonfly (Object Research Systems, Montreal, Kanada).

Eine auf diese Weise erstellte Segmentierung benétigt fiir ein akkurates Ergebnis eine Vor-
segmentierung sehr eng beieinander liegender Schichten. In manchen Fillen muss sogar jede



Schicht manuell segmentiert werden. Dieser konventionelle Segmentierungsansatz ist daher
duferst zeitaufwendig, umsténdlich und erschwert die Auswertung sehr grofter Bilddaten
oder sehr vieler stark unterschiedlicher Proben erheblich. Dariiber hinaus beeinflussen Ar-
tefakte wie Linienartefakte oder stark geglittete Segmentierungsergebnisse, wie sie typi-
scherweise bei einer morphologischen Interpolation manuell segmentierter Schichten mit
anschlieltender Nachbearbeitung entstehen, die Qualitdt und Attraktivitdt der Ergebnisse.
Feine Strukturen, wie Haare, lassen sich auf diese Weise kaum oder nur in ungeniigender
Weise rekonstruieren.

Neben dieser vorwiegend manuellen Vorgehensweise wurde bereits eine Vielzahl weiterer
semi-automatischer Verfahren fiir unterschiedlichste Anwendungen eingesetzt. Eine Inter-
aktion wird hier beispielsweise durch das initiale Setzen einer Kontur [Chan and Vese,
2001, Marquez-Neila et al., 2014] oder einer Bounding Box [Rother et al., 2004]| erreicht.
Die Initialisierung der Segmentierung durch sogenannte Saatpunkte (d.h. durch von den
Benutzern/-innen vereinzelt manuell zugewiesene Pixel) ist aufgrund der intuitiven Hand-
habung ebenfalls duferst beliebt. Insbesondere sind hier die Ansétze Graph Cut (GC) [Boy-
kov and Jolly, 2001], GrowCut, Geodétische Distanzen (GeoS) [Bai and Sapiro, 2007, Cri-
minisi et al., 2008] und Random Walker Algorithmus (RW) |Grady, 2006] zu nennen. Der
Einsatz von Methoden des maschinellen Lernens wie in WEKA [Arganda-Carreras et al.,
2017], ilastik |Berg et al., 2019] und Slic-Seg [Wang et al., 2016] beschrankt sich meist auf
charakteristische Strukturen wie Zellen und Fasern und erfordert das Training benutzerde-
finierter Merkmale, deren erfolgreiche Auswahl stark von der nutzerspezifischen Erfahrung
abhangt.

Anstelle einer rein morphologischen Interpolation lassen sich diese interaktiven bzw. semi-
automatischen Verfahren ebenfalls zur Interpolation manuell vorsegmentierter Schichten
verwenden. Dabei werden die Pixel der vorsegmentierten Schichten als Saatpunkte be-
trachtet. Die korrekte Konfiguration und Implementation dieser Methoden stellt jedoch
viele Wissenschaftler/-innen ohne tiefere Kenntnisse der Verfahren und im Umgang mit
Software vor grofe Herausforderungen. Die Implementierungen von GeoS in GeodisTK,
GC in MedPy, und RW in der scikit-image Softwarebibliothek [van der Walt et al., 2014]
sind zwar weit verbreitet, bendtigen jedoch Programmierkenntnisse. Dariiber hinaus sind
die Ergebnisse insbesondere der Verfahren GC und RW abhéngig von einem Modellpara-
meter, dessen ideale Wahl stark von Anwendung zu Anwendung variiert und héufig durch
Trial and Error bestimmt werden muss. Beide Verfahren haben zusétzlich einen sehr ho-
hen Speicherbedarf, was ihre Anwendung auf sehr grofle Datensétze zusatzlich erschwert.
Aktive Konturen hingen in der Regel gleich von mehreren frei wihlbaren Parametern ab.
Aufserdem kann hier immer nur ein Objekt segmentiert werden, was den Aufwand bei ei-
ner groken Anzahl von Label deutlich erhéht. Diese Hindernisse erschweren den Zugang
vieler nicht IT-affiner Wissenschaftler/-innen zu diesen Verfahren. Aus diesem Grund grei-
fen Biologen/-innen und Mediziner /-innen haufig auf die traditionelle Methode einer rein
manuellen Segmentierung von Schichten mit anschliefender morphologischer Interpolation
zuriick.

Das explizite Ziel dieser Dissertation ist es, ein auf viele unterschiedliche Szenarien an-
wendbares, nutzerfreundliches Verfahren zu entwickeln, das die manuelle Segmentierung
von Objekten unbekannter Morphologie, enthalten in sehr grofsen volumetrischen Bildda-
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ten, signifikant erleichtert, beschleunigt und dariiber hinaus das Segmentierungsergebnis
gegeniiber der traditionellen Vorgehensweise und auch gegeniiber vergleichbarer Verfahren
qualitativ wesentlich verbessert.

Das im Rahmen dieser Arbeit neu entwickelte Verfahren nutzt gewichtete Random Walks
und wurde speziell fiir eine massiv parallele Berechnung durch Grafikprozessoren entworfen
(GPUs, Graphics Processing Units), um den stetig groker werdenden Volumen Rechnung
zu tragen. Dabei kann das Verfahren, wie die vorher genannten semi-automatischen Me-
thoden, als Interpolation zwischen den vorsegmentierten Schichten, unter Beriicksichtigung
der Bilddaten, betrachtet werden. Im Gegensatz zu den zuvor genannten Verfahren bedarf
es jedoch keiner Parameteroptimierung. Dariiber hinaus kann die Berechnung der Ran-
dom Walks durch deren gegenseitige Unabhéngigkeit sehr stark parallelisiert werden. Das
Verfahren eignet sich darum besonders gut fiir eine Berechnung durch Grafikprozessoren,
wohingegen die Geschwindigkeit der anderen, seriell arbeitenden Algorithmen mafigeblich
von der Frequenz der Prozessoren, in der Regel einer zentralen Recheneinheit (CPU), ab-
héngt. Die Frequenz der CPUs wird jedoch zunehmend durch physikalische Eigenschaften
begrenzt. Algorithmen miissen darum vermehrt eine parallele Struktur aufweisen, um in
der Lage zu sein, die immer grofer werdenden Datenmengen in einer angemessenen Zeit
verarbeiten zu konnen. Die Methode der GPU-basierten Random Walks stiitzt sich somit
auf einen anhaltenden Trend zur Nutzung paralleler Hardwarebeschleuniger und konnte
in den vergangenen Jahren allein durch den technologischen Fortschritt eine massive Be-
schleunigung erfahren.

Das meist ebenfalls durch Grafikprozessoren realisierte Deep Learning nimmt auch in der
Bildsegmentierung eine immer wichtiger werdende Rolle ein. Deep Learning bezeichnet
hierbei das Training tiefer kiinstlicher neuronaler Netze zur automatischen Segmentierung
einer grofen Anzahl &hnlicher Proben. Auf diese Weise konnen beispielsweise geringfiigige,
aber statistisch und biologisch relevante Variationen aufgedeckt werden, die in der Lage
sind, wichtige Fragen in Bezug auf Verhalten, Okologie und Evolution der segmentierten
Objekte zu beantworten, was durch die Analyse einzelner Proben nicht mdoglich gewesen
ware. Eine der grofsten Herausforderungen liegt hierbei in der Verfiigbarkeit und Erzeugung
grofier Mengen bereits segmentierter Trainingsdaten. Die hier vorgestellten GPU-basierten
Random Walks eignen sich aufgrund ihrer einfachen Nutzbarkeit, schnellen Segmentierung
und hohen Genauigkeit besonders gut zur Generierung hinreichend grofser Mengen Trai-
ningsdaten. Um dariiber hinaus eine automatische Segmentierung weiterer Proben &hnli-
cher Struktur zu erméglichen, wird ergidnzend ein Verfahren basierend auf einem kiinstli-
chen neuronalen Netz entwickelt und anhand von 110 pCT-Scans von Honigbienengehirnen
evaluiert |Losel et al., Vorb|.

Dariiber hinaus wurden beide Verfahren in die ebenfalls entwickelte Online-Anwendung
Biomedisa (Biomedical Image Segmentation App, https://biomedisa.orq) inte-
griert. Die als One-Button-Losung konzipierte Online-Plattform ist speziell an Wissen-
schaftler /-innen ohne substantielle computertechnische Kenntnisse gerichtet. Sie ist intui-
tiv handhabbar und iiber einen Webbrowser nutzbar. Als Cloud-Anwendung benétigt sie
weder eine vorherige Softwareinstallation, noch die fiir die Verfahren notwendigen Hard-
wareressourcen. Fiir Nutzer/-innen mit kritischen, wie beispielsweise personenbezogenen
Daten, steht eine Standalone-Version zur Verfiigung. Die Anwendung wurde um einige zu-
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sitzliche Funktionen erweitert. Insbesondere wurde eine strukturerhaltende Glattung der
GPU-basierten Random Walks und eine Lokalisierung der Unsicherheit, mit der die Seg-
mentierung erstellt wurde, entwickelt und in die Plattform integriert. Zudem gibt es die
Moglichkeit, Ausreifer im Ergebnis zu entfernen und Locher zu fiillen. Des Weiteren lassen
sich die Bilddaten und die Ergebnisse in einem Slice Viewer schichtweise betrachten und
durch eine Rendering Software dreidimensional darstellen.

Die GPU-basierten Random Walks zur Segmentierung volumetrischer Bilddaten wurden
erstmals in einer Konferenzpublikation beschrieben [Losel and Heuveline, 2016]. Die dar-
auf basierende Anwendung Biomedisa wurde anschlieffend in der multidisziplindren wis-
senschaftlichen Fachzeitschrift Nature Communications vorgestellt und sowohl als Online-
Anwendung als auch als Open-Source-Software der wissenschaftlichen Gemeinschaft frei zur
Verfiigung gestellt [Losel et al., 2020]. Viele Passagen dieser Dissertation beziehen sich auf
diese Arbeiten. Erste Entwicklungsversionen von Biomedisa wurden bereits vor der Verof-
fentlichung der Plattform in einigen Studien erfolgreich eingesetzt [Miko et al., 2018b, Losel
and Heuveline, 2017,Balanta-Melo et al., 2019, Miko et al., 2018a,Balanta-Melo et al., 2018|.
Das Verfahren spielte vor allem bei der Beschreibung parasitarer Schlupfwespen, die in mi-
neralisierten Fliegenpuppen entdeckt wurden, eine entscheidende Rolle [van de Kamp et al.,
2018|. Die detaillierte Segmentierung der Wespen war der Schliissel zu den in der Studie
durchgefiihrten Artenbeschreibungen, die mit einem herkémmlichen manuellen Segmen-
tierungsansatz praktisch nicht realisierbar gewesen wéren. Nach der Veroffentlichung von
Biomedisa kamen, bis zum Zeitpunkt der Einreichung dieser Dissertation, zahlreiche weite-
re Studien hinzu [Richter et al., 2020, Gutiérrez et al., 2020, Bemmann et al., 2021, Buvinic
et al., 2021, Engelkes, 2020, Richter et al., 2021a, Richter et al., 2021b, Kallinowski et al.,
2021, Csader et al., 2021, Moser et al., 2021, Boudinot et al., 2021, Gottler et al., 2021].
Die hier vorliegende Arbeit gliedert sich neben der Einleitung in fiinf weitere Kapitel.
Kapitel 2 gibt einen Uberblick iiber die Grundlagen der wichtigsten semi-automatischen
Verfahren, die eine weite Anwendung aufweisen und haufig als Referenz verwendet werden.
In Kapitel 3 wird das neu entwickelte und auf Random Walks basierende Verfahren vor-
gestellt und anhand verschiedener Beispieldatenséatze evaluiert. Dabei wird das Verfahren
der konventionellen Methode und den zuvor beschriebenen semi-automatischen Ansétzen
gegeniibergestellt und mit ihnen verglichen. In Kapitel 4 werden die analytischen Grund-
lagen kiinstlicher neuronaler Netze zur automatischen Bildverarbeitung aufgearbeitet und
ein tiefes kiinstliches neuronales Netz fiir eine weitgehend automatisierte Segmentierung
einer Vielzahl von Honigbienengehirnen eingesetzt. Darauf aufbauend wird in Kapitel 5 die
Online-Anwendung Biomedisa vorgestellt. Abschliefend werden die Ergebnisse in Kapitel
6 zusammengefasst und diskutiert.



2 Semi-automatische Bildsegmentierung

Dieses Kapitel gibt einen Uberblick iiber die gingigsten halbautomatischen Segmentie-
rungsmethoden. Dazu gehoren die aktiven Konturen (Abschnitt 2.1), der Random Walker
Algorithmus (Abschnitt 2.2) sowie die Methoden, die zur Bestimmung der Segmentierung
den minimalen Schnitt eines Graphen (Abschnitt 2.3) oder geodétische Distanzen berech-
nen (Abschnitt 2.4). Alle Verfahren basieren auf einem interaktiven Prozess mit dem/der
Benutzer/-in. Sie erfordern eine Initialisierung iiber einzelne Pixel oder ganze Regionen, ei-
ne manuelle Festlegung von Modellparametern und in der Regel eine Nachbearbeitung der
Segmentierungsergebnisse. Im Abschnitt 3.7 werden die Verfahren zum Vergleich mit dem
in dieser Arbeit entwickelten Verfahren zur Segmentierung grofer, komplexer Datensétze
verwendet.

2.1 Aktive Konturen

Aktive Konturen haben eine lange Tradition in der digitalen Bildverarbeitung [Chenyang
Xu and Prince, 1998, Chan and Vese, 2001, Marquez-Neila et al., 2014, Vese and Chan,
2002|. Dabei wird eine parametrisiert oder implizit dargestellte Kurve, mittels von innen
und auflen wirkenden Kréaften, solange bewegt, bis sich ein Gleichgewicht zwischen den
Kréften einstellt und die Kontur dadurch an der gewiinschten Stelle zum Stehen kommt.
Die Segmentierung erfolgt durch Aufteilen des Bildes in die durch die Kontur voneinander
abgegrenzten Bereiche. Die hierfiir ben6tigten induzierten Kréafte werden aus den Bilddaten
abgeleitet. Die Position, an der sich die Losung stabilisiert, hdngt in der Regel sehr stark
von den gewéhlten Parametern ab. Sind bei diesem Ansatz, die nach aufien treibenden
Kréfte zu stark gewdhlt, entwickelt sich die Kontur iiber die gewiinschte Stelle hinaus.
Sind die Kréfte hingegen zu klein gewéhlt, reichen diese unter Umsténden nicht aus, um
lokale Minima oder stationére Punkte zu iberwinden und das Verfahren konvergiert, bevor
die Kontur die gewiinschte Position erreicht hat.

Traditionelle aktive Konturen basieren in der Regel auf dem Gradienten des Bildes. Hierbei
erfolgt die Segmentierung an Stellen mit einem hohen Gradienten, also dort, wo ein starker
Ubergang von einem Bereich zu einem anderen besteht. Zum Beispiel wird beim Verfahren
des Gradient Vector Flow [Chenyang Xu and Prince, 1998| fiir ein Bild Z: © — R durch
Minimieren des Funktionals

F(u,v) = / p(uZ + ug + v+ vz) + IV fI2lv — Vf|? dx dy, (2.1)
9)

mit f = |VZ(x,y)|* und v(z,y) = [u(z,y),v(z,y)], zuniichst ein auf dem Gradienten des
Bildes basierendes Vektorfeld v(z, y) bestimmt. Dabei zeigt der Gradient von f in Richtung
der Kanten im Bild und sein Betrag ist in unmittelbarer Néhe der Kanten sehr grofs und
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in homogenen Bereichen des Bildes sehr klein. Folglich ist das gesuchte Vektorfeld glatt,
wo |V f| sehr klein ist und néhert sich V f, wo dessen Betrag sehr grof ist. Die minimale
Losung des Funktionals 2.1 lasst sich durch Losen der partiellen Differentialgleichungen
pAu—(u— fo)(f2 + f3) =0,
pAv — (v = f,)(f + f;) =0,
bestimmen. Anschliefend kann das Vektorfeld v dazu genutzt werden, um eine nach der
Bogenldnge parametrisierte Kurve x(s) = [z(s), y(s)] mit s € [0,1] entlang des Feldes an
die gewiinschte Stelle zu entwickeln. Hierfiir wird die Kurve x als Funktion von s und einer
kiinstlich eingefiihrten Zeit ¢ betrachtet, das heiflt x(s,¢). Somit lasst sich die Entwicklung
der Kurve entlang v und unter gewissen Anforderungen an ihre Lénge und Glattheit durch
0%x(s,t) 0*x(s,t)
0s? +h ds* v
beschreiben. Wenn sich die Losung x(s,t) stabilisiert, das heifit, wenn x;(s,t) verschwin-
det, dann ist die gesuchte Stelle erreicht. Die speziellen Eigenschaften von v ermdéglichen
das Auffinden von Kanten selbst dann, wenn die Kontur sehr weit vom Objekt entfernt
initialisiert wird. Der Regularisierungsparameter g muss entsprechend dem Bildrauschen
gewihlt werden.
Neben solch gradientenbasierten Verfahren wurden regionenbasierte aktive Konturen Mo-
delle entwickelt, um auch dann Objekte erkennen zu kénnen, wenn diese sich nicht durch
klare Kanten hervorheben, sondern eine eher diffuse Erscheinung aufweisen, wie beispiels-
weise Nebel oder bei stark geglédtteten Bilddaten. Bei dem im Folgenden vorgestellten
Modell Active Contours Without Edges |Chan and Vese, 2001]| wird eine auf einer Level-
Set-Funktion basierende Kontur entwickelt, deren Kréfte sich aus den Bilddaten der inneren
und dufieren Regionen der Kontur bestimmen lassen. Ein Vorteil dieses Ansatzes ist es, dass
die Topologie der Kontur nicht an die Initialisierung gebunden ist und sich automatisch
an die des Objektes anpassen kann (Abb. 2). Beispielsweise kann sich ein initial gesetzter
Kreis in zwei Teile aufteilen.
Sei € eine beschrinkte offene Teilmenge des R? mit Rand 9. Sei weiter ug:  — R ein
gegebenes Bild und C' = {(z,y) | ¢(x,y) = 0} die durch eine Lipschitz-stetige Funktion
¢ implizit gegebene Kontur (Abb. 1). Wie zuvor lésst sich die Entwicklung der Kontur C'
durch Einfithren einer kiinstlichen Zeit ¢ betrachten und zum Beispiel in Richtung ihrer
Normalen mit Geschwindigkeit /' € R durch Losen der Differentialgleichung

WL 199t )F, 1€ (0,00), (,1) € B,

¢(07$ay) = ¢0($,y), (.%,y) € R27

beschreiben, wobei {(z,y) | ¢o(x,y) = 0} die initial gesetzte Kontur angibt. Ein Spezialfall
ergibt sich fiir die durch die mittlere Kriimmung induzierte Kraft F' = div(Ve¢/|V¢|)
(Bemerkung 3.23):

x¢(s,t) = «

0
20 = [Vodiv (;ﬁw) , te(0,00), (z,y) € R?,

¢(0,$,y) = ¢0($,y), (x,y) S R2.
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¢ >0

w = inside(C)

¢ <0
O\w = outside(C)

Abbildung 1: Implizite Darstellung einer Kontur mithilfe der Level-Set-Methode. Die
Kontur C' = {(z,y) | ¢(z,y) = 0} ist gegeben durch die Nullstellenmenge der Funktion ¢.

Sei nun die aktive Kontur C' der Rand einer offenen Teilmenge w C Q, d.h. C = Jw.
Im Folgenden beschreibt w = inside(C') den inneren Bereich und Q\w = outside(C') den
auferen Bereich der Kontur C' (Abb. 1), d. h.

C={(z,y) € Q| ¢(x,y) =0},
inside(C) = {(x,y) € Q| o(x,y) > 0},
outside(C) = {(z,y) € Q| ¢(z,y) < 0}.

Zum Finden der gesuchten Kontur kann das Funktional
F(c1,¢2,C) =p - Length(C) + v - Area(inside(C'))

Y / gz, ) — ex? d dy
inside(C')

I / oz, y) — eaf? di dy,
outside(C)

minimiert werden, wobei p > 0,v > 0, A1, Ao > 0 beliebig aber fest gewéhlte Parameter
sind und ¢; = average(inside), co = average(ouside). Die Regulierungsterme Length und
Area wirken einer sich zu stark ausbreitenden Kontur entgegen. Haufig wird jedoch v = 0
gesetzt und die Regulierung erfolgt ausschliefslich iiber die Lange der Kontur. Die beiden
Integralterme sorgen dafiir, dass durch die Entwicklung der Kontur der eingeschlossene
Bereich moglichst nahe am durchschnittlichen inneren Wert ¢; und der &ufsere Bereich
moglichst nahe am durchschnittlichen dueren Wert ¢ liegt (Abb. 2). Durch Verwenden
der Treppenfunktion

1, fallss>0
H(s)= b alls s > 0,
0, fallss<0,

und der Dirac-Deltafunktion
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® &% % %

Abbildung 2: Segmentierung zweier Objekte mit einer auf der Level-Set-Methode
basierenden aktiven Kontur. Die Segmentierung ist erfolgreich, wenn alle Pixelwerte im
Inneren mit dem dortigen Durchschnitt ¢; und alle Pixel im AuReren mit dem dortigen
Durchschnitt ¢y ibereinstimmen.

lassen sich die Regulierungsterme Length und Area iiber dem gesamten Gebiet 2 wie folgt
beschreiben:

Length(C) = Length{¢ = 0} = / |\VH(¢(z,y))| dz dy,
Q
= [ 806t ) V(e )] dady,
Areafo> 0} = [ H(o(w.9)) dody.
Somit lautet das Funktional
Fler,ca,0) = | do(@(e.)|Vola.)| dody
+ I// H(p(z,y))dx dy
Q
2 [ fuofe.y) - eiPH((w, ) do dy
Q

o /Q o, 9) — eal2(1 — H((, ) dar dy. (2.2)

Fiir festes ¢ minimieren

Jouo(z,y)H(¢(z,y)) dz dy
Jo H(¢(z,y)) dx dy
_ Jouwo(zy)(1 — H(¢(z,y))) dz dy
 Jo( = H(é(x,y))) dady
das Funktional F', was den durchschnittlichen Grauwerten des Bildes innerhalb und aufier-

halb der Kontur entspricht. Seien im Folgenden nun ¢; und co fest gewdhlt. Des Weiteren
wird anstelle der Dirac-Deltafunktion dg(s) die regulierte Funktion

Cc1 =
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mit
{1, falls s > ¢,
H.(s)=10, falls s < —¢,
s[1+2+ Lsin(Z)], falls|s| <e.
fiir ¢ — 0 betrachtet. Fiir das Funktional

4] = /Q £(6, V) d dy,

mit f(s,2z) = 0-(s)|z| sei eine Funktion ¢ gesucht, die das Funktional F» minimiert. Fiir ¢
beliebig und £ € R sei

S[El = Falé+ €] = /Q (6 + €0,V + V) da d.

Damit Fs fiir ¢ ein Extremum besitzt, muss die notwendige Bedingung

0f (9, qu) 9f(¢,V9) _
#59|_, /Q v+ Oy 4ray = o
erfiillt sein. Da 0f/Js = \z|d5 (s)/ds und Of 0z = 6-(s)z/|z| gilt:
f(¢,V9) 3f(¢ V¢>) / Vo
Vydedy = [ 0.(¢)|V e Vi dxdy = 0.
JR wdady = [ 5(0)[T0l+ bu(0) oV dady =0
Mithilfe partieller Integration und der Produktregel fiir die Divergenz folgt:
_ [ Vo
0= [ 0Tty + (o) G T dady

:/(255(¢)|V¢|¢d:cdy—/gv' (5 (¢) V(b\)wdxd —I—/ 0c(o anda:dy

= [sorvovasas - [ |viaion o+ a7 (o5 )| vdsay
+/ 5.6 )Wgﬁwdmy

= [suorvetvaray— [ [0 T +s0v- (T2)]otray
+/ 5.6 )Wz'ﬁwdmy

:/Q(S(gi))v (;g)wdm + [ s )|§z’ﬁ¢da:dy,

da V(d:(¢)) = 0L(¢)V(¢). Somit muss gelten

—0(¢)div <|§i’) =01in Q,

d:(¢) 99
Vol o7

= 0 auf 99,



2.1 Aktive Konturen 11

wobei 7 die Normale auf dem Rand 092 und 0¢/07 die Richtungsableitung von ¢ in Rich-
tung 77 ist. Durch Einfiihrung einer kiinstlichen Zeit ¢ € R> und Verwendung des Gradien-
tenverfahrens findet man somit eine Losung des Funktionals 2.2 durch Losen der partiellen
Differentialgleichung

aa—f = 0:(9) [,u div (;Z‘) —v— A (up — c1)?

+ Ao (up — 02)2} =01n (0,00) x €,
(b(O,x,y) = ¢0(x,y) in 0,

0= (¢) 0¢ _
Vol 07 0 auf 9Q. (2.3)

Die Gleichung 2.3 ldsst sich zum Beispiel mithilfe der Finite-Differenzen-Methode nume-
risch 16sen. Fiir die Segmentierung eines dreidimensionalen Bildes sei A > 0 die rdum-
liche Schrittweite, At die Zeitschrittweite und (x;,y;, 2x) = (ih, jh,kh) fir i = 1,...L,
j=1,...M und k = 1,... N ein Diskretisierungspunkt. Fiir die Differenzenquotienten

Ao Pijk _h(lsifl,j,k’ (2.4)
Ate <Z5z'+1,j,kh— ¢i,j,k’ (2.5)
AT +AL  birigr — i1k
AO — T T — ? 2] ? 2> 2
z® 5 57 (2.6)

gilt auf dem Raumgitter @ = {0,..., L} x {0,..., M} x {0,...,N} fir h =1:

AL Bijk = bijk — Pi-1ks (2.7)

AL dijk = bit1jk — Bijks (2.8)
AT +AL  irigk — Pim1k

Afpiju = =t 0 = (2.9)

Analog ergeben sich fiir y, 2z die entsprechenden Differenzenquotienten. Der Kriimmungs-
term in der Gleichung 2.3 lasst sich mithilfe der Differenzenquotienten 2.4-2.6 im Punkt
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(xi,yj, z1) wie folgt approximieren:

(Vo Dut
aw <\V¢>I> =0 (wam)? (0,07 + (az¢)2>

Oy
o <\/(8:c¢)2 +(0y0)* + (@@2)

0,

o (wam)? BT <az¢>2>
At

V(BE0)2 +(A06)2 + (A2)?
Afo

V(899)2 + (A 9)? + (AL)?
At

(B2 + (890)2 + (AT

~ A,

—i—A;

+ A7

Fiir
o

VA0 + (B)0150) + (821’
7]

V(8915002 + (A5 610)% + (A% 14)?
"

V(B20151)2 + (8001 1) + (AL 6:54)?

)

A g =

Bijk =

)

)

Cije =

lautet somit die diskrete Darstellung der Gleichung 2.3:

61,
gbatjk = 0c(dijk) [(Ai,j,k(¢i+1,j,k — Gijk) — Aic1jk(Dijk — Pic1jk))

+ (Bijk(Pij+1,k — ijk) — Bij—16(dijk — Pij—1k))
+ (Cijk(Dijp+1 — Pijk) — Cijr—1(Pijk — Pijk—1))

— v = Ai(ugjk — 1)* + Aa(ugijr — 2)?|, (2.10)
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mit ¢ =1,...L,j=1,...M und k=1,... N. Sei nun ¢, , = ¢(nAt, x4, y;, z;) mit n >0
und ¢¥ = ¢g, dann liefert das explizite Euler-Verfahren durch

Pl —or
3J ) 7’7 )
s At = 55( ?jk) (AZj,k(¢?+1,j,k - ¢Zj,k) - Aznfl,j,k((ﬁ;fj,k - ?fl,j,k))

+ (B k(@16 — Piik) — Bilic1k(Dii 6 — Diim1k)
+ (O k(@7 j k1 — Dij) — Clii—1(D g — Pij—1))

— v = M (uog ke — c1(8™)® + Aa(uo ik — c2(6™))? (2.11)

eine approximative Losung der Gleichung 2.3. Dabei werden die Werte ¢; und ¢o nach
jedem Zeitschritt At neu bestimmt und die Randbedingung wird durch Duplizieren der
dubersten Gitterpunkte, zum Beispiel durch ¢g ;. = ¢1 ;, erfiillt. Fiir das semi-implizite
Gaufs-Seidel-Verfahren miissen die Werte ¢;_1 ; ., ¢; j—1,1 und ¢; j ,—1 auf der rechten Seite
der Gleichung 2.11 jeweils fiir den Zeitschritt n + 1, alle anderen Werte fiir den Zeitschritt
n ausgewertet werden. Das hierfiir notwendige Durchschreiten des Gitters von links nach
rechts, von unten nach oben und von der ersten zur letzten Schicht, fiihrt jedoch zu Abhén-
gigkeiten bei der Berechnung der einzelnen Gitterpunkte und reduziert damit die Effizienz
einer parallel durchgefithrten Berechnung der Gitterpunkte auf einem Multicore-Prozessor,
wie zum Beispiel einer Grafikkarte. Optional kann die Kontur nach einer beliebigen Anzahl
von Schritten durch die vorzeichenbehaftete Abstandsfunktion

¥r = sign(o(t))(1 = V),
$(0,) = o(t, ),

reinitialisiert werden.

2.2 Random Walker

Sei © € R? ein beschrinktes Gebiet und 9Q = 9Q; UOQ, der Rand von €2, dann entspricht
die Losung ®(z) des Dirichlet-Problems

AP =0 in €,
® =1 auf 99y,
¢ = 0 auf 09, (2.12)

der Wahrscheinlichkeit, dass ein an der Stelle x € 2 gestarteter Random Walk zuerst den
Randbereich 09 trifft bevor er 0y erreicht (Abb. 3). Bei einer Diskretisierung des Ge-
biets durch ein dreidimensionales Grid zeigt sich dieser Zusammenhang im folgenden Satz:
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08y

oY

Abbildung 3: Ein Random Walk startet in einem Gebiet 2 und trifft den Rand im Bereich
08y [Evans, 2013].

Satz 2.1. Fir eine Vielzahl von Random Walks, die an der Stelle x starten, wird die
Abfolge {V;} der zuerst getroffenen Randwerte notiert. Dann gilt:

1 N
oo |2

Das heifst, die Losung @ der Gleichung 2.12 stimmt mit dem Erwartungswert der getroffe-
nen Randwerte tiberein.

Beweis. Sei (I,m,n) ein beliebiger Punkt, (4,7, k) ein Punkt im Inneren und (r,s,t) ein
Punkt auf dem Rand. Sei Pl”t die Wahrscheinlichkeit, dass ein an der Stelle (i, j, k)
gestarteter Random Walk den Rand erstmals an der Stelle (r,s,t) trifft. Sei V;. s ; der Wert
des Randes an der Stelle (r, s,t) und Ej ,, ,, der Erwartungswert des getroffenen Randwerts
eines Random Walks der in (I, m,n) startet. Die Wahrscheinlichkeit fiir einen Random
Walk in (4,7, k) zu starten und in (r,s,t) absorbiert zu werden, kann auf 6 verschiedene
Arten erfolgen. Der Random Walk kann sich bei seinem ersten Schritt jeweils mit gleicher
Wahrscheinlichkeit in eine der 6 Raumrichtungen bewegen. Das heift:

7r,8,t 7}ﬁ5t

rst 7,8,t r,8,t 7,8,t 1 7,8,t
ik = gLt SPIN L SPIM LGP+ GBI + P

6 6 i,7+1, 6 i,j—1 6 i,5,k+ 6 ¢

Durch beidseitige Multiplikation des in (r, s,t) angenommenen Wertes V;. s ; und Aufsum-
mierung aller moglichen Randpunkte erhélt man

rst Tst 1 7,8,t
g v;st ijk g v;st i+1,5,k 6 E v;stf) —1,5,k

p T

r,8,t rst 7,8,t
2 : n&t 1} : r,8,t
+ = v;st ZJ+1k‘+'6 v%stfij 1,k
rst r,8,t

r@i rst
45 D Vet Pl + 5 o Vant Pl

rst rst
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Abbildung 4: Segmentierung basierend auf dem Random Walker Algorithmus.
Zweidimensionales Bild mit vorsegmentierten Regionen ©; und Qs (links). Resultierende
Segmentierung (rechts).

Folglich gilt fiir den Erwartungswert

7,8,
Bijr=Y VestPlin

7,8,
der Zusammenhang
1 1 1 1 1 1
Bijk = glivrire + gEicik + gBijrin + g Bij—1h + cEijri + g Bijk-1,
Er,s,t = ‘/r,s,t-

O]

Die Verwendung des Dirichlet-Problems zur Segmentierung mehrdimensionaler Bilddaten
u: Q C R — R ist in der Literatur bekannt als Random Walker Algorithmus (RW) zum
Losen des kombinatorischen Dirichlet-Problems |Grady, 2006]. Dabei ergeben sich die Posi-
tionen der Réander durch die von den Benutzern/-innen vorgegebenen Markierungen (Abb.
4). Analog zum Dirichlet-Problem 2.12 wird fiir jedes Pixel die Wahrscheinlichkeit be-
stimmt, dass ein dort gestarteter Random Walk in einem anisotropen Medium (dem Bild),
zuerst eine der beiden Markierungen erreicht. Die Segmentierung erfolgt dann, indem jedes
Pixel derjenigen Region zugeordnet wird, fiir die die Wahrscheinlichkeit zuerst getroffen
zu werden, am grofsten ist. Die Anisotropie, das heifst die Gewichtung der Random Walks,
basiert dabei auf dem Gradienten des Bildes. Gesucht sei also eine harmonische Funktion
® in einem Gebiet Q C R, die das Dirichlet-Problem

V- (DV®) =0, in Q,
® =1, auf 99,
® =0, auf 099, (2.13)

16st, wobei die Diagonalmatrix

D;j = {GXP(—BGWU), falls i = j,

0, sonst,
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mit D € R fiir ein § > 0 den anisotropen Diffusionskoeffizienten beschreibt. Hierbei
muss also eine elliptische partielle Differentialgleichung zweiter Ordnung, die anisotrope
Laplace-Gleichung, unter Einhaltung zweier Dirichlet-Nebenbedingungen gelost werden.
Historisch wurde das Verfahren aus der diskreten Potentialtheorie abgeleitet. Analog zu
dem dort definierten Problem elektrischer Schaltkreise ist der RW-Algorithmus im diskre-
ten Raum, das heiftt auf einem Graphen, formuliert und erfordert das Losen eines linearen
Gleichungssystems mit einer diinnbesetzten, symmetrischen und positiv definiten Matrix.
Durch die Differenzenquotienten 2.7-2.9 lasst sich die partielle Differentialgleichung 2.13
im dreidimensionalen Fall wie folgt approximieren:

exp (—B(0,u)?) 0 0 0, ®
V- (DV®)=V- 0 exp (—B(dyu)?) 0 0y ®
0 0 exp (—B(9:u)?) 0,

~ AL (weAf ) + Ay (wyA;"I)) + A7 (w.AF9), (2.14)

wobei

Wy = €XP (_ﬁ(A:—B’—U)Q) 5

wy = exp (—ﬁ(A;u)2) ,

Wy = €Xp (_B(A:U)Q) 5
fiir einen freien Parameter 8 > 0 die ortsabhéngige Diffusionsstérke in die jeweilige Raum-
richtung beschreiben. Je mehr sich die zwei benachbarten Pixel voneinander unterscheiden,
desto schwécher ist die Diffusion, bzw. desto geringer ist die Wahrscheinlichkeit, dass sich
ein Random Walk in diese Richtung bewegt. Mithilfe der Approximation 2.14 lasst sich die
Gleichung 2.13 nun auf dem Gitter Qg = {0,...,L} x {0,...,M} x {0,..., N} wie folgt
diskret formulieren:

0 =waz, ; o (Pit1,k = Pijik) = Way ;4 (P — Piz1,5k)
Fwy, 5 (Pigrie — Pijik) = Wy, sy (i — Pij—1k)
+wsz; (Pijer1 = Pigik) = Way oy (e — Pijp—1)
=Wz, 5 Piv1jk + Wa,_y;, Pio1jk

+ wyz’,j,k(I)iJJrl,k + wyz‘,jq,kq)i,j*l,k’

+ Wz, p Pigk+1 + Wz ik

- (wl’i,j,k + Wa; 1,5k + Wy; ik + Wy, 51,k + Wz ik + wzi,j,k—l)(pi:j:k7 (2'15)
firi=1,...L,7=1,...M und k = 1,... N. Fiir die Knoten v;, mit [ = 1,..., K mit

K =L-M-N, des Gitters (¢ mit den entsprechenden Werten ®; ;; ergibt sich aus den
Gleichungen 2.15 das lineare Gleichungssystem

L® =0, (2.16)
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mit der diinnbesetzten, symmetrischen und positiv definiten K x K-Matrix

dy, falls | = m,
Ly, = § —wpy, falls v ein Nachbar von vy, ist,
0 sonst,

wobei wy, = exp(—B(w; — um)?) und d; = >, ., Wim. Die Menge der Werte ®; ; lisst
sich nun aufteilen in die Menge der unbekannten Werte ®;, das heif’t alle Knoten bzw.
Pixel, die nicht in den markierten Gebieten ; und {29 liegen sowie in die Menge der
markierten Pixel ®;;. Ohne Beschriankung der Allgemeinheit werden die Gleichungen des
Gleichungssystems 2.16 so umsortiert, dass sich alle bekannten Werte ®;; oben und alle
unbekannten Werte @y unten befinden. Somit gilt:

Ly B Qur \ 0
BT Ly oy )
Die Losung des dadurch entstehenden linearen Gleichungssystems
Ly®y = —BTdy,

liefert dann die gesuchte Wahrscheinlichkeitsverteilung. Das Gleichungssystem kann bei-
spielsweise mit einer geeigneten Vorkonditionierung, wie einem algebraischen Mehrgitter-
verfahren, und dem GMRES-Verfahren numerisch gelost werden. Die Methode kann auf
mehrere Regionen 1, ... Q, erweitert werden. Dabei miissen insgesamt n — 1 partielle Dif-
ferentialgleichungen gelost werden. Um fiir jedes x die Wahrscheinlichkeit zu berechnen,
dass ein Random Walk zuerst den Rand 0€2; der Region (Q; trifft, bevor er den Rand einer
der anderen Markierungen trifft, miissen die Nebenbedingungen wie folgt gewéahlt werden:

® =0 auf 891,
® =0 auf 892'_1,
® =1 auf 892‘,
® =0 auf 89#,.1,
® =0 auf0Q,.

Dabei miissen insgesamt n — 1 Gleichungssysteme gelost werden, da die Summe der Wahr-
scheinlichkeiten fiir jedes Pixel 1 ergibt.

2.3 Graph Cut

Beim Graph Cut Verfahren [Boykov and Funka-Lea, 2006] wird ein auf dem Bild konstru-
ierter Graph (Abb. 5b), basierend auf benutzerdefinierten Markierungen (Saatpunkte) O
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O

(a) Image with seeds. (d) Segmentation results.

4 f

Background Background

@ terminal @ terminal

Cl]l.

< L
=
@ ©
W s

terminal terminal

(b) Graph. (c) Cut.

Abbildung 5: Graph mit Terminals fiir ein 3 x 3-Bild. a 3 x 3 Graustufenbild mit

Saatpunkten @ = {v} und B = {p}. b Die Dicke der Kanten entspricht den jeweiligen Kosten.
¢ Der minimale Schnitt (“cut”) unterteilt den Graphen in zwei disjunkte Teilmengen S und 7.
d Segmentierung des Bildes auf Basis des minimalen Schnittes [Boykov and Funka-Lea, 2006].

fiir das Objekt und B fiir den Hintergrund (Abb. 5a), so in zwei Teilmengen S und 7" (Abb.
5d) unterteilt, dass die Trennlinie (der Schnitt durch das Bild, Abb. 5¢) ein vorgegebenes
Funktional minimiert. Hierfiir werden zu den sogenannten Terminals S und T" zwei zusétz-
liche Knoten eingefiihrt. Die sogenannte Quelle s € S und die sogenannte Senke t € T.
Der gesuchte minimale Schnitt ldsst sich nun anhand des maximalen Flusses von s nach ¢
bestimmen. Im Folgenden sei ein gerichteter Graph G = (V, £) bestehend aus den Knoten

V=PU{S,T}

und den Kanten &£, wobei P die Menge der zu den Knoten korrespondierenden Pixel p € P
ist. Allen Kanten e € £ wird ein Gewicht w(e) zugeordnet. Im Folgenden wird w(e) auch
héufig Kostenbetrag oder Kapazitdt genannt. Die Kosten einer gerichteten Kante {p, ¢}
konnen sich dabei von der entgegengesetzten Kante {q,p} unterscheiden. Es gibt zwei
Kantentypen: sogenannte n-Verbindungen verkniipfen benachbarte Knoten und spiegeln
die lokale Umgebung der Knoten wider, sogenannte t-Verbindungen verkniipfen die Knoten
mit den Terminals S und 7. Jedes Pixel p hat zwei ¢-Verbindungen, {p, S} und {p,T}.
Somit gilt:
=N J{{p. S} {n. T},

peEP
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wobei N/ die Menge aller n-Verbindungen ist. Fiir die Gewichte der Kanten gilt:

= falls e = {p,q} € N,
X Ry(“hin”), fallse= {p,S},p ¢ OUB,
K, falls e = {p, S},p € O,

0, falls e = {p, S},p € B, (2.17)
X Ry(“obj”), fallse={p,T},p¢ OUB,
0, falls e = {p,T},p € O,
K, falls e = {p,T},p € B,

wobei die regionenbasierten Terme

R, (“obj”) = —In P(Z,|“obj”),
R, (“hin”) = —In P(Z,|*hin"),
jeweils dann sehr klein werden, wenn aufgrund der Grauwertverteilungen von O und B

die Wahrscheinlichkeit sehr grofs wird, dass ein Pixel p dem Objekt bzw. dem Hintergrund
zugeordnet werden kann. Des Weiteren soll der Kantenterm

I, —1,)?
Bpq = exp <_(;3202q)> ) (2.18)

mit dem manuell zu bestimmenden Parameter o, eine Diskontinuitdt des Objekts verhin-
dern und ist daher grof$, wenn die Intensitédten zweier benachbarter Pixel p und ¢ einander
dhnlich sind und verschwindet, wenn sie sich stark unterscheiden. Der Term

K=1 B
+ glgg( Z D.q
{p.a}eN

soll die richtige Zuordnung der vorsegmentierten Pixel p € O bzw. p € B garantieren. Ein
s-t-Schnitt (oder einfach nur Schnitt) ist eine Teilmenge C' C £. Ein Schnitt separiert den
Graphen in zwei disjunkte Teilmengen S und 7T, so dass s € S und ¢t € T'. Die Kosten eines
Schnittes C' = {S, T} sind definiert als die Kosten der Kanten. Das heifst:

Cl =" w(e).
ecC
Gesucht sei nun ein Schnitt, der eine optimale Segmentierung liefert. Optimal bedeutet

hierbei, dass die Segmentierung A = (Aj, ..., 4p, ..., Ajp|) mit

s - {“obj”, falls p dem Objekt zugeordnet wird,
e

“hin”, falls p dem Hintergrund zugeordnet wird,

die Kostenfunktion

B(A)=XA-> Ry(A)+ Y. Bpg-da,za, (2.19)
peP {p.a}eN
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mit
)1 falls A, # Ay,
W70 falls Ay = A,

fiir einen manuell zu wéihlenden Modellparameter A > 0 minimiert. Ziel ist es also ei-
ne Segmentierung A zu finden, die die Kostenfunktion 2.19 unter Beriicksichtigung der
Nebenbedingungen
Vpe O: A, ="obj", (2.20)
Vpe B: A, ="hin", (2.21)
minimiert. Jedem realisierbaren Schnitt C' lésst sich dabei eine eindeutige, korrespondie-
rende Segmentierung
“obj”, falls {p,T} € C,

A, (C) =
= {“hin”, falls {p, S} € C,

zuordnen. Der minimale Schnitt C' = ming |C| erfiillt folgende Bedingungen [Boykov and
Funka-Lea, 2006, S. 121]:

1. C liefert genau eine ¢t-Verbindung fiir jedes Pixel p.

2. Die Kante {p, ¢} ist in C' genau dann, wenn p und ¢ zu jeweils unterschiedlichen
Terminals eine ¢-Verbindungen besitzen.

3. Falls p € O, dann {p, T} € C.
4. Falls p € B, dann {p, S} € C.

Satz 2.2. Die durch den minimalen Schnitt C definierte Segmentierung A= A(é) maini-
miert das Energiefunktional E(A) 2.19 unter allen Segmentierungen, die die Nebenbedin-
gungen 2.20 & 2.21 erfiillen.

Beweis. Aus der Definition der Gewichte 2.17 folgt:

IC| = mc'{n|C\ = mc'{n (Z w(e))

ecC

=min | Y A Bp(4p(O) + D Bpg0a,0)2a,(0)
p¢OUB {p.ateN

= min | E(A(C)) = YA~ Ry(‘obj”) = D A- Ry(“hin”)

peO peB

= m(/in E(A(C)) — konst = mjn E(A) — konst.
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Das Maz-Flow-Min-Cut-Theorem von Ford und Fulkerson |Ford and Fulkerson, 1956 be-
sagt, dass der maximale Fluss im Netzwerk vom Quellknoten s zur Senke t genau dem
Wert des minimalen Schnitts entspricht. Dabei gibt es nicht notwendigerweise nur einen
minimalen Schnitt, sondern es konnen mehrere Schnitte mit dem gleichen Wert existieren.
Bildlich gesprochen entspricht der mazimale Fluss der maximal moglichen Wassermenge,
die durch gerichtete Rohre mit unterschiedlicher maximaler Kapazitdt von der Quelle zur
Senke fliefen kann. Diesem Bild folgend, reprasentiert der minimale Schnitt den Bottlen-
eck, durch den der maximale Fluss in einem voll ausgelasteten Netzwerk begrenzt wird.
Um also den Schnitt zu finden, der die Kostenfunktion 2.19 minimiert, kann entsprechend
der maximale Fluss des Netzwerks bestimmt werden. Abgesehen von der Quelle s und der
Senke ¢t muss in jeden Knoten genau so viel hineinfliefen, wie herausfliefst. Das heifst, fir
einen Fluss f: & — R>o mit f(e) <w(e) Ve € & gilt:

Yo € V\{s, t} : Z fley= > f(e

e€éd—(v) ecdt(v)

wobei

" (v)={e={z,v} €€ |z eV}
die Menge der in v hineinfiihrenden und

§T(v) ={e={v,x} €& |z €V}

die Menge der aus v hinausfiithrenden Kanten ist. Der Wert eines s-t-Flusses f ist definiert
als der Uberschuss im Knoten ¢ oder der Betrag des Uberschusses im Knoten s, das heift:

Ifl= > fle) Zf

e€dt(s) ecd—(s)

Um nun den maximalen Fluss zu finden, wird der Fluss im Netzwerk entlang ungeséttigter
Pfade solange erhoht, bis mindestens eine Kante des Pfades geséttigt ist (Abb. 6 links).
Dieser maximal mogliche zusétzliche Fluss erhoht den Gesamtfluss des Netzwerkes. Der
maximale Fluss ist erreicht, wenn jeder Pfad mindestens eine geséttigte (saturierte) Kante
enthélt, das heift fiir eine Kante jedes Pfades gilt f(e) = w(e). Die Informationen iiber den
Fluss werden in einem sogenannten Residualgraphen Gy gespeichert (Abb. 6 rechts). Die
Anzahl der Knoten von Gy entspricht der des urspriinglichen Graphen G. Die Kapazitét
einer Kante im Residualnetzwerk entspricht der Restkapazitidt wy, um die der Fluss noch
erh6ht werden kann. Der Residualgraph besteht aus denen von f nicht ausgelasteten Kan-
ten und wird um Riickkanten e* ergénzt, die angeben, um wie viel der Fluss in G verringert
werden kann:

Ve = {p,qa} € € 1 wp(e) = w(e) — fle), falls f(e) < w(e),
Ve* = {q,p} € E,\E 1 wy(e) = f(e).
Zu Beginn gibt es keinen Fluss. Das heift f = 0 und die Kapazitdten in G; entsprechen

den Kapazitédten in G. Ein s-t-Fluss f ist genau dann maximal, wenn es keinen augmen-
tierenden Pfad gibt, das heifit, wenn das Restnetzwerk keinen Pfad von s nach ¢ besitzt.
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Abbildung 6: links Graph G mit maximalen Kapazitdten. Der Pfad W = spqt (blau) kann um
2 erhohten werden. rechts Residualgraph Gy nach Erhéhung des Pfades W = spgt um 2 mit
Restkapazitidten wy (schwarz) und Riickkanten (rot).

Zur Bestimmung des Restflussgraphen kann zum Beispiel der Algorithmus von Ford und
Fulkerson verwendet werden [Ford and Fulkerson, 1956]. Das Verfahren terminiert, sobald
kein augmentierender Pfad mehr gefunden wird. Sind die Kapazitéten nichtnegative ganze
Zahlen und werden die Fliisse in jedem Schritt um 1 erhoht, ist eine Terminierung nach
endlich vielen Schritten garantiert. Aus diesem Grund werden die berechneten Kapazi-
titen 2.17 in ganzzahlige Werte umgerechnet. Der nachfolgende Aquivalenzbeweis fiir das
Maz-Flow-Min-Cut- Theorem liefert zugleich eine Methode, mit der aus der Berechnung des
maximalen Flusses der minimale Schnitt bestimmt werden kann. Standardalgorithmen mit
polynomialer Laufzeit, wie der Algorithmus von Dinic, basieren ebenfalls auf der Grund-
idee der augmentierenden Pfade von Ford und Fulkerson.

Satz 2.3 (Max-Flow-Min-Cut-Theorem). Die folgenden Aussagen sind dquivalent:
1. f ist der mazximale Fluss in G.
2. Das Residualnetzwerk Gy enthdlt keinen augmentierenden Pfad.

3. Fiir mindestens einen Schnitt C = {S,T} entspricht der Wert des Flusses der Kapa-
zitdt des Schnittes.

Beweis. (1 = 2) Angenommen es gibt einen augmentierenden Pfad in Gy, dann gilt fiir
jede Kantenkapazitét des Pfades wy(e) > 0 und somit w(e) > f(e). Daraus folgt jedoch,
dass der Fluss in G entlang dieses Pfades vergrofert werden kann und f somit nicht ma-
ximal ist, da jeder zusétzliche Fluss den Gesamtfluss vergrofert. (2 = 3) Wenn es keinen
augmentierenden Pfad gibt, dann teile den Graphen in zwei disjunkte Teilmengen S und T,
wobei S die von der Quelle s im Residualnetzwerk erreichbaren Knoten (inklusive s) und
T die restlichen Knoten enthélt. Dann gilt |C| — |f| = 0 und somit |f| = |C|. Entspréche
ndmlich die Kapazitdt des Schnittes nicht dem Fluss f, so gidbe es eine Kante {x,y} mit
x € S,y € T, die nicht gesattigt ist und somit eine Kante von s nach ¢ in G¢. Dies bedeutet
jedoch, dass mindestens ein weiterer Knoten in T erreichbar wére, denn fiir jede Teilmenge
von Knoten V* mit s € V* und ¢ ¢ V* gilt |f| = fous(V*) — fin(V*). (3 = 1) Angenommen
f ist nicht maximal, das heiftt, f kann vergrofert werden, dann ist die Kapazitét fiir min-
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L 2

L 2

Abbildung 7: Bewegung (rot) des Forwirtskernels (blau) im Raster-Scan-Algorithmus zur
approximativen Bestimmung der geodétischen Distanz D(x) zur Vorsegmentierung M (x) durch
die Funktion C(x).

destens einen Schnitt nicht voll ausgelastet, da fiir alle Schnitte |f| < |C] gilt. Auferdem
gilt fir keinen Schnitt |f| = |C|, da sonst kein augmentierender Pfad existierte und der
Fluss somit maximal ware. O

2.4 Geodatische Distanz

Sei Q C R? beschriinkt, Z: © — R ein gegebenes Bild, €; eine markierte Region (Saat-
punkte) mit der zugehorigen bindren Maske (Abb. 7)

(%) 0, falls x € €y,
\/1 X) =
1, sonst,

dann ist die geodétische Distanz eines Pixel x zur Markierung 2; definiert als:

D(x;M,VI)= min d(x,x),
{x/|M (x")=0}

mit

1
da.b) = min [ VIFEP 2 (VITE) - ul) ds.

wobei P, die Menge aller moglichen Pfade I': [0, 1] — R? zwischen den Punkten a und
b ist. Ferner ist u(s) = I''(s)/||T"(s)|| der Einheitsvektor tangential zur Richtung des Pfa-
des. Der Faktor v gewichtet den Einfluss des Bildgradienten auf die Lange der geodéatischen
Kurve. Fiir v = 0 entspricht D der euklidischen Distanz. Sind nun fiir n gesuchte Segmente
eines Bildes die Saatpunkte €2y, ..., €2, gegeben, so lasst sich fiir jedes Pixel eine Zuord-
nung bestimmen, indem zunéchst die geodétischen Distanzen zu den einzelnen Gebieten
€); berechnet werden und dann fiir das Pixel das Gebiet mit der kiirzesten Entfernung
gewéhlt wird [Criminisi et al., 2008]. Eine approximative Losung von D erhélt man bei-
spielsweise durch eine Wellenfront-Entwicklung wie bei den sogenannten Fast Marching
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Methods [Sethian, 2015, Yatziv et al., 2006] oder durch den Raster-Scan-Algorithmus |Toi-
vanen, 1996|. Im zweidimensionalen Fall wird beim Raster-Scan-Algorithmus ein Kernel,
zum Beispiel der Grofke 3 x 3, zuerst von links oben nach rechts unten bewegt (Abb. 7).
Dabei wird die Funktion

(C(x—1y—1)+V/P3++v(Z(x -1,y —1) = I(z,y))?%
Clz,y— 1)+ /pi+v(Z(z,y — 1) — I(z,y))?,
(

(

Clz,y) =min§ C(z+ 1,y = 1)+ /p3 +7(Z(z + 1,y — 1) — Z(x,9))?, (2.22)
Clz—1,y) + P +7(Z(z — 1,y) — I(z,y))%
vM(z,y).

bestimmt, wobei p; und py bildunabhiingigen Distanzen entsprechen. Ublicherweise werden
hierfiir die euklidischen Distanzen p; = 1 und ps = v/2 gew#hlt. AnschlieRend erfolgt eine
Aktualisierung der Funktion C(z,y) durch Verschiebung eines zum Vorwértskernel punkt-
symmetrischen Kernels von links unten nach rechts oben. Das Verfahren lasst sich ohne
Weiteres auf hohere Dimensionen erweitern. Die Genauigkeit der Approximation héngt
dabei von der Anzahl der Durchfiihrungen und von der Kernelgrofse ab.
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Im Gegensatz zu den in Kapitel 2 vorgestellten halbautomatischen Segmentierungsverfah-
ren hangt der Segmentierungserfolg, der hier vorgestellten GPU-basierten Methode, nicht
von einem freien und manuell zu wihlenden Parameter ab [Losel et al., 2020|. Durch diese
Parameterfreiheit konnte ein leicht und intuitiv nutzbares Verfahren entwickelt werden, das
bei vielen unterschiedlichen Datensétzen eine hohe Segmentierungsgenauigkeit aufweist,
gleichzeitig aber keine Konfiguration durch die Nutzer/-innen erfordert. Wie auch bei der
traditionellen und weit verbreiteten Vorgehensweise der linearen Interpolation, werden zu-
néchst einzelne Schichten des 3D-Volumens manuell vorsegmentiert (Abb. 8). Anschliefsend
wird das iibrige Volumen vollautomatisch durch speziell gewichtete Random Walks segmen-
tiert. Die gegenseitige Unabhéngigkeit der Random Walks erméglicht eine Berechnung auf
massiv parallel arbeitenden Prozessoren. Durch die hardwarespezifische Implementierung
des Verfahrens auf Grafikprozessoren kénnen somit sehr grofse Bilddatensétze in kiirzester
Zeit verarbeitet werden. Hierfiir werden die sogenannten GPU-basierten Random Walks
in einer Monte-Carlo-Simulation unter Verwendung mehrerer Grafikprozessoren berechnet.
Die Unabhéangigkeit der Random Walks ist nicht nur der Schliissel fiir eine auferst effiziente
Berechnung, sondern auch fiir die spezielle parameterfreie Definition der Gewichte. Nach
der Vorsegmentierung einzelner Schichten starten von dort etliche Random Walks und
bewegen sich durch die Berechnung gewichteter Zufallszahlen durch das Volumen (Abb.
9). Im Laufe der Zeit werden dabei die Voxel des Volumens durch die von verschiedenen
Label aus startenden Random Walks getroffen. Die Segmentierung der Bilddaten erfolgt
anschliefend indem jedes Voxel der Region zugeordnet wird, von der die meisten Treffer
ausgingen. Voxel, die nie getroffen wurden, werden automatisch dem Hintergrund zuge-
wiesen. In einem dreidimensionalen Volumen kann jeder Schritt eines Random Walks als
zufélliger Wurf auf eine Scheibe mit sechs unterschiedlich groffen Feldern betrachtet wer-
den. Die Grofe der Felder entspricht dabei jeweils der Wahrscheinlichkeit eines Random
Walks, in eine der sechs moglichen Richtungen zu gehen. Je grofser ein Feld ist, also je
grofer das Gewicht, desto mehr entspricht das in einer neuen Richtung gelegene Voxel der
Startposition des Random Walks. Die Parallelisierung der Random Walks wird erreicht,
indem jedem sogenannten Thread ein Pixel in den vorsegmentierten Schichten zugeordnet
wird und alle darin startenden Random Walks von diesem Thread berechnet werden. Die
benétigten Zufallszahlen werden dabei mithilfe des Multiple Recursive Random Number Ge-
nerator (MRGS32k3a) |[L'Ecuyer, 1999] bestimmt. Die Berechnung der Zufallszahlen ist aus
Effizienzgriinden direkt in die Berechnung der Random Walks integriert. Auf diese Weise
wird zusétzlich bendtigter Speicherbedarf und Datentransfer zwischen Hauptarbeitsspei-
cher und Grafikprozessor vermieden.

25
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-4¢—— 1. Referenzschicht

-4—— 2. Referenzschicht

AP S, 3. Referenzschicht
.

Abbildung 8: Vorsegmentierte Referenzschichten. Die Referenzschichten dienen der
Initialisierung der GPU-basierten Random Walks zur Segmentierung eines biologischen
Schraubengelenks [van de Kamp et al., 2011].

3.1 Modellierung der GPU-basierten Random Walks

Definition 3.1 (Gewichte). SeiZ: 2 — R ein Bild mit Q2 C R® und A: Q — {-1,0,1,2...}

sei gegeben durch die Vorsegmentierung einzelner Schichten, wobei A(x) < 0 fir alle nicht

vorsegmentierten Voxel. Dann sind die Gewichte zu einer Stelle xo € @ mit A(xzg) > 0

definiert als

exp (_—(Z(:p%);z(y))?) ,  fallsy € Q,
z(

(3.1)
0, falls y ¢ ,

Weq (y) =

wobei

02, = max (y_z\14| 3 (T(wo) — T(@))?, 1) , (3.2)

mit M = {x € U | A(x) = A(zo)}, die mittlere quadratische Abweichung der Grauwerte
Z(z) in einer Umgebung U C Q (Abb. 10) vom Grauwert an der Stelle g ist.

Definition 3.2 (Gewichteter Random Walk). Fir wie zuvor gegebene Gewichte wg, zur
Startposition oy € Q sei (Z1,Zs,...) eine Folge von Zufallsvariablen mit Werten in der
Menge {(1,0,0)T, (-1,0,0)T,(0,1,0)T, (0, -1,0)7, (0,0,1)T, (0,0, =1)T}, deren bedingte Ver-
teilung gegeben ist durch

Wao (Th—1 + 2)

Z§:1 Way (Tk—1+ 2j)

P, <{Zk = zi} ‘ {Xp—1 = :Ek_1}> =
firk>1undi=1,...,6. Dann heifst der durch
n
anzﬂo—l-ZZk, n € N,
k=1

definierte stochastische Prozess (X,)nen gewichteter Random Walk in R® und n € N die
Anzahl der durchgefiihrten Schritte.
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Abbildung 9: Gewichteter GPU-basierter Random Walk. Die Grafik illustriert einen
dreidimensionalen Random Walk nachdem er an einer Stelle x( in einer vorsegmentierten Schicht
gestartet und durch das Bildvolumen gelaufen ist [Losel and Heuveline, 2016].

Wenn 030 sehr klein ist, dann ist die Wahrscheinlichkeit groff, dass der Random Walk
in einer Region bleibt, deren Grauwerte mit dem der Startposition iibereinstimmen. Fir
eine grofere Varianz in der Startregion wird 030 zunehmend grofer und damit werden,
unabhéngig von der Startposition, alle Richtungen allméhlich gleich wahrscheinlich. Da
in dieser Arbeit ausschlieflich die gewichtete Form betrachtet wird, wird der Einfachheit
halber in der Regel auf die Bezeichnung ,,gewichtet verzichtet.

3.2 Multi-GPU Implementierung

Ein Grafikprozessor (Graphics Processing Unit, GPU) ist ein urspriinglich auf die Berech-
nung von Grafiken spezialisierter und optimierter Prozessor. Da jedes Pixel individuell
betrachtet und somit alle Pixel eines Bildes parallel verarbeitet werden koénnen, um zum
Beispiel den Helligkeitswert aller Pixel gleichméfig zu erhohen oder ein 3D-Modell fiir eine
zweidimensionale Darstellung in ein 2D-Bild zu konvertieren (3D-Rendering), kann jede
dieser Ausfiihrungen einem sogenannten Thread zugeordnet werden. Jeder Thread stellt
dabei einen sequenziellen Teil des Gesamtprozesses dar. Die einzelnen Threads konnen nun
wiederum mehreren physischen Prozessoren zugeordnet und von diesen parallel verarbeitet
werden. Moderne GPUs besitzen viele solcher Prozessoren. Die NVIDIA Tesla A100 bei-
spielsweise besitzt je nach Ausbaustufe 108 oder 128 Shader-Multiprozessoren. Die hoch
parallele Architektur macht GPUs fiir Algorithmen, die grofe Datenblécke parallel ver-
arbeiten konnen, wesentlich effizienter als sequentiell arbeitende Prozessoren wie die Zen-
trale Recheneinheit (Central Processing Unit, CPU). Durch den urspriinglichen Fokus auf
Multimedia-Anwendungen waren die Shader sehr stark auf die Berechnung von grafischen
Operationen und die hierfiir zur Verfligung gestellten Funktionen beschrinkt. Frst spater
entstanden nach und nach frei programmierbare Shader, um diese fiir beliebige Aufgaben,
wie wissenschaftliche Simulationen oder Matrixmultiplikationen (Abschnitt 4.2.2), einzu-
setzen (General Purpose Computation on Graphics Processing Unit, GPGPU). Neben dem
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Abbildung 10: GPU-basierter Random Walk mit Startposition x¢ nach sieben
gelaufenen Schritten. Hier illustrativ innerhalb der vorsegmentierten Schicht. Die grau
eingefiarbte lokale Umgebung U dient zur Berechnung der Wahrscheinlichkeiten fiir die sechs
moglichen Laufrichtungen z; mit ¢ = 1,...,6. Die Laufrichtungen nach oben bzw. unten (i =5, 6)
innerhalb des Volumens sind hier nicht dargestellt [Losel and Heuveline, 2017].

offenen Standard OpenCL ist das von NVIDIA entwickelte CUDA ein weiteres auf der tra-
ditionellen Sprache C basierendes Framework zur Umsetzung von GPGPU-Berechnungen
auf paralleler Hardware, welches jedoch im Gegensatz zu OpenCL ausschliefslich in Kom-
bination mit NVIDIA GPUs verwendet werden kann. CUDA besitzt gegeniiber C mehrere
Erweiterungen. Wesentlich ist hierbei vor allem die Definition eines Kernels. Ein Kernel
wird im Gegensatz zu einer normalen C-Funktion bei seinem Aufruf nicht nur einmal, son-
dern sehr haufig durch mehrere Threads auf der GPU ausgefiihrt. Méchte man beispielswei-
se in C jeden Wert eines dreidimensionalen Bildes jeweils um eins erhohen, bendtigt man
hierfiir eine for-Schleife, um iiber die einzelnen Eintrdge des Bildes zu iterieren. Auf der
GPU entfillt diese for-Schleife und wird durch einen Kernel ersetzt (Programm 1). Dieser
Kernel weist die auf jedem Pixel unabhéngig arbeitenden Prozesse jeweils einem Thread zu.

Programm 1: CUDA-Kernel zur parallelen Erhohung der Pixelwerte eines dreidimensionalen
Bildes auf einer GPU.

1  global  void Funktion(int =*img, int n) {

2 int ix = blockldx.x * blockDim.x + threadldx.x;
8 int iy = blockldx.y % blockDim.y + threadldx.y;
4 int iz = blockldx.z % blockDim.z + threadldx.z;
5 int nx = gridDim.x * blockDim.x;

6 int ny = gridDim.y % blockDim.y;

7 uint index = iz * nx % ny + iy * nx + ix;

8 if (index < n) {

9 img[index| += 1;

10 }

11 }

Die Verarbeitung erfolgt somit zumindest in der Theorie vollstandig parallel. In der Praxis
muss jedoch beachtet werden, dass GPUs iiber eine beschrénkte Anzahl physischer Rechen-
einheiten verfiigen und diese Anzahl in der Regel deutlich kleiner ist als die Anzahl der fiir
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Abbildung 11: Grid-Block-Thread Abbildung 12: Berechnung eines

Struktur zur Verarbeitung eines Thread-Index in einem 2D-Grid. Zur
CUDA-Kernels. Das 3 x 3-Grid Bestimmung des Index miissen sowohl die
unterteilt sich in 3 x 3-Blocke mit Blockindizes als auch die Griddimensionen
jeweils 9 Threads [Jeremiah, 2011]. beriicksichtigt werden [Cheng et al., 2014].

die Berechnung definierten Threads. Fiir die Verarbeitung werden die Threads zu 1D-, 2D-
oder 3D-Blocken, bestehend aus jeweils mehreren Threads, zusammengefasst. Diese Blocke
wiederum werden zu einem 1D-, 2D- oder 3D-Grid zusammengefasst (Abb. 11). Die Anzahl
der Threads pro Block und die Anzahl der Blocke werden vor Aufruf des Kernels durch

block = (blockDim.z, block Dim.y, blockDim.z),
grid = (gridDim.x, gridDim.y, gridDim.z),

festgelegt. Dies wiederum definiert die Gesamtzahl der gestarteten CUDA-Threads, deren
Indizes sich iiber

ix = blockldx.x * block Dim.x + threadldx.x,
1y = blockIdx.y * block Dim.y + threadldz.y,
1z = blockldx.z x blockDim.z + threadldx.z,

bestimmen lassen (Programm 1 & Abb. 12). Fiir die maximalen z, y und z-Dimensionen
eines Blocks gilt jeweils 1024, 1024 und 64, wobei die absolute Anzahl der Threads pro
Block 1024 nicht iiberschreiten darf. Die Threads eines Blocks werden vom gleichen Stre-
amprozessor verarbeitet und kénnen beispielsweise iiber Shared Memory und Synchroni-
sationsbarrieren miteinander kommunizieren, was zum Beispiel bei der Berechnung kom-
plexerer Aufgaben, wie der Matrixmultiplikation (Abschnitt 4.2.2) notwendig ist. Fiir eine
grofstmogliche Effizienz sollte die Berechnung der Threads jedoch vollstandig unabhéngig
voneinander erfolgen. Das heifst, ein Thread sollte bei seiner Berechnung nicht auf das Er-
gebnis oder Zwischenergebnis eines anderen Threads angewiesen sein. Die Blocke in einem
Grid miissen vollstéandig unabhéngig voneinander ausfithrbar sein, da eine Kommunikati-
on oder Kooperation zwischen Blécken in einem Grid nicht méglich ist. Lediglich einige
atomare Funktionen wie atomicAdd erlauben eine wechselseitige Einflussnahme.
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3.2.1 GPU-Implementierung der Random Walks

Die in Abschnitt 3.1 beschriebenen Random Walks kénnen vollstédndig unabhéngig von-
einander berechnet werden und sind damit ideal geeignet, um durch Grafikprozessoren
realisiert zu werden. Um eine parallele Berechnung mit CUDA zu erméglichen (Programm
2), wird jedem Pixel der vorsegmentierten Schichten ein Thread zugewiesen (Zeile 33). Die-
ser Thread tibernimmt die Berechnung aller Random Walks, die in diesem Pixel starten.
Da die Grofke des Blocks block = (32,32, 1) fest gewéahlt ist, muss die Groke des Grids

grid = ((xsh//32) + 1, (ysh//32) + 1,N),

wobei // die ganzzahlige Division beschreibt, an die Anzahl N und die Grofe zsh x ysh der
vorsegmentierten Schichten angepasst werden. Dabei wird das Grid so bestimmt, dass es
einen Uberhang des jeweils letzten Blocks iiber den Rand der vorsegmentierten Schichten
gibt. Da das Grid nicht wie in Programm 1 {iber das gesamte Bildvolumen, sondern iiber
die vorsegmentierten Schichten definiert ist, stimmen Thread-Index und Startposition des
Random Walks nicht zwangslaufig iiberein. Zwar lassen sich die Spalten- und Zeilenindizes
sowohl des Threads als auch der Startposition eines Random Walks innerhalb einer vorseg-
mentierten Schicht (column in der Zeile 29, row in der Zeile 30) wie zuvor in Programm 1
bestimmen, jedoch muss der z-Index der Startposition (plane in der Zeile 32) anhand des
iibergebenen indices-Arrays, das jeder vorsegmentierten Schicht ihre z-Position im Volu-
men zuweist, ermittelt werden. Auferdem lisst sich durch den Uberhang die Position eines
Pixels nicht mehr wie zuvor iiber die Griddimensionen bestimmen, sondern muss anhand
der zusétzlich tibermittelten Bildmafe (xsh, ysh) in der Zeile 33 berechnet werden. Insge-
samt werden somit ((xsh//32)+1) x ((ysh//32) 4+ 1) x N Threads definiert, wovon einige
dem Uberhang zugeordnet werden. Da hier jedoch keine Bildinformationen vorhanden sind
und somit keine Random Walks berechnet werden kénnen, wird in der Zeile 35 zunéchst
gepriift, ob sich die berechnete Startposition (column, row, plane) des Random Walks im,
durch das dreidimensionale Bild vorgegebenen, Volumen befindet. Falls dies nicht der Fall
ist, wird der entsprechende Thread abgebrochen.

Ubergabe von Daten

Neben der Bildgréfe und den z-Indizes der vorsegmentierten Schichten, werden dem Ker-
nel noch folgende weitere Daten, die bereits vor Aufruf des Kernels auf den GPU-Speicher
transferiert wurden, in der Zeile 26 iibergeben: das in diesem Kernel-Aufruf berechnete
Label segment € N von dem die Random Walks starten sollen, das dreidimensionale Bild
raw der Grofe xsh x ysh x zsh Voxel, die vorsegmentierten Schichten slices der Grofe
xsh x ysh x N Voxel, das nach jedem Kernel-Aufruf auf Null zuriickgesetzte Array a der
Grofse xsh x ysh x zsh Voxel zum Abspeichern der Treffer, die Anzahl der von jedem
Random Walk durchgefiihrten Schritte sorw € N und die Anzahl der in jedem Pixel star-
tenden Random Walks nbrw € N. Der Kernel wird fiir jedes Label einmal aufgerufen, um
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die Random Walks, die in diesem Label starten, zu berechnen und die davon ausgehenden
Treffer abzuspeichern. Aus diesem Grund werden bei jedem Kernel-Aufruf alle zu einem
anderen Label gehorenden Threads in der Zeile 37 beendet.

Initialisierung und Allokation

In den Zeilen 40-55 wird der Speicher fiir die Variablen zur Berechnung der Gewichte und
der fiir die Random Walks benétigten Zufallszahlen initialisiert. Als Saatpunkt zur Berech-
nung der jeweils ersten Zufallszahl dient der Thread-Index (Zeile 33). Da die Startposition
des Random Walks im 3D-Volumen nicht unbedingt mit dem Thread-Index iibereinstimmt,
muss diese in der Zeile 60 anhand der Werte column, row und plane bestimmt werden. In
den Zeilen 57-59 wird die Position der Random Walks initialisiert und in den Zeilen 61 &
62 die Anzahl der gelaufenen Schritte sowie die Anzahl der gestarteten Random Walks.

Einlesen der Bilddaten

In der Zeile 65 wird der Grauwert an der Startposition eingelesen. Da die meisten Bilddaten
als ganzzahlige 8-Bit Werte ohne Vorzeichen vorliegen, wiirde eine vorherige Konvertierung
zu einem von CUDA verarbeitbaren 32-Bit Array den Speicherbedarf vervierfachen. Da die
Bilddaten zusétzlich sehr grofe Dimensionen annehmen kénnen (Abschnitt 3.5), wird das
als 8-Bit abgespeicherte Bild vom Kernel zunéchst als 32-Bit Array aufgefasst (Zeile 26),
ohne dabei jedoch die abgespeicherten Bytes zu verdndern. Um die Daten anschliefsend
richtig einzulesen, erfolgt ein Pointer Casting zu dem von CUDA interpretierbaren Da-
tentyp char. Das heifst, anstatt filschlicherweise 4 Bytes (32-Bit) einzulesen, wird nun nur
noch 1 Byte (8-Bit) eingelesen und anschliefend zur weiteren Verarbeitung in den Datentyp
float umgewandelt.

Mittlere quadratische Abweichung

In der Zeile 68 wird die mittlere quadratische Abweichung 3.2 der unmittelbar zur Startpo-
sition benachbarten Pixel mithilfe der in den Zeilen 1-19 realisierten Funktion bestimmt.
Dabei werden nur die Grauwerte beriicksichtigt, deren zugehdrige Vorsegmentierung mit
der der Startposition iibereinstimmt. Die Bilddaten werden analog zum vorherigen Ab-
schnitt eingelesen.
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Berechnung der Gewichte & Bestimmung der Laufrichtung

In der while-Schleife, Zeile 72-147, werden nacheinander alle an der vorgegebenen Startpo-
sition startenden Random Walks berechnet. Fiir jeden Schritt des Random Walks werden
in den Zeilen 75-80 und mithilfe der in den Zeilen 21-24 definierten Funktion weight die
Gewichte 3.1 der 6 moglichen Laufrichtungen bestimmt. In den Zeilen 82-86 wird ein aus
6 Abschnitten bestehendes Intervall konstruiert, dessen Gesamtliange der Summe aller Ge-
wichte entspricht. Die Lénge der einzelnen Abschnitte entspricht dabei jeweils der Grofe
der 6 Gewichte.

In den Zeilen 91-116 wird eine auf dem Intervall [0,1) gleichverteilte Zufallszahl mithilfe
des MRGS32k3a-Algorithmus |L'Ecuyer, 1999] berechnet. Die fiir die Berechnung der je-
weils nachsten Zufallszahl benttigten Werte ergeben sich sukzessiv aus den innerhalb des
Algorithmus berechneten Werten (Zeilen 96-98 & 106-108). Die somit erzeugte Pseudozu-
fallszahl wird in der Zeile 112 bzw. in der Zeile 115 mit der zuvor berechneten Intervalllange
multipliziert. Je nachdem in welchen der 6 Abschnitte der dadurch berechnete Wert fallt,
entscheidet sich, wohin der Random Walk als néchstes lauft (Zeilen 119-124).

Durchfiihrung eines Laufschrittes

Befindet sich die dadurch bestimmte neue Position im Volumen mindestens ein Pixel vom
Rand des Bildes entfernt (Zeile 128), bewegt sich der Random Walk zu dieser neuen Po-
sition. Hierbei unterscheidet sich die Implementierung von der Definition des gewichteten
Random Walks (Definition 3.2). Um nicht in jedem Iterationsschritt fiir alle potentiellen
Laufrichtungen iiberpriifen zu miissen, ob sich diese noch innerhalb des Volumens befinden,
wird die Bewegung zu den duflersten Voxel des Volumens nicht ausgefiihrt. Die Indizes der
Position sowie die Anzahl der durchgefiihrten Schritte miissen entsprechend aktualisiert
werden (Zeilen 129-132 & 136). In der Zeile 133 wird der Treffer des Voxels, das sich an
der neuen Position befindet, in das dafiir vorgesehenen Array a geschrieben. Da dieses
Array aufgrund seiner Grofse nur im Hauptspeicher der GPU (Global Memory) abgelegt
werden kann und alle Random Walks des Segments parallel berechnet und somit potenti-
ell gleichzeitig auf denselben hierfiir allokierten Speicherplatz schreiben kénnen, wird die
CUDA Funktion atomicAdd bendtigt, um etwaige Schreibkonflikte verschiedener Threads
aufzulGsen.

Zurucksetzen des Random Walks

Ist die Anzahl maximal moglicher Schritte erreicht (Zeile 139), werden die Indizes der
Position auf die Startposition und der Zahler fiir die Schritte des Random Walks auf Null
zuriickgesetzt. Anschliefsend wird der Zahler der insgesamt durchgefithrten Random Walks
um eins erhéht und ein neuer Random Walk gestartet.
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Programm 2: CUDA-Kernel fiir eine parallele Berechnung der GPU-basierten Random Walks

zur Segmentierung volumetrischer Bilddaten.

1 device  float varf(int position ,int index,float v,float *raw,int
segment ,int xlabels ,int xsh) {

2 float tmp;

3 float dev = 0;

4 float summe = 0;

5 for (int n = —1; n < 2; nt++) {

6 for (int o = —1; o < 2; o++) {

7 if (labels[index + nxxsh + o] = segment) {

8 tmp = v — (float) (x((charx)(raw)+ position + nxxsh + o0));

9 dev += tmp * tmp;

10 summe += 1;

11 }

12 }

13 }

14 float var = dev / summe;

15 if (var < 1.0) {

16 var = 1.0;

17 }

18 return var;

19 }

20

21 _ device  float weight(float v, float sraw, float divl,int position) {

22 float tmp = v — (float) (*((charx)(raw) + position));

23 return exp( — tmp * tmp * divl );

24 }

25

26 _ global  void Funktion(int segment, float *raw,int xslices ,float =xa,int
xsh,int ysh,int zsh,int *indices,int sorw,int nbrw) {

27

28 int flat = xsh x ysh;

29 int column = blockldx.x % blockDim.x 4+ threadldx.x;

30 int row = blockldx.y % blockDim.y + threadldx.y;

31 int slice = blockldx.z;

32 int plane = indices][slice];

33 int index = slice * flat + row % xsh + column;

34

35 if (index < gridDim.zx*flat && plane>0 && row>0 && column>0 && plane<
zsh—1 && row<ysh—1 && column<xsh—1) {

36

37 if (slices|[index]==segment) {

38

39 /% Initialisierung und Allokation x*/

40 float rand;

41 float WO0,W1,W2, W3, W4, W5;

42 int n,o,p;

43

44 /* MRG32k3a */

45 float norm = 2.328306549295728e —10;

46 float ml = 4294967087.0;

47 float m2 = 4294944443.0;

48 float al2 = 1403580.0;

49 float al3n = 810728.0;
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50 float a2l = 527612.0;

51 float a23n = 1370589.0;

52 long k1;

53 float pl, p2;

54 float s10 = index, sll = index, sl12 = index;
55 float s20 = index, s21 = index, s22 = index;
56

57 int k = plane;

58 int 1 = row;

59 int m = column;

60 int position = planexflat + rowxxsh + column;
61 int step = 0;

62 int n_rw = 0;

63

64 /* Einlesen der Bilddaten x/

65 float val = (float) (%((charx*)(raw) + position));
66

67 /+* Mittlere quadratische Abweichung */

68 float var = varf(position ,index,val ,raw,segment,slices ,xsh);
69 float divl =1 / (2 % var);

70

71 /* Berechnung der Random Walks x/

72 while (n_rw < nbrw) {

73

74 /+* Berechnung der Gewichte x/

75 W0 = weight (val ,raw,divl , position+flat);
76 W1 = weight (val ,raw,divl , position—flat);
7 W2 = weight(val ,raw,divl , position+xsh);
78 W3 = weight (val ,raw,divl , position—xsh);
79 W4 = weight (val ,raw,divl , position+1);

80 W5 = weight (val ,raw,divl , position —1);

81

82 W1 += WO0;

83 W2 = Wi1;

84 W3 += W2;

85 W4 = W3;

86 W5 += W4,

87

88 /* Bestimmung der Zufallszahl mit MRG32k3a x/
89

90 /% Komponent 1 =/

91 pl = al2 % sl1 — al3n x s10;

92 kl = pl / ml;

93 pl — k1 % ml;

94 if (pl < 0.0){

95 pl += ml;}

96 s10 = sl11;

97 sll = s12;

98 sl2 = pl;

99

100 /* Komponent 2 x/

101 p2 = a2l * s22 — a23n x s20;

102 kl = p2 / m2;

103 p2 — k1 * m2;



3.2 Multi-GPU Implementierung

35

104 if (p2 < 0.0){

105 p2 += m2;}

106 s20 = s21;

107 s21 = s22;

108 s22 = p2;

109

110 /* Kombination x/

111 if (pl <= p2) {

112 rand = W5 % ((pl — p2 + ml) % norm);

113 }

114 else {

115 rand = W5 % ((pl — p2) x* norm);

116 }

117

118 /+ Bestimmung der Laufrichtung */

119 if (rand<W0 || rand==0){n=1; 0=0; p=0;}

120 else if (rand>=W0 && rand<Wl){n=-1; 0=0; p=0;}
121 else if (rand>=W1 && rand<W2){n=0; o=1; p=0;}
122 else if (rand>=W2 && rand<W3){n=0; o=-1; p=0;}
123 else if (rand>=W3 && rand<W4){n=0; o=0; p=1;}
124 else if (rand>=W4 && rand<=W5){n=0; 0=0; p=-—1;}
125

126 /+ Durchfuehrung eines Laufschrittes x/

127 if (ktn>0 && kin<zsh—1 && 14+0>0 &&

128 l+o<ysh—1 && mtp>0 && mp<xsh—1) {

129 k +=n; {

130 1 = o;

131 m += p;

132 position = kxflat + lsxsh + m; {

133 atomicAdd(&a| position], 1);

134 }

135

136 step += 1;

137

138 /+ Zuruecksetzen des Random Walks x*/

139 if (step=—=sorw) {

140 k = plane;

141 I = row;

142 m = column

143 position = kxflat + lxxsh + m;

144 n_rw += 1;

145 step = 0;

146 }

147 }

148 }

149 }

150 }
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1. Referenzschicht —» 1. GPU

2. Referenzschicht —» 2, GPU
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Abbildung 13: Parallele Berechnung verschiedener Referenzschichten. Die Random
Walks jeder Schicht werden von jeweils einer Grafikkarte berechnet.

3. Referenzschicht =— 3. GPU

3.2.2 Multi-GPU

Es werden zwei verschiedene Ansétze verwendet, um die GPU-basierten Random Walks
unter Verwendung mehrerer Grafikprozessoren (Multi-GPU) zu berechnen. Beim ersten
Ansatz werden die vorsegmentierten Schichten auf alle zur Verfiigung stehenden GPUs
moglichst gleichmépig aufgeteilt (Abb. 13). Dabei miissen fiir jedes Voxel alle Treffer, die
von den verschiedenen Label ausgehen, gespeichert werden. Fiir jede GPU wird darum
ein Array der Groke n x xsh x ysh x zsh bendtigt, wobei n der Anzahl der Label, ein-
schlieflich des Hintergrund-Labels, entspricht. Nachdem alle Random Walks berechnet
wurden, werden fiir jedes Voxel alle aus demselben Segment stammenden und von den
verschiedenen GPUs berechneten Treffer aufsummiert (Abb. 15). Anschliefend wird je-
des Voxel dem Segment zugewiesen, von dem die insgesamt hochste Trefferzahl ausging
(Abb. 16). Diese Form der Berechnung ist jedoch nur fiir eine kleine Anzahl von Label und
eine geringe Bildgrofse moglich, da der benétigte Speicher zum Abspeichern der Treffer
(m xn xaxsh xysh x zsh x 32)-Bit betrégt, wobei m der Anzahl der GPUs entspricht. Da-
durch wird die Groke des zur Verfiigung stehenden Arbeitsspeichers (RAM) sehr schnell
tiberschritten. Fiir die Segmentierung der fossilen Wespe (Abschnitt 3.5.7) mit 4 GPUs
wiirde bei diesem Ansatz allein das Speichern der Treffer 2,4 TB bendtigen.

Der zweite Ansatz besteht darin, die Bilddaten gleichméfig in so viele Blocke zu zer-
legen, wie GPUs zur Berechnung vorhanden sind, so dass jede GPU nur die Random
Walks berechnet, die in den vorsegmentierten Schichten des ihr zugewiesenen Blocks star-
ten (Abb. 14). Die Random Walks sind dabei jedoch nicht auf das Volumen des Blocks
beschrankt, sondern kénnen auch dessen Grenzen iiberschreiten. Hierfiir werden sogenannte
Ghost Blocks, die sich mit den benachbarten Blécken iiberlappen, an das jeweils obere und
untere Ende des Blocks angehéngt. In den Ghost Blocks werden keine Random Walks gest-
artet. Jedoch werden hier die Treffer der Random Walks bestimmt und an die Prozesse der
benachbarten Blocke tibermittelt, um sie dort zu den berechneten Treffern hinzuzufiigen.
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Abbildung 14: Parallele Berechnung mehrerer Bl6cke nach einer vorhergehenden
Gebietszerlegung. Jede GPU berechnet alle Referenzschichten die sich in dem ihr zugewiesenen
Block befinden (griiner Block). Jeder Block wird um Ghost Blocks (graue Blocke) erweitert, die
sich mit den benachbarten Blécken iiberlappen.

3.3 Strukturerhaltende Glattung

Um das Segmentierungsergebnis zu glatten und gleichzeitig feine Strukturen wie Insek-
tenhaare zu bewahren, wird hier eine Methode entwickelt, die auf der Bewegung von Ni-
veauflichen durch deren mittlere Kriimmung beruht [Evans and Spruck, 1991, Osher and
Sethian, 1988]. Wahrend iibliche Glattungstechniken die morphologischen Operatoren Di-
latation und Erosion verwenden, beriicksichtigt diese Methode die Anzahl der durch die
Random Walks verursachten Treffer eines Pixels und somit implizit die Bilddaten. Dadurch
wirkt dieser Ansatz dem Verschwinden feiner Strukturen entgegen, deren Regionen hiu-
fig durch Random Walks getroffen wurden und die durch eine morphologische Glattung
leicht erodiert werden wiirden. Die sich aus den Treffern ergebenden Niveauflichen werden
dabei jeweils nach dem Berechnen der Random Walks entlang ihrer mittleren Kriimmung
entwickelt. In diesem Abschnitt soll darum der fiir diese strukturerhaltende Glattung ver-
wendete mittlere Kriimmungsfluss hergeleitet werden. Hierfiir wird zunéchst die mittlere
Kriimmung einer Flache iiber die Kriimmung speziell gewahlter Kurven, die die Flache lo-
kal beschreiben, hergeleitet. Die Herleitung erfolgt dabei angelehnt an [Bér, 2010]. In Satz
3.22 wird dann die Darstellung der mittleren Kriimmung als Divergenz des Einheitsnorma-
lenfeldes bewiesen und anschlieffend daraus der mittlere Kriimmungsfluss in Bemerkung
3.23 abgeleitet.

Definition 3.3 (Regulire Fliche). Sei S C R? eine Teilmenge. Die Menge S heifit requlére
Fliche, wenn es zu jedem Punkt p € S eine offene Umgebung V von p im R? gibt, sowie
eine offene Teilmenge U C R? und eine glatte Abbildung F: U — R3, so dass folgende
Bedingungen erfillt sind:

1. F(U)=8NV und F ist ein Homdomorphismus.

2. Die Jacobi-Matriz D F hat fir jeden Punkt uw € U Rang 2.
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GPU1 GPU 2 GPU 3

Abbildung 15: Summierung der von Random Walks verursachten Treffer. Fiir jedes
Voxel werden alle Treffer, die von verschiedenen GPUs berechnet wurden und aus demselben
Segment stammen, aufsummiert.

Definition 3.4 (Lokale Parametrisierung). Die Abbildung F': U — SNV bzw. das Tripel
(U, F, V') heifit lokale Parametrisierung von S um p. Die Menge SNV heifst Koordinaten-
umgebung von p. Die Komponenten uy und us von u = (ui,us)? heifen Koordinaten des
Punktes F(u) € S bzgl. der Parametrisierung F'.

Beispiel 3.5. Sei U C R? offen, f: U — R eine glatte Funktion. Die betrachtete Fliche
S={(x,y.2)" eR’| (x,9)" €U,z = f(z,y)}

ist gegeben durch den Graphen der Funktion f. Sei V = R3 und F: U — R? mit
F(z,y) = (2,9, f(z,y))T. Dann gilt F(U) =S = SNV. Des Weiteren ist F glatt und die
Umkehrabbildung G: S — U mit G(z,y,2) = (x,5)" stetig. Insbesondere ist F: U — S
ein Homéomorphismus. Auferdem hat die Jacobi-Matrix

1 0

F = 0 1

2]

fiir jedes (z,y)” € U vollen Rang.

Definition 3.6 (Tangentialebene). Sei S C R3 eine regulire Fliche und p € S. Dann
heif$t

T,S = {X € R® | es gibt ein e > 0 und eine glatte parametrisierte Kurve
c: (—e,e) = S mit ¢(0) = p und ¢(0) = X}

die Tangentialebene von S in p. Die Elemente X der Ebene heiflen Tangentialvektoren.

Definition 3.7 (Differential). Seien S1,S2 regulire Flichen und f: S1 — Sy eine glatte
Abbildung. Das Differential von f in einem Punkt p € S ist die Abbildung

dpf: T,,Sl — Tf(p)Sz,
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Segment 1 Segment 2 Segment 3 Resultat

(0, 0,0)-8
J J

Abbildung 16: Bestimmung des Endergebnisses. Die Segmentierung wird erreicht, indem
jedes Voxel dem Segment zugeordnet wird, von dem die héchste Anzahl von Treffern stammt.

mit

d
dpf(X) = E(f o C) S Tf(p)SQ,

t=0

wobei X € T),S1 und c: (—e,e) — Sy eine glatte parametrisierte Kurve mit ¢(0) = p und
¢(0) = X.

Bemerkung 3.8. Das Differential ist linear und héngt nicht von der Wahl von ¢ ab.

Definition 3.9 (Orientierbarkeit). Eine regulire Fliche S C R? heifit orientierbar, wenn
es ein glattes Finheitsnormalenfeld auf S gibt.

Beispiel 3.10. Das Mobiusband hat kein stetiges und damit auch kein glattes Einheits-
normalenfeld.

Definition 3.11 (Weingarten-Abbildung). Sei S C R3 eine orientierbare requlire Fliche
mit Finheitsnormalenfeld N, dann heifit der Endomorphismus

W,: T,S — T,,5,
Wy(X) = —dpN(X),

Weingarten- Abbildung.

Definition 3.12 (Erste Fundamentalform). Sei S C R? eine orientierbare requlire Fliche,
dann heifit die Bilinearform

Ip(Xv Y) = gp(X7Y) = <X,Y>,

wobei X, Y € T,S, die fiir jeden Punkt p € S das Standardskalarprodukt (-,-) auf die Tan-
gentialebene T),S einschrinkt, d. h. g, = (-, '>|Tpsprg; die erste Fundamentalform von S.

Proposition 3.13. Sei S C R3 eine orientierbare requlire Fliche mit Weingarten-Abbildung

Wy Tp,8 — T,S und p € S, dann ist W), selbstadjungiert beziiglich der ersten Fundamen-
talform.

Beweis. |Bar, 2010, S. 120-122]. O
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Definition 3.14 (Zweite Fundamentalform). Sei S C R3 eine orientierbare regulire Fld-
che, W, die Weingarten-Abbildung und I, die erste Fundamentalform, dann heifit die Bi-
linearform

IL(X,Y) = I,(W,(X),Y),
mit X,Y € T,S, die zweite Fundamentalform von S in p.

Definition 3.15 (Normalkriimmung). Sei S C R? eine orientierbare regulire Fliche, mit
glattem Einheitsnormalenfeld N, p ein Punkt in S und c: (—e,e) — S eine nach der
Bogenlinge parametrisierte Kurve mit ¢(0) = p und Kriimmung x(0) an der Stelle 0. Fir
k(0) # 0 ist die Krimmung gegeben durch

¢(0) = £(0) - n(0),

wobei n der Hauptnormalenvektor an ¢ in 0 ist. Die Normalkrimmung von S in p in
Richtung ¢(0) sei definiert als

#(0) - (n(0), N(p)),  falls x(0) # 0,

Knor — <C(O)ﬂN(p)> = {0 falls K(O) —

Satz 3.16 (Satz von Meusnier). Gegeben seien die Voraussetzungen wie in Definition 3.15.
Dann gilt:
Rnor = IIp(C(O)v C(O))

Beweis. Da cin S verlauft, gilt

Differentiation nach ¢ liefert

= (dpN(¢(0)), ¢(0)) + Knor
A1 ) .
= <7WP(C(O))7 C(O)> + Knor
3.12 & 3.14 ) )
= —11,(¢(0),¢(0)) + Enor-
O
Die Normalkriimmung hangt also nur von dem Tangentialvektor von ¢ in 0 ab, nicht aber

von der Wahl von ¢ selbst. Alle Kurven in S durch p mit demselben Tangentialvektor ha-
ben demnach dieselbe Normalkriimmung.
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Bemerkung 3.17. Sei S C R? eine orientierbare regulire Fliche, N das Einheitsnor-
malenfeld, X € T,S ein normierter Tangentialvektor an S in p. Der Schnitt von S mit
der durch N(p) und X aufgespannten Ebene kann mithilfe des Satzes von der implizi-
ten Funktion durch eine reguldre Kurve c lokal parametrisiert werden. Da in diesem Fall
n(0) = £N(p), folgt zusammen mit Satz 3.16

I1(X, X) = £r(0),

wobei k die Kriimmung der ebenen Kurve c ist.

Nach Proposition 3.13 ist W), selbstadjungiert. Laut dem Spektralsatz existiert somit eine
Orthonormalbasis { X1, X2} von T,,S bestehend aus normierten Eigenvektoren von W), mit
Eigenwerten k1, k2 € R und es gilt:

Wp(X»L) = K; Xl fiir i = 1, 2.

Definition 3.18 (Hauptkriimmungen). Die Eigenwerte k1 und ko von W, heifflen Haupt-
kriimmungen von S in p und die zugehdrigen Figenvektoren +X; fiiri = 1,2 heiffen Haupt-
krimmungsrichtungen.

Bemerkung 3.19. Sei k1 < k2,0 € R und X € 7},S ein Einheitsvektor, dann gilt:
X =cos(f) - X1 +sin(0) - Xo,
sowie durch einsetzen in I1):

IT,(X, X) = cos®(0) - k1 + sin(0) - ka.

Nach Satz 3.16 nehmen k1 und ko somit jeweils Minimum und Maximum aller Normal-
kriimmungswerte von S in p an.

Definition 3.20 (Mittlere Kriimmung). Sei S C R3 eine orientierbare regulire Fliche
sowie k1 und Ko die Hauptkrimmungen von S in p, dann heifst

K1+ Ko
2

H(p) ==
die mittlere Krimmung von S in p.

Proposition 3.21. Sei A die Matrizdarstellung der Weingarten-Abbildung W), dann gilt
fiir die mittlere Kriimmung von S in p:

H= %Spur(A).

Beweis. Da nach Proposition 3.13 W), selbstadjungiert bzgl. I, ist, folgt aus dem Spektral-
satz, dass es eine unitédre Matrix U gibt, so dass D = U*AU, wobei D = diag(k1, k2) eine
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Diagonalmatrix mit den Eigenwerten x1, ks von A auf der Hauptdiagonalen ist. Da zwei
zueinander dhnliche Matrizen die gleichen Eigenwerte und die gleiche Spur besitzen, folgt
die Aussage unmittelbar aus der Definition 3.20. O

Satz 3.22. Sei v = V®/|VP| das Einheitsnormalenfeld der durch die Gleichung

‘I’($,y7f($73/)) =< = f(flf,y> =0
implizit gegebenen Fliche f(x,y) = z. Dann gilt fir die mittlere Krimmung:

H= —%div(y).

Beweis. Sei (U C R2, F,V := R3) eine lokale Parametrisierung der reguliren Fliche
S={(z,y,2)" €R® | (2,9)" € U,z = f(z,y)}

um einen Punkt p € S, wobei F': U — R3 mit F(uy,us) = (uy,us, f(u1,u2))’ (vel. Beispiel
3.5). Dabei ist die betrachtete Fliche der Graph der Funktion f iiber dem Parameterbereich
U.Ist {e1, ez} die Standardbasis des R?, dann bilden D, F(u)e; = g—fl(u) und D, F(u)ea =
g—i(u) eine Basis von 7,5, wobei D, F' die Jacobi-Matrix von F' beschreibt. Beziiglich dieser

Basis ist die Matrixdarstellung der ersten Fundamentalform I,,(X,Y) :== ¢,(X,Y) = (X, Y)
fir X,Y € 71,5 gegeben durch

Gij = gp(DyF(u)e;, Dy F(u)ej)

:=<§£<m,3200>

und die Matrixdarstellung der zweiten Fundamentalform durch

hij == 11,(D,F(u)e;, Dy F(u)e;)

2 L, (Wp((DuF (w)er), DuF (u)e;)

[Bir, 2010, S. 121] / O*F .
= <6U8U(u)’N(p)>7 Z?]:LQa
] (3

wobei N(p) = (D, F(u)er X Dy F(u)e2)/| Dy F(u)er x Dy, F(u)ez| das Einheitsnormalenfeld
der lokalen Parametrisierung F': U C R? — R3 ist. Die Matrixdarstellung der Weingarten-
Abbildung W), lautet folglich:

A— ( A A > _ ( 911 912 )1 < hi1 hi2 )
Agr Ago 921 922 ho1  haa

_ 1 < 922 —912 ) ( hin hiz ) (3.3)
911922 — 93 \ —921 g1 hor  hao '
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und fiir die Matrixelemente gilt:

gn=1+f2, (3.4)
g12 = g21 = fulfug (35)
g2 =1+ f2, (3.6)
hll = fulul/ 1 + f31 + fl%g (37>
hia = hat = fuyus/2/1 + 2, + 12, (3.8)
h22 = fUQUQ/ 1 + fgl + f’gg (39)

Sei nun ®(z,y, f(x,y)) = « die implizite Darstellung der Flache f(z,y) = z zum Niveau
a. Durch Differentiation von ® nach x und y lassen sich die Ableitungen fu, fy, fzz, foy: fyy
durch die Ableitungen von ® wie folgt darstellen:

fo=—0,/2,
fy=—Py/®
Joz = —=(Paz + Pz fo) O + B (®2) " (Paa + Dez fa)
= (Do) Pz — Dz P/ P2) + (D /BT — DB/ P2)
= — (B2, — 20,0.D,. + D7D..) /DY
fyy = (‘I’Q yy — 20y ® ‘I)yz+‘1)2 ZZ)/(I)E
Jay = —(Pay + (I)xzfy)(b + 05 (22)" 2(‘1)211 + @22 fy)
= (220, — 0,0.0,. — 0, P.D,. + D, 0, P...)/D?
Insbesondere sind diese Darstellungen unabhéngig von a. Sei |[V®| # 0 und insbesondere

auch ®, # 0. Proposition 3.21 liefert dann zusammen mit den Gleichungen 3.3-3.9 und
den Darstellungen von fz, fy, fza, foy, fyy die Behauptung:

o2 ; Spur(A)

3.3 1 h11g22 — 2hi2g12 + hoagu

2 G11922 — G3o
_ Ufee (U4 £]) = 20y fofy + Jiy (L + £D)
2 L+ f2+ f7)32

1 [ @pe(DF + D2) + By (P2 + B2) + .. (D7 + D7)
(D2 4 D2 + 2)3/2

—20,,9,0, — 20,,9,0, — 20,,0,P,
(P2 4 D2 + 2)3/2
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Bemerkung 3.23. Fiir die Verformung der Niveauflachen sei ® eine von der Zeit t € [0, 7))
abhingige Funktion ®: R? x [0,T) — R, wobei ®(z,0) der Anzahl der Treffer des Voxels
an der Stelle 2 € R? entspricht. Fiir festes o € R sei

[o(t) ={z cUCR?| ®(z,t) = a}
die Niveauflache zum Zeitpunkt ¢ und Niveau «. Sei nun

_ VO(x,1)
58 = e 1))

ein glattes Einheitsnormalenfeld von I',(¢) in U, dann folgt aus Satz 3.22:
1.
F= —§d1v(v)v

ist das mittlere Kriimmungsvektorfeld von T',(t). Fiir ein festes ¢ > 0 entwickelt sich ein
Punkt = € T',(t) N U entlang der Losungskurven der durch das Vektorfeld F' gegebenen
gewohnlichen Differentialgleichung

{ i(s) = —[div(v)v](z(s),s) fiir s> ¢,
z(t) = x.
Da z(s) € Ty (s) fiir s > t, gilt ®(z(s),s) = a. Somit folgt

_4ad
~ ds

Fiir s =t folgt fiir alle (x,t)

0 O(x(s),s) = —[(VP® - v)div(v)](z(s), s) + P(x(s), s).

O = (VO - v)div(v).

Durch Einsetzen von v ergibt sich dadurch die Entwicklung von ® entlang der mittleren
Kriimmung in Form der partiellen Differentialgleichung

o® _ IV®| div <W> : (3.10)

ot |V

Zur Vermeidung von Datentransfer wird die Differentialgleichung 3.10 direkt nach der
Berechnung der Random Walks auf die sich im Speicher der GPU befindlichen Treffer ®
angewandt und mithilfe des expliziten Euler-Verfahrens gelost. Die Gleichung lasst sich
mithilfe der Differenzenquotienten 2.7-2.9 analog zur Diskretisierung 2.11 der partiellen
Differentialgleichung 2.3 approximieren. Durch einen auf der rechten Seite hinzugefiigten
skalaren Wert p sowie iiber die Anzahl der durchgefiihrten Zeitschritte, kann die Stérke der
strukturerhaltenden Gléttung beeinflusst werden. Die nachfolgenden Ergebnisse basieren
alle auf der Segmentierung ohne strukturerhaltende Glattung. Das gegléttete Ergebnis wird
jedoch von der Online-Plattform Biomedisa (Kapitel 5) fiir den jeweiligen Fall optional
bereitgestellt. Hierfiir ist u = 1, At = 0.01 und T =1, d. h. es werden 100 Zeitschritte mit
Schrittweite At = 0.01 durchgefiihrt.
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3D image manual pre-segmentation interpolation result

3 linear interpolation >
& manual correction '

manual work: ca. 7T h

TR

1117 slices 215 pre-segmented slices

conventional

- = ) random walk -
3 interpelation
1117 slices 37 pre-segmented slices = manual work: ca.9 h .

Abbildung 17: Vergleich eines traditionellen Segmentierungsverfahrens (oben) und
der Segmentierung durch die GPU-basierten Random Walks (unten). Mit der hiufig
verwendeten linearen Interpolation wurden insgesamt 77 Stunden fiir die Rekonstruktion des
Riisselkéfers benotigt. Die GPU-basierten Random Walks erforderten lediglich 9 Stunden
manuelle Arbeitszeit. Beide Verfahren bendtigen eine manuelle Vorsegmentierung. Die
GPU-basierten Random Walks beriicksichtigen im Gegensatz zur linearen Interpolation auch die
Bilddaten und erméglichen somit einen wesentlich geringeren manuellen Aufwand. Dariiber
hinaus konnen Interpolationsartefakte vermieden und feine Strukturen, wie Haare, rekonstruiert
werden, https://www.youtube.com/watch?v=2Vc0zJIxv42g [Losel et al., 2020].

_ plongaisn

Biomedisa

3.4 Segmentierung eines Trigonopterus Riisselkifers

Das Vorgehen des Segmentierungsverfahrens soll hier exemplarisch anhand eines 7Trigo-
nopterus Riisselkéfers dargestellt werden (Abb. 17-19 & 22, https://www.youtube.
com/watch?v=uNoyAPkCKnI). Die volumetrischen Bilddaten des Kéfers wurden mit-
hilfe von Synchrotron-Réntgen-Mikrotomographie (SR-uCT) am Karlsruher Elektronen-
Synchrotron ANKA erzeugt. Zur besseren manuellen Bearbeitung wurde der Kéfer inner-
halb des Volumens ausgerichtet und der urspriingliche Bilddatensatz von 2016 x 2016 x 2016
Voxel auf eine Grofe von 1497 x 734 x 1117 Voxel zugeschnitten. Um eine dreidimensionale
Rekonstruktion, bestehend aus 64 Einzelteilen, des Trigonopterus zu erhalten und einen
Vergleich mit dem, bei vielen Wissenschaftlern/-innen nach wie vor vorherrschenden, fast
ausschlieflich manuellen Ansatz zu ermoglichen, wurde, wie hier {iblich, zunéchst jede 5.
Schicht des Datensatzes von einem/einer biologischen Experten/-in manuell vorsegmen-
tiert. Die daraus resultierenden 215 Schichten wurden dann mit Amira 5.6 linear inter-
poliert und das Ergebnis anschliefsend aufwendig manuell nachbearbeitet (Abb. 17 oben).
Insgesamt dauerte diese Vorgehensweise 77 Stunden, wobei 52 Stunden auf die manuelle
Vorsegmentierung und 25 Stunden auf die notwendige Korrektur des Interpolationsergeb-
nisses entfielen. Im Gegensatz dazu geniigten 37 dieser vorsegmentierten Schichten, um mit
dem Ansatz der GPU-basierten Random Walks eine hoch akkurate Segmentierung zu er-


https://www.youtube.com/watch?v=2Vc0zJxv42g
https://www.youtube.com/watch?v=uNoyAPkCKnI
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head capsule coxae
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Abbildung 18: Segmentierung eines Trigonopterus Riisselkifers. a Photo des
urspriinglichen Kéfers. b Ergebnis der Segmentierung basierend auf 37 vorsegmentierten und
entsprechend der Morphologie des Kéfers gewéhlten Schichten. ¢ Die 64 rekonstruierten
Korperteile des Kafers [Losel et al., 2020].

halten (Abb. 17 unten & 19). Die Anzahl der hierfiir benétigten Schichten entsprach einem
manuellen Arbeitsaufwand von 9 Stunden. Zudem konnten typische Interpolationsartefakte
der linearen Interpolation vermieden und selbst feine Strukturen wie Haare rekonstruiert
werden (Abb. 17 & 18). Die Wahl der 37 Schichten erfolgte entsprechend der Morphologie
des Kifers. Dabei konnten in den oberen (oberes Pronotum & Elytren) und unteren (dis-
tale Teile der Beine) Bereichen grofere Abstidnde zwischen den Schichten gelassen werden
als im Bereich des Thorax mit den Schraubengelenken.

3.5 Numerische Ergebnisse & Experimente

Neben der Segmentierung eines Trigonopterus Riisselkifers (Abschnitt 3.4) wurde das Ver-
fahren erfolgreich zur Segmentierung vieler weiterer Datensétze, resultierend aus uCT, SR-
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pre-segmented slices result pre-segmented slices result

B
@

Abbildung 19: Segmentierung eines Trigonopterus Riisselkifers basierend auf einer
unterschiedlichen Anzahl vorsegmentierter Schichten. Die Verwendung von 215, 108 und
54 gleichméfig verteilten Schichten, die einer Vorsegmentierung jeder 5., 10. und 20. Schicht
entsprechen, lieferte genaue Ergebnisse. Durch eine an die Morphologie des Riisselkéfers
angepasste Wahl des Abstands zwischen den Schichten reichten bereits 37 Schichten fiir ein
Ergebnis von gleicher Qualitét. Eine geringere Anzahl vorsegmentierter Schichten fithrte zu
zunehmend fehlerbehafteten Resultaten [Losel et al., 2020].

pCT und MRT, eingesetzt. Darunter eine in Bernstein eingeschlossene fossile Wespe (Abb.
20d), eine ebenfalls in Bernstein eingeschlossene Theropoden Dinosaurierklaue (Abb. 20g),
eine australische Bulldoggenameisenkonigin (Abb. 20h), eine Fauchschabe (Abb. 20e), ein
Medaka (Japanischer Reisfisch) (Abb. 20a), menschliche Herzen |Losel and Heuveline, 2017]
(Abb. 20c¢) und Méusebackenzihne [Balanta-Melo et al., 2019] (Abb. 20b). Dariiber hinaus
wurde es in einer groflen vergleichenden Studie zur Artenbeschreibung fossiler parasitérer
Schlupfwespen in mineralisierten Fliegenpuparien eingesetzt [van de Kamp et al., 2018§]
(Abb. 20f). Alle Datensétze dienen als Grundlage fiir numerische Experimente (3.5.11 &
3.5.12) und in Abschnitt 3.7 der Evaluation sowie dem Vergleich mit den in Kapitel 2
beschriebenen Methoden. Die tomographischen Rekonstruktionen der SR-pCT-Scans und
des Medakas wurden mit einem GPU-beschleunigten gefilterten Riickprojektionsalgorith-
mus erstellt, der im UFO-Software-Framework implementiert ist [Vogelgesang et al., 2016].
Anschliefsend wurden die Rekonstruktionen von 32-Bit auf 8-Bit konvertiert, um die Da-
tengrofe fiir eine leichtere Handhabung zu reduzieren. Alle Datensétze wurden ausgerichtet
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Abbildung 20: Segmentierungen biologischer und medizinischer Datensétze.

a Japanischer Reisfisch (¢CT). b Zahnschmelz (weif) und Dentin (gelb) eines M&usebackenzahns
(uCT). ¢ Herzmuskel und Blutgefife eines menschlichen Herzens (MRT). d Parasitdre Wespe
segmentiert aus baltischem Bernstein (SR-uCT). e Tracheensystem einer Fauchschabe (uCT).

f Theropodenklaue segmentiert aus burmesischem Bernstein (SR-uCT). g Parasitire Wespe
eingeschlossen in einer fossilen Fliegenpuppe (SR-pCT). h Australische Bulldoggenameisenkonigin
(SR-uCT), https://www.youtube.com/watch?v=gKUa78LAMms [Losel et al., 2020].

und beschnitten, um die Probenorientierung und -position innerhalb des Volumens fiir die
manuelle Vorsegmentierung zu optimieren. Zur Erstellung der Abbildungen wurden Aus-
reifser entfernt, alle Label mit Amira 5.6 in Polygonnetze umgewandelt, als OBJ-Dateien
exportiert und in CINEMA 4D R20 wieder zusammengesetzt. CINEMA 4D R20 wurde zur
Gléattung, Polygonreduktion und zum Rendern der Abbildungen verwendet.

3.5.1 Trigonopterus Riisselkidfer (Abb. 17-19 & 22)

Ein papuanischer Riisselkéfer ( Trigonopterus sp. [Coleoptera: Curculionidae]) aus der Samm-
lung des Staatlichen Museums fiir Naturkunde Karlsruhe (Volumengrofe: 1497 x 734 x
1117 Voxel) wurde in 100 % Ethanol fixiert und in seiner Abwehrposition an der UFO-
Aufnahmestation der KIT-Lichtquelle gescannt (Scanparameter siche [Losel et al., 2020]).
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Insgesamt wurden 64 Korperteile mit Amira 5.6 in jeder 5. Schicht (= 215 Schichten) manu-
ell vorsegmentiert. Verschiedene Teilmengen dieser vorsegmentierten Schichten dienten als
Initialisierung (Abb. 19), um die Effizienz der GPU-basierten Random Walks im Vergleich
zur konventionellen morphologischen Interpolation zwischen den vorsegmentierten Schich-
ten zu ermitteln. Die Berechnung fiir 37 ausgewihlte vorsegmentierte Schichten dauerte 19
min 43 s auf 1 NVIDIA Tesla V100 und 10 min 22 s auf 4 NVIDIA Tesla V100.

3.5.2 Medaka (Abb. 20a)

Ein Japanischer Reisfisch (Oryzias latipes) mit 0,33 % Phosphorwolframséure (PTA) und
0,3% Lugols Jod (I3K) gefarbt und in 4% Agarose eingebettet (Volumengrofe: 900 x
1303 x 4327 Voxel) wurde mit dem Labor-Rontgenaufbau des Instituts fiir Photonenfor-
schung und Synchrotronstrahlung des KIT gescannt (Scanparameter sieche [Losel et al.,
2020]). Die Tierhaltung und Versuchsdurchfithrung wurde am Institut fiir Biologische und
Chemische Systeme (IBCS) des Karlsruher Instituts fiir Technologie (KIT) nach den deut-
schen Tierschutzbestimmungen durchgefithrt (Regierungsprésidium Karlsruhe, Deutsch-
land; Tierschutzgesetz 111, Abs. 1, Nr. 1, AZ35-9185.64/BH). Das IBCS steht unter der
Aufsicht des Regierungsprasidiums Karlsruhe, das das Versuchsverfahren genehmigt hat.
Es wurden 11 Korperteile in insgesamt 231 Schichten vorsegmentiert. Die verschiedenen
Korperteile wurden nicht immer in den gleichen Schichten vorsegmentiert. Daher wurde
jedes Label separat berechnet, was zu Rechenzeiten zwischen 4 min 32 s und 57 min 30 s
mit 1 NVIDIA Tesla V100 und zwischen 4 min 48 s und 24 min 14 s mit 4 NVIDIA Tesla
V100 fiihrte.

3.5.3 Mausebackenzdhne (Abb. 20b)

Zehn Mauseunterkiefer wurden ex-vivo mit einem diondo d3 pCT-Gerét (Volumengrofe
im Durchschnitt: 438 x 543 x 418 Voxel) gescannt und analysiert [Balanta-Melo et al.,
2019]. Jede 20. Schicht (im Durchschnitt 20 Schichten pro Volumen) wurde mit Avizo
9.2 vorsegmentiert. Zur Differenzierung und Vorsegmentierung von Schmelz, Dentin und
Alveolarknochen wurde eine Schwellenwert-basierte Selektion mit manueller Korrektur ver-
wendet. Die Berechnung dauerte durchschnittlich 143,5+11, 3 s auf 1 NVIDIA Tesla V100
und 53,6 £ 4,2 s auf 4 NVIDIA Tesla V100.

3.5.4 Menschliche Herzen (Abb. 20c)

Waéhrend der klinischen Praxis im Boston Children’s Hospital, Boston, MA, USA, wurden
20 kardiovaskuldre 3D-Magnetresonanz-Bilder (CMR) aufgenommen. Die Fille umfassen
eine Vielzahl von angeborenen Herzfehlern. Die Bildgebung erfolgte in axialer Ansicht auf
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einem 1,5T Philips Achieva Scanner (TR = 3,4 ms, TE = 1,7 ms, @ = 60°) ohne Kontrast-
mittel unter Verwendung einer Steady-State-Sequenz (Steady-State Free Precession Pulse
Sequence). Die Daten wurden von den Organisatoren des MICCAI Workshops Whole-Heart
and Great Vessel Segmentation from 3D Cardiovascular MRI in Congenital Heart Disease
(HVSMR 2016, http://segchd.csail.mit.edu/) bereitgestellt |[Pace et al., 2015].
Zehn Trainings- (einschlieflich Ground-Truth-Label) und zehn Test-CMR-Scans wurden
entweder als vollstdndiges axiales CMR-Bild, als auf das Herz und die Aorta zugeschnit-
tener Datensatz oder als Short Azis View bereitgestellt. Die Ground-Truth-Label wur-
den von einem /einer geschulten Auswerter/-in erstellt und von zwei klinischen Experten /-
innen validiert. Die Bildgréften und Bildauflésungen variieren und betragen durchschnitt-
lich 157 x 216 x 167 Voxel bzw. 0, 82 x 0,82 x 0,87 mm?. Zwei Objekte, das Myokard und die
Blutgefafse, wurden segmentiert. In dieser Arbeit wurden ausschlieflich die 10 auf das Herz
und die Aorta zugeschnittenen Trainingsbilder beriicksichtigt. Bei einer Vorsegmentierung
jeder 20. Schicht betrug die Rechenzeit durchschnittlich 3,4 4+ 2,4 s auf 1 NVIDIA Tesla
V100 und 2,2 £ 1,1 s auf 4 NVIDIA Tesla V100.

3.5.5 Wespe in Bernstein (Abb. 20d)

Eine Ceraphronoidwespe (Conostigmus talamasi [Hymenoptera: Ceraphronidael), einge-
schlossen in einem ca. 33-55 Millionen Jahre alten baltischen Bernstein aus dem Eozén (Vo-
lumengrofe: 1417 x 2063 x 2733 Voxel) [Miko et al., 2018b|. Das Exemplar wird beim Sen-
ckenberg Deutschen Entomologischen Institut (Miincheberg, Deutschland) mit der Samm-
lungsnummer DEI-GISHym31819 aufbewahrt. Die Probe wurde aufgrund ihrer Gréfe in
drei Schritten (oberer, mittlerer und unterer Teil) an der UFO-Aufnahmestation der KIT-
Lichtquelle gescannt (Scanparameter siche [Losel et al., 2020]). Die einzelnen Aufnahmen
wurden anschliefsend zu einem einzigen volumetrischen Bild kombiniert. Insgesamt wurden
15 Korperteile in jeder 20. Schicht vorsegmentiert, was zu 126 vorsegmentierten Schichten
und einer Rechenzeit von 79 min 17 s auf 1 NVIDIA Tesla V100 und 31 min 48 s auf 4
NVIDIA Tesla V100 fiihrte.

3.5.6 Fauchschabe (Abb. 20e)

Eine Zwergfauchschabe (Elliptorhina Chocardi |Blattodea: Blaberidae|) wurde in 100 %
Ethanol fixiert und mit dem Labor-Rontgenaufbau des Instituts fiir Photonenforschung
und Synchrotronstrahlung des KIT gescannt (Volumengrofe: 613 x 606 x 1927 Voxel,
Scanparameter siehe [Losel et al., 2020]). Ein einzelnes Segment, das das Trachealnetz-
werk repréasentiert, wurde in jeder 25. Schicht vorsegmentiert, was zu 55 vorsegmentierten
Schichten fiihrte. Die Berechnung dauerte 8 min 23 s auf 1 NVIDIA Tesla V100 und 3 min
17 s auf 4 NVIDIA Tesla V100.
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3.5.7 Fossile Wespe (Abb. 20f)

Eine ca. 34-40 Millionen Jahre alte parasitoide Wespe (Xenomorphia resurrecta |Hyme-
noptera: Diapriidae|), enthalten in einer mineralisierten Fliegenpuppe aus dem Paldogen
Frankreichs (Volumengrofe: 1077 x 992 x 2553 Voxel), wurde in zwei Schritten (oberer
und unterer Teil) an der UFO-Bildgebungsstation der KIT-Lichtquelle gescannt (Scanpa-
rameter siche [Losel et al., 2020]). Das Exemplar wird im Naturhistorischen Museum Basel
unter der Sammlungsnummer NMB F2875 aufbewahrt. Insgesamt wurden 56 einzelne La-
bel in jeder 10. Schicht vorsegmentiert, was zu 223 vorsegmentierten Schichten und einer
Rechenzeit von 55 min 57 s auf 1 NVIDIA Tesla V100 und 21 min 46 s auf 4 NVIDIA Tesla
V100 fiithrte. Die Wespe wurde erstmals in einer im Jahr 2018 veroffentlichten Studie mit
ahnlichen Exemplaren, die auf die gleiche Weise verarbeitet wurden, beschrieben [van de
Kamp et al., 2018].

3.5.8 Theropodenklaue (Abb. 20g)

Die Klaue eines unbekannten juvenilen Theropoden-Dinosauriers |[Theropoda: Coeluro-
sauria|, eingeschlossen in burmesischem Bernstein aus der Sammlung von Patrick Miiller,
Késhofen (Volumengrofe: 1986 x 1986 x 3602 Voxel), wurde in zwei Schritten (oberer und
unterer Teil) an der UFO-Bildgebungsstation der KIT-Lichtquelle gescannt (Scanparame-
ter siehe [Losel et al., 2020]). Ein einzelnes Segment, das die Klaue représentiert, wurde
in jeder 40. Schicht vorsegmentiert, was zu 88 vorsegmentierten Schichten fiihrte. Die Be-
rechnung dauerte 29 min 30 s auf 1 NVIDIA Tesla V100 und 16 min 2 s auf 4 NVIDIA
Tesla V100.

3.5.9 Bulldoggenameisenkonigin (Abb. 20h)

Der Kopf einer australischen Bulldoggenameisenkoénigin (Myrmecia pyriformis [Hymeno-
ptera: Formicidae|) wurde an der UFO-Bildgebungsstation der KIT-Lichtquelle gescannt
(Scanparameter siehe [Losel et al., 2020], Volumengrofe: 1957 x 1165 x 2321 Voxel). Zu
beachten ist, dass die lange Belichtungszeit fiir diese Art von Praparat nicht optimal war
und dies zu Blasenbildung im Weichgewebe, nachtriaglichen Artefakten im Tomogramm
und allgemein verrauschten Daten fiihrte. Artefakte durch diffuse Kanten im Tomogramm
erforderten leichte manuelle Korrekturen. Insgesamt wurden 52 Korperteile vorsegmen-
tiert. Der Kopf, die linke Antenne und die rechte Antenne wurden getrennt segmentiert.
Der Abstand zwischen den vorsegmentierten Schichten wurde je nach Notwendigkeit zwi-
schen 5 und 50 Schichten gewéhlt. Fiir den Kopf wurden insgesamt 81 Schichten, fiir die
linke Antenne 109 Schichten und fiir die rechte Antenne 114 Schichten vorsegmentiert. Die
Berechnungen dauerten 42 min 15 s, 11 min 10 s und 16 min 52 s auf 1 NVIDIA Tesla
V100 bzw. 14 min 54 s, 5 min 24 s und 6 min 41 s auf 4 NVIDIA Tesla V100. Das aus
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der Segmentierung resultierende Oberflichennetz wurde mit CINEMA 4D R20 kiinstlich
eingefdrbt und animiert.

3.5.10 Menschliche Kieferknochen (Abb. 25)

Mehrere Computertomographie-Datensétze des kranio-maxillo-fazialen Komplexes wurden
im klinischen Alltag der Klinik fiir Mund-, Kiefer- und Gesichtschirurgie der Medizinischen
Universitit Graz in Osterreich erhoben [Wallner et al., 2019]. Zehn dieser CT-Scans wur-
den ausgewéhlt und die jeweiligen Unterkiefer wurden von zwei klinischen Experten/-innen
mit MeVisLab vollstdndig manuell segmentiert [Wallner et al., 2018|. Die Segmentierun-
gen wurden als Kontursegmentierungsobjekte (CSO-Dateien) gespeichert. Um die Daten
verarbeiten zu kénnen, wurden die CSO-Dateien mit MeVisLab in das NRRD-Dateiformat
konvertiert. Anschliefsend wurden die Daten mit CSOLoad und die entsprechenden CT-
Daten mit itkImageFileReader geladen. Beide dienten als Eingabe fiir die Funktion CSO-
ConvertTolmage. Schliefslich konnte die so konvertierte CSO-Datei mit itkImageFile Writer
als NRRD abgespeichert werden. Die CT-Scans wurden mit einem medizinischen Somatom
Sensation 64 Scanner von Siemens durchgefiihrt (im Durchschnitt: Scan-Dosis = 120kV,
Scan-Exposition = 285,5mAs). Bildgrofe und Bildauflssung betrugen durchschnittlich
512 x 512 x 195 Voxel bzw. 0,453 x 0,453 x 1,3 mm?>. Unter Verwendung von ungefihr
jeder 20. Schicht der vollstdndig manuell segmentierten Daten zur Initialisierung (was je-
weils 5-8 vorsegmentierten Schichten entspricht) betrug die durchschnittliche Rechenzeit
79 £ 15,5 s auf 1 NVIDIA Tesla V100 und 31,6 + 3,6 s auf 4 NVIDIA Tesla V100.

3.5.11 Adaptive Berechnung

Um die Rechenzeit deutlich zu reduzieren, ohne dabei die Qualitdt des Ergebnisses zu be-
eintréchtigen, kann die Anzahl der Random Walks, die in einem Pixel starten, basierend auf
der Vorsegmentierung angepasst werden. Fiir eine qualitativ hochwertige Segmentierung
sind insbesondere die Random Walks in der Néhe der Objektkanten von entscheidender
Bedeutung, da diese in direkter Konkurrenz zu den Random Walks der benachbarten La-
bel stehen. Wohingegen die Random Walks, die weit im Inneren des Objekts beginnen,
kaum mit anderen Random Walks konkurrieren. Daher wird hier eine reduzierte Anzahl
an Random Walks verwendet, um die Gesamtberechnungszeit zu verkiirzen. Eine Startpo-
sition wird dabei als im inneren Bereich liegend betrachtet, wenn sich in einem Bereich von
101 x 101 Pixel um die Startposition herum kein anderes Label befindet. Bei gleichwertiger
Genauigkeit waren die Segmentierungen der Beispieldatensétze Trigonopterus Riisselkéfer
3.5.1, Wespe aus Bernstein 3.5.5, Fauchschabe 3.5.6, Theropodenklaue 3.5.8, mineralisierte
Wespe 3.5.7 und Bulldoggenameisenkonigin 3.5.9 mit einer auf diese Weise vorgenommenen
Anpassung im Durchschnitt 45 % schneller.
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Abbildung 21: Unterschiedliche Speedup-Szenarien der GPU-basierten Random
Walk Berechnung. a Aufgrund einer fortschreitenden technologischen Entwicklung. b Durch
Erh6éhung der Anzahl an Grafikkarten. ¢ Durch Erhéhung der Anzahl einzelner Recheneinheiten
(hier: zentrale Recheneinheiten) [Losel et al., 2020].

3.5.12 Skalierbarkeit

Da es nicht moglich ist, einzelne Recheneinheiten (Compute Units) einer GPU zu deak-
tivieren, wurde hier reprasentativ PyOpenCL [Klockner et al., 2012] zusammen mit 28
CPUs verwendet, um die Skalierbarkeit der Random Walks auf einem Datensatz der Méau-
sebackenzihne 3.5.3 zu analysieren. Insgesamt ergab sich eine starke Skalierbarkeit der
Random Walks, wobei der Speedup 87 % des theoretischen Maximums fiir 7 CPUs, 77 %
fiir 14 CPUs und 68 % fiir 28 CPUs betrug (Abb. 21¢). Multiprocessing mit mehreren GPUs
wird bei den GPU-basierten Random Walks mit OpenMPI realisiert. Skalierbarkeitstests
wurden mit 4 NVIDIA Tesla V100 sowie mehreren Datensétzen durchgefiithrt (Abb. 21b).
Die Methode skaliert gut mit einer steigenden Anzahl von GPUs. Bei 4 GPUs reicht die
Beschleunigung von 46 % (Theropodenklaue 3.5.8) bis 71 % (Kopf der Bulldoggenameisen-
konigin 3.5.9) des theoretischen Maximums. Im Durchschnitt skaliert das Verfahren hier
mit 60 % des theoretischen Maximums.

3.6 Unsicherheit der Segmentierung

Durch die Bestimmung der Unsicherheit mit der die Segmentierung erstellt wurde, er-
hélt der/die Anwender/-in ein Feedback iiber die Qualitdt des Ergebnisses. Durch diese
Unsicherheit kénnen Bereiche hervorgehoben werden, die manuell korrigiert oder deren
vorsegmentierte Schichten iiberarbeitet werden sollten, bevor der Prozess anschliefend er-
neut gestartet wird. Die Unsicherheit entsteht durch den Einfluss schlecht vorsegmentier-
ter Schichten auf das Ergebnis (Abschnitt 3.7.1 & 3.8.1), aber auch durch problematische
Bildbereiche, wie filigrane Strukturen, einem niedrigen Kontrast oder Bildartefakten. Das
Segmentierungsergebnis gilt als unsicher, wenn Random Walks unterschiedlicher Label mit-
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Abbildung 22: Unsicherheit der Segmentierung eines Trigonopterus Riisselkifers
basierend auf einer unterschiedlichen Anzahl vorsegmentierter Schichten. Fiir 215,
108, 54 und 37 vorsegmentierte Schichten weisen die Ergebnisse ungeféhr den gleichen Grad an
Unsicherheit auf, wiahrend fiir 27 oder weniger Schichten die Unsicherheit signifikant zunimmt.
Die auffallig helle Linie stellt die Grenze zwischen Elytra und Thorax dar, die eng miteinander
verzahnt sind. Die Grenze ist im tomographischen Scan fast unsichtbar, was zu einer hohen
Unsicherheit des Ergebnisses fithrt. Die Werte reichen von 0 (blau) bis 1 (rot), wobei 0 keine
Unsicherheit und 1 eine sehr hohe Unsicherheit bedeutet. Die Volumen-Renderings wurden in
Amira 2019.2 erstellt [Losel et al., 2020].



3.7 Vergleich mit bestehenden Methoden 55

einander konkurrieren, ohne dass dabei eine klare Zuordnung zu einem der Label erfolgen
kann, das heifst, wenn die Anzahl der Treffer ungeféhr gleich ist. Umgekehrt wird die Wahr-
scheinlichkeit fiir eine korrekte Zuordnung des Voxels als hoch angesehen, wenn die Anzahl
der Treffer von Random Walks, die von einem Label ausgehen, deutlich gegeniiber den an-
deren iiberwiegt oder wenn das Voxel sogar nur von Random Walks eines einzigen Labels
getroffen wird. Die Unsicherheit der Segmentierung an der Stelle = ldsst sich durch

®;(x)

Ur) =1 i}l{ (1 T m) :
bestimmen, wobei ®1,..., P, die Anzahl der Treffer der von n verschiedenen Label aus
startenden Random Walks angibt. @, ist die maximal erreichte Anzahl an Treffern von
einem Label. Die Unsicherheit nimmt Werte zwischen 0 und 1 an, wobei 0 keine Unsi-
cherheit und 1 eine sehr hohe Unsicherheit bedeutet. Die Unsicherheit ist sehr hoch, wenn
ein Voxel mindestens zwei Label mit der gleichen Wahrscheinlichkeit zugeordnet werden
kann. Die Ergebnisse des Trigonopterus Riisselkéfers zeigen eine Unsicherheit in der glei-
chen Grofenordnung fiir eine Initialisierung mit 215, 108, 54 (was einer Vorsegmentierung
jeder 5., 10. und 20. Schichten entspricht) und 37 an die Morphologie des Riisselkifers
angepasste, vorsegmentierte Schichten (Abb. 22). Die Unsicherheit der Ergebnisse fiir 27
(Vorsegmentierung jeder 40. Schicht) oder weniger Schichten nimmt mit einer Reduzierung
der Schichten deutlich zu. In allen Fallen wird die Grenze zwischen Elytra und Thorax,
die eng miteinander verzahnt sind, in den Volumendarstellungen der Unsicherheit deutlich
hervorgehoben. Die Grenze ist im tomographischen Scan fast unsichtbar (Abb. 23), was zu
einer hohen Unsicherheit des Segmentierungsergebnisses fiihrt.

3.7 Vergleich mit bestehenden Methoden

Um das Verfahren mit anderen géngigen Methoden zu vergleichen, wurde die Implemen-
tierung der GPU-basierten Random Walks in Biomedisa (siehe Kapitel 5) und die Im-
plementierungen von RW (Abschnitt 2.2) in scikit-image, GC (Abschnitt 2.3) in MedPy,
GeoS (Abschnitt 2.4) in GeodisTK sowie die konventionellen linearen Interpolationen von
ITK und Amira 5.6 verwendet, um eine grofte Vielfalt biologischer und medizinischer Da-
tensétze zu segmentieren (Tabelle 1 & 2, Abb. 20, 23, 24 & 25). Dabei wurde eine Com-
puterarchitektur mit 2 Intel Xeon Gold 5120 CPU mit jeweils 14 Prozessorkernen, einer
Grundfrequenz von 2.2 GHz und einer Boostfrequenz von 3.2 GHz sowie 750 GB RAM und
4 NVIDIA Tesla V100 Grafikprozessoren verwendet. Die Interpolation mit Amira war das
einzige Verfahren, das nicht automatisiert auf dem Server durchgefiihrt werden konnte. Die
Durchfiihrung erfolgte daher durch einen/eine biologische(n) Experten/-in mithilfe eines
Desktop-Computers.

Obwohl Biomedisa standardméfig alle zur Verfiigung stehenden Grafikprozessoren nutzt,
wurde hier, fiir eine bessere Vergleichbarkeit, lediglich eine GPU verwendet. Wéahrend die
Implementierungen von GC und GeoS sequenzielle Implementierungen sind, nutzt RW ei-
ne multithreading BLAS Bibliothek und automatisch mehrere Prozessorkerne zum L&sen
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Tabelle 1: Quantitativer Vergleich verschiedener semi-automatischer Verfahren zur
Segmentierung verschiedener Datensétze. Fiir die GPU-basierten Random Walks wurde
die Implementierung in Biomedisa verwendet. Die jeweils hochste Genauigkeit ist
hervorgehoben [Losel et al., 2020].

Dice ASD Zeit
Datensatz Methode (%) (Pixel)  (min)
Fossile Wespe Biomedisa 95,98 0,458 30
(56 Label, jede 20. GeodisTK (GeoS) 94,21 0,583 332
Schicht vorsegmentiert, Scikit-image (RW) 7942 4,196 372
1077 x 992 x 2553 Voxel)  MedPy (GC) 88,29  3.803 1943
ITK Interpolation 79,96 3,008 10
Amira Interpolation 79,04 3,762 21
Trigonopterus Biomedisa 97,81 0,382 20
(64 Label, adaptive GeodisTK (GeoS) 96,99 0,553 415
Vorsegmentierung, Scikit-image (RW) 80,79 6,001 494
keine Kreuzvalidierung, MedPy (GC) 36,13 38 Label 2419
1497 x 734 x 1117 Voxel) ITK Interpolation 82,75 4 Label 11
Amira Interpolation 84,66 3 Label 13
Wespe in Bernstein Biomedisa 95,95 0,762 48
(15 Label, jede 40. GeodisTK (GeoS) 93,55 1,751 1057
Schicht vorsegmentiert, Scikit-image (RW) 88,80 6,987 1815
1417 x 2063 x 2733 Voxel) MedPy (GC) 90,80 8,136 5591
ITK Interpolation 80,78 5,234 28
Amira Interpolation 81,52 6,892 19
Theropodenklaue Biomedisa 88,67 0,409 21
(1 Label, jede 80. GeodisTK (GeoS) 60,02 3,845 182
Schicht vorsegmentiert, Scikit-image (RW) 16,69 18,174 541
1986 x 1986 x 3602 Voxel) MedPy (GC) 0,0 29,542 563
ITK Interpolation 69,97 4,318 36
Amira Interpolation 66,35 5,815 3
Medaka, Skelett Biomedisa 84,24 1,210 28
(1 Label, jede 10.-80. GeodisTK (GeoS) 76,40 1,694 196
Schicht vorsegmentiert, Scikit-image (RW) 5,01 17,122 537
900 x 1303 x 4327 Voxel)  MedPy (GC) 7,59 20,072 629
ITK Interpolation 39,04 7,220 17
Amira Interpolation 23,69 11,976 2
Menschliche Herzen Biomedisa 90,96 0,715 3s
(2 Label, jede 20. Schicht  GeodisTK (GeoS) 89,58 0,655 13 s
vorsegmentiert, durchschn. Scikit-image (RW) 81,37 1,764 52's
157 x 216 x 167 Voxel) MedPy (GC) 88,36 1,021 61 s
ITK Interpolation 70,14 3,468 1s
Amira Interpolation 68,67 3,862 <30 s
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segmentation result segmentation error

MedPy (GC) Scikit-image (RW) GeodisTK (GeoS) Biomedisa

ITK interpolation
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Abbildung 23: Visueller Vergleich der Segmentierungsergebnisse verschiedener
semi-automatischer Verfahren zur Segmentierung eines Trigonopterus Riisselkifers.
Zur Initialisierung der Verfahren wurde die, an die Morphologie des Riisselkéiifers angepasste,
Vorsegmentierung verwendet (37 Schichten). Die angezeigten Segmentierungsfehler basieren auf
den durch einen/eine Experten/-in erstellten Referenzschichten. Die GPU-basierten Random
Walks (Biomedisa) konnten den Kéfer bis auf die Grenze zwischen Elytra und Thorax akkurat
rekonstruieren. Mit GeoS war es nicht moglich, die kleinen Haare am Kopf des Kéfers (Pfeile)
darzustellen. In der gezeigten Schicht fehlen grofse Teile des Kéfers bei den Ergebnissen von RW,
ITK und Amira. GC konnte in dieser Schicht nichts rekonstruieren [Losel et al., 2020].
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Tabelle 2: Quantitativer Vergleich verschiedener semi-automatischer Verfahren zur
Segmentierung eines Trigonopterus Riisselkifers. Die Ergebnisse basieren auf einer
unterschiedlichen Anzahl Label (oben: alle 64 Label, unten: 11 zusammengefasste Label) und
einer abnehmenden Anzahl vorsegmentierter Schichten. Die jeweils hochste Genauigkeit ist
hervorgehoben [Losel et al., 2020].

Jede Jede Jede
20. Schicht 40. Schicht 80. Schicht

Dice Zeit Dice Zeit Dice Zeit
(%)  (min) (%)  (min) (%) (min)

64 Biomedisa 98,00 25 97,28 15 93,10 10
GeodisTK (GeoS) 97,50 427 95,91 433 91,57 462
Scikit-image (RW) 91,64 388 7944 507 45,44 648

Label Methode

MedPy (GC) 58,99 2548 0,0 2584 0,0 2611

ITK Interpolation 86,86 13 78,91 10 62,25 6

Amira Interpolation 87,94 14 79,24 16 62,70 14
11 Biomedisa 98,13 24 97,47 14 93,53 8

GeodisTK (GeoS) 97,66 143 96,14 144 92,26 153
Scikit-image (RW) 91,82 198 79,74 234 45,83 285

MedPy (GC) 60,60 742 0,0 720 0,0 778
ITK Interpolation 86,29 17 78,21 14 58,565 11
Amira Interpolation 85,60 4 75,52 3 54,10 3

der entstehenden linearen Gleichungssysteme 2.13. Um die linearen Gleichungssysteme in
RW zu losen, wird das konjugierte Gradientenverfahren in Kombination mit einem alge-
braischen Multigrid als Vorkonditionierer verwendet. Die Geodétischen Distanzen in GeoS
werden mit dem Raster Scan Algorithmus 2.22 bestimmt.

Die Verwendung der Implementierungen von RW und GC werden sehr stark durch die
Bildgrofse begrenzt. Beide Verfahren lassen sich ohne Modifikation lediglich auf kleine Da-
tensétze anwenden, wie beispielsweise auf die menschlichen Herzen, die menschlichen Kie-
ferknochen oder die Mausebackenzdhne. Fiir die Segmentierung des Trigonopterus Riissel-
kifers (1497 x 734 x 1117 Voxel), oder noch groferer Datensétze, musste in dieser Arbeit
eine spezielle blockweise Segmentierung entwickelt werden, bei der die Segmentierung zwi-
schen zwei aufeinanderfolgenden vorsegmentierten Schichten erfolgt, um iiberhaupt einen
Vergleich der Verfahren auf sehr groffen volumetrischen Bilddaten zu ermdoglichen. Zusétz-
lich zu diesen inneren Blocken gibt es jeweils einen Block am oberen und unteren Ende der
zu segmentierenden Objekte. In diesen zwei Blocken erfolgt die Segmentierung durch eine
Extrapolation iiber die jeweils erste bzw. letzte vorsegmentierte Schicht hinaus.

Obwohl GeoS in der Lage ist grofse Datensétze zu verarbeiten, wird auch hier der gleiche
blockweise Ansatz eingesetzt. Dies erspart Rechenaufwand, da sich viele Segmente nur in
einzelnen Teilbereichen befinden und sich nicht {iber das gesamten Volumen erstrecken.
Somit ist es nicht erforderlich fiir alle Voxel im gesamten Volumen den kleinsten geodati-
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Speedup compared to the slowest method
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Abbildung 24: Speedup verschiedener semi-automatischer Verfahren gegeniiber der
jeweils langsamsten Methode. Die Werte basieren auf den Daten der Tabelle 1. Die Werte zu
den Datensétzen Mausebackenzihne und menschliche Herzen sind Durchschnittswerte [Losel

et al., 2020].

schen Abstand zu allen vorhandenen Label zu bestimmen, sondern es geniigt sich auf die
Label in dem jeweiligen Block zu beschranken.

Die Interpolationen von ITK und Amira kénnen auch ohne diese blockweise Strategie
verwendet werden, allerdings ist hier eine Extrapolation iiber die jeweils erste und letzte
vorsegmentierte Schicht hinaus nicht mdéglich. Bis auf die Segmentierung mit Amira wur-
den alle Volumen vor der Verarbeitung automatisch auf den Bereich, der die Segmente
enthélt, zugeschnitten. Dabei wurde jeweils ein Abstand von mindestens 100 Voxel zur
Vorsegmentierung eingehalten. Die Datensétze Medaka und Wespe in Bernstein waren zu
grofs, um sie mit einer GPU zu bearbeiten. Beide Volumen wurden in zwei sich iiberlap-
pende Teilvolumen zerlegt, deren jeweilige Segmentierungen anschliefend wieder zu einem
einzigen Gesamtvolumen zusammengefasst wurden.

Die Segmentierungsergebnisse von RW und GC héngen sehr stark von der Wahl der Mo-
dellparameter § in der Gleichung 2.14 bzw. o im Kantenterm 2.18 ab. Der Raster-Scan-
Algorithmus zur Berechnung der geodéatischen Distanzen (GeoS) benétigt lediglich die An-
gabe der durchzufiihrenden Iterationen i. Die Genauigkeit nimmt dabei mit jeder zusétzli-
chen Iteration zu, bis schliefslich ein Plateau erreicht wird. Die Bearbeitungszeit steigt mit
der Anzahl der Iterationen linear an. Das Verfahren der GPU-basierten Random Walks
verhélt sich ganz dhnlich. Auch hier gilt: Je hoher die Anzahl der durchgefiihrten Ran-
dom Walks pro vorsegmentiertes Pixel (Number of Random Walks, nbrw), desto hoher die
Genauigkeit und desto mehr Rechenzeit wird bendtigt. Grofere Distanzen zwischen den
vorsegmentierten Schichten benétigen tendenziell mehr Schritte der Random Walks (Steps
of Random Walks, sorw). Die Standardkonfiguration (norw = 10, sorw = 4000) wurde auf
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Basis einer grofsen Anzahl verschiedener Anwendungsbeispiele empirisch gewahlt. Um die
Verfahren miteinander zu vergleichen wird jeweils die Standardkonfiguration gewéhlt (d. h.
B =130 (RW), norw = 10, sorw = 4000 (Biomedisa)). Gibt es keine Defaultwerte, werden
die in den Beispielen der Dokumentation vorgeschlagenen Werte iibernommen (o = 15
(GC), i =4 (GeoS)).

Der Vergleich wird auf einer Variation biologischer und medizinischer Datensétze, die durch
verschiedene bildgebende Verfahren erzeugt wurden (MRT: Menschliche Herzen, pCT:
Méusebackenzdhne, Medaka, CT: Menschliche Unterkiefer und SR-uCT: Trigonopterus,
fossile Wespe, Wespe in Bernstein, Theropodenklaue), durchgefiihrt. Die Anzahl der seg-
mentierten Objekte variiert dabei von einem Label (Theropodenklaue & Fauchschabe) bis
zu 64 Label (Trigonopterus). Die Volumengrofen variieren von 157 x 216 x 167 Voxel
(Durchschnitt fiir die menschlichen Herzen) bis zu 1986 x 1986 x 3602 Voxel (Theropoden-
klaue). Die Abstédnde zwischen den vorsegmentierten Schichten reichen von 10 Schichten
bis zu 80 Schichten.

Um die Genauigkeit der Segmentierungsergebnisse zu bestimmen, werden zwei Metriken
verwendet (Definition 3.24). Die erste Metrik, der Dice-Ahnlichkeitskoeffizient (Dice) gibt
an, wie stark sich zwei Segmentierungen iiberlagern. Der Wert ist 0, wenn die gemeinsame
Schnittmenge der Segmentierungen leer ist und 1, falls es eine perfekte Ubereinstimmung
gibt. Die zweite Metrik (Average Surface Distance, ASD) bestimmt den durchschnittlichen
euklidischen Abstand eines Pixels auf dem Rand der Vorsegmentierung zum néchstgele-
genen Punkt auf der Oberfliche des Segmentierungsergebnisses. Je kleiner diese Distanz,
desto starker stimmen Segmentierungsergebnis und Vorsegmentierung iiberein. Geht wih-
rend des Segmentierungsprozesses mindestens ein Label verloren, kann die ASD nicht be-
rechnet werden. Stattdessen wird hier die Anzahl der verlorenen Label angegeben. Beide
gehoren zu den am haufigsten eingesetzten Metriken zur Evaluation biomedizinischer Seg-
mentierungsverfahren [Maier-Hein et al., 2018].

Definition 3.24. Fiir zwei Segmentierungen X und X' mit n € N verschiedenen Segmen-
ten ist der Dice-Ahnlichkeitskoeffizient (Dice) definiert als

22?:1 |Xi N Xz,|
X+ X

Dice :=

wobei | - | der jeweiligen Anzahl an Vozel und X; der Teilmenge von X mit Label i ent-
spricht. Sei B die Menge der Segmentrinder in den vorsegmentierten Schichten und S’
die Oberfidchen des Segmentierungsergebnis, dann ist der durchschnittliche Abstand der
Vorsegmentierung zur Oberfliche des Segmentierungsergebnis (Average Surface Distance,
ASD) gegeben durch

ASD = |;‘ i Z d(p,S)) |,
i=1

pEB;

wobei

d(p, S;) = min ||p — p'|2
p'eSs]
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dem euklidischen Abstand eines Punktes p auf dem Rand B; der Vorsegmentierung mit
Label i zum ndachstgelegenen Punkt p' auf der entsprechenden Oberfliche S des Segmen-
tierungsergebnisses entspricht.

Der Trigonopterus Riisselkifer wurde in jeder 5. Schicht von einem/einer biologischen
Experten/-in manuell vorsegmentiert. Insgesamt ergaben sich dadurch 215 vorsegmentierte
Schichten. Die Segmentierungsergebnisse fiir die an die Morphologie angepasste Vorsegmen-
tierung (37 Schichten, Tabelle 1) sowie fiir die Vorsegmentierungen jeder 20., 40. und 80.
Schicht (was jeweils 54, 27 und 14 Schichten entspricht, Tabelle 2) wurden auf Basis der
iibrigen vorsegmentierten Schichten, die als Referenzschichten dienen, ausgewertet.

Fiir die Datensétze Medaka (hier nur das Skelett), Theropodenklaue, fossile Wespe, Wes-
pe in Bernstein und Mausebackenzahne wurde eine 2-fache Kreuzvalidierung verwendet.
Die von biologischen Experten/-innen vorsegmentierten Schichten wurden dabei in zwei
Gruppen A und B aufgeteilt, wobei A jede zweite vorsegmentierte Schicht enthielt und
B die iibrigen Schichten. Im ersten Schritt wurden die Schichten aus A genutzt, um die
unterschiedlichen Verfahren zu initialisieren. Anschliefend wurden die dadurch erzielten
Ergebnisse mit den Schichten aus B verglichen und die Genauigkeit bestimmt. Im zweiten
Schritt wurden die Schichten der Menge B zur Initialisierung und die Schichten von A zur
Evaluation genutzt. Anschlieftend wurde der Durchschnitt beider erzielten Genauigkeiten
berechnet (Tabelle 1).

Bei dieser Evaluation verdoppelten sich die Absténde zwischen den vorsegmentierten Schich-
ten im Vergleich zur Berechnung der Ergebnisse in Abschnitt 3.5. Zum Beispiel wurde ur-
spriinglich jede 10. Schicht der fossilen Wespe 3.5.7 manuell vorsegmentiert, die Evaluation
beruht jedoch auf einer Vorsegmentierung jeder 20. Schicht. Die menschlichen Herzen 3.5.4
wurden urspriinglich vollstandig von einem /einer klinischen Experten/-in segmentiert. Von
dieser vollstandigen Segmentierung wurde zunéchst jede 10. Schicht extrahiert, um auch
hier eine 2-fache Kreuzvalidierung durchfiihren zu kénnen.

Alle Ergebnisse wurden ohne manuelle Nachbearbeitung evaluiert. Biomedisa erzielte da-
bei in allen Féllen die hochste Genauigkeit, gemessen anhand des Dice-Koeffizienten und
hatte bis auf den Datensatz der menschlichen Herzen immer die kleinste ASD (Tabelle 1
& 2). Bei den Menschlichen Herzen war der durchschnittliche Abstand marginal grofer
gegeniiber GeoS. Die jeweils bendtigte Rechenzeit variierte betrichtlich. In allen Fallen
war Biomedisa signifikant schneller als alle anderen Methoden, die ebenfalls die Bildda-
ten bei der Segmentierung beriicksichtigen (Tabelle 1 & Abb. 24). Selbst die Rechenzeit
der linearen Interpolationen von I'TK und Amira bewegen sich in der Gréfenordnung der
GPU-basierten Random Walks. Abhéngig von der Volumengrofte, der Anzahl der vorseg-
mentierten Schichten und der Anzahl der segmentierten Label, erreichte Biomedisa gegen-
tiber GC ein mindestens 20-fach und bis zu 121-fach schnelleres Ergebnis (Abb. 24). Der
Speedup gegeniiber RW hatte einen Faktor zwischen 17 und 38. Der Speedup gegeniiber
GC betrug zwischen Faktor 4 und 22.
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ground truth Biomedisa GeodisTK (GeoS) Scikit-image (RW) MedPy (GC)
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Abbildung 25: Visueller Vergleich der Robustheit gegeniiber Initialisierungsfehlern.
Ergebnisse verschiedener Segmentierungsmethoden zur Segmentierung eines menschlichen
Unterkiefers basierend auf jeweils zwei fehlerbehafteten und inkonsistenten Ground-Truth-Daten,
die durch zwei klinische Experten/-innen erstellt wurden [Wallner et al., 2019, Wallner et al.,
2018]. Ungefihr jede 20. Schicht der manuellen Segmentierung wurde zur Initialisierung der
Verfahren verwendet. Die Bilder zeigen das Segmentierungsergebnis in einer mittleren Schicht
zwischen zwei vorsegmentierten Schichten [Losel et al., 2020].

3.7.1 Robustheit gegeniiber Initialisierungsfehlern

Um die Robustheit der verschiedenen Methoden gegeniiber Fehlern bei der Vorsegmentie-
rung zu testen, wurden 10 vollstindig manuell segmentierte menschliche Mandibeln (Ab-
schnitt 3.5.10) verwendet. Jeder Datensatz wurde von zwei klinischen Experten/-innen
vollstéandig manuell segmentiert [Wallner et al., 2018|, was jeweils zu zwei unterschiedli-
chen Segmentierungen fiithrte (Abb. 25 Spalte 1). Etwa jede 20. Schicht dieser manuellen
Segmentierungen diente der Initialisierung der verschiedenen Verfahren. Einige manuelle
Segmentierungen weisen Schichten mit teilweise oder vollstdndig fehlenden Label auf. Eine
aquidistante Wahl der vorsegmentierten Schichten war aus diesem Grund nicht immer mog-
lich. Im Gegensatz zu GeoS, RW und GC zeigt Biomedisa eine weitaus hohere Robustheit
gegeniiber den ungenau vorsegmentierten Schichten (Abb. 25 Spalte 2-5). Dariiber hinaus
sind die Segmentierungsergebnisse von Biomedisa, die auf den beiden unterschiedlichen
Initialisierungen basieren, einander dhnlicher (durchschnittlicher Dice-Score von 98,83 %)
als die vorsegmentierten Schichten, die zur Initialisierung der Segmentierung herangezogen
wurden (durchschnittlicher Dice-Score von 94,62 %). Das heiftt, durch Biomedisa wurde ei-
ne Fehlerddmpfung erzielt. Im folgenden Abschnitt 3.8 wird eine Methode vorgestellt, um
den Einfluss einer unsicheren Initialisierung auf das Segmentierungsergebnis visualisierbar
und quantifizierbar zu machen.
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3.8 Uncertainty Quantification

Viele Verfahren zur Segmentierung biomedizinischer Bilddaten sind durch physikalische
Phénomene motiviert und kénnen wie auch diese durch ein System von Differentialglei-
chungen modelliert werden. Zum Beispiel basiert das in Abschnitt 2.2 beschriebene kom-
binatorisches Dirichlet-Problem auf einer elliptischen partiellen Differentialgleichung

V- (DVu) =0, (3.11)
ulgn, =0, (3.13)

die auch die stationdre Warmeverteilung u: 2 — R in einem anisotropen Korper model-
liert, die sich nach einiger Zeit einstellt, wenn dieser am Rand 92; erwidrmt und am Rand
009 gekiihlt wird. Das Tensorfeld D: 2 — R™*™ beschreibt dabei die 6rtliche Temperatur-
leitfahigkeit des Korpers. Jede Modellierung stellt jedoch in der Regel eine Ann&herung an
das reale physikalische System dar und verursacht somit einen Modellfehler, zum Beispiel
durch Vereinfachung komplexer Wechselwirkungen. Oft gibt es fiir diese Gleichungen auch
keine analytische Losung und sie miissen numerisch gelost werden, wodurch ein zusétzlicher,
numerischer Fehler entsteht, zum Beispiel durch eine endlichdimensionale Diskretisierung
der kontinuierlichen Eigenschaften des Modells, um es auf einem Computer 16sen zu kon-
nen, oder durch die Verwendung von iterativen numerischen Losern. Bei der sogenannten
Uncertainty Quantification wird eine dritte Fehlerklasse betrachtet. Diese bezieht sich auf
die Daten, die benétigt werden, um das Modell zu beschreiben, wie zum Beispiel Rand-
bedingungen, Modellparameter oder die zu segmentierenden Bilddaten. Diese Daten sind
h&ufig mit einer gewissen Unsicherheit versehen oder miissen sogar vollstdndig geschétzt
werden. Beim kombinatorischen Dirichlet-Problem ist zum Beispiel der Tensor D in der
Gleichung 3.11 abhéngig von einem frei zu wihlenden Modellparameter 5. Die Vorsegmen-
tierungen €27 und €25 in den Nebenbedingungen 3.12 und 3.13 sind in der Regel durch die
Nutzer/-innen vorgegeben und oft fehlerbehaftet (Abb. 25). Aufgrund dieser unsicheren Sy-
stemparameter kann auch die Losung u = u(D, 1, 2) nicht eindeutig bestimmt werden.
Werden diese Daten durch einen deterministischen Wert im Modell repréasentiert, vernach-
lassigt dies die Empfindlichkeit der Losung gegeniiber des eingebrachten Fehlers. Ersetzt
man hingegen die Terme D, €21 und €29 durch Zufallsvariablen, so kann auch die Lésung u
durch eine Zufallsvariable beschrieben werden. Auf diese Weise kénnen Aussagen iiber die
Sensitivitdt der Losung gegeniiber Variationen der Systemparameter erhalten werden. Das
bedeutet, es kann bestimmt werden, wie wahrscheinlich bestimmte Ergebnisse sind, wenn
einige Aspekte des Systems nicht genau bekannt sind. Von Interesse sind hierbei in erster
Linie die stochastischen Momente, wie zum Beispiel der Mittelwert und die Varianz.
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Abbildung 26: Unsichere Segmentierung eines Hirntumors aufgrund einer
fehlerbehafteten Initialisierung. Die Abbildungen zeigen die Varianz der Segmentierung
basierend auf einer leicht variierend vorsegmentierten Schicht in der Mitte des Tumors. links Die
Unsicherheit verteilt sich iber das gesamte Segment. Im vorderen unteren Bereich befindet sich
ein groferes Areal, das durch eine hohe Varianz gekennzeichnet ist. rechts Darstellung einer
unteren Schicht des MRT-Scans (T2-FLAIR) mit hoher Varianz in der Segmentierung.

3.8.1 Fehlerbehaftete Initialisierung

Die Initialisierung ist nicht nur fiir das kombinatorische Dirichlet-Problem, sondern fiir alle
hier dargestellten halbautomatischen Verfahren ein wesentlicher Unsicherheitsfaktor, sei es
aufgrund fehlender biologischer oder medizinischer Kenntnisse der zu segmentierenden Ob-
jekte oder aufgrund einer sich einschleichenden Ermiidung bei der Vorsegmentierung. Das
Segmentierungsergebnis wird dabei sehr stark von der Genauigkeit der vorsegmentierten
Schichten beeinflusst. Im Folgenden soll daher der Einfluss einer fehlerbehafteten Vorseg-
mentierung auf die Genauigkeit des GPU-basierten Segmentierungsverfahrens analysiert
werden (Abb. 26). Dabei werden die Rénder der Vorsegmentierung an N € N dquidistant
verteilten Stiitzpunkten mittels Spline-Interpolation dargestellt, so dass sich durch Varia-
tion der Stiitzpunkte eine sich variierende Vorsegmentierung modellieren ldsst. Da sich
eine hinreichend genaue Interpolation der Kontur nur durch eine groffe Anzahl an Stiitz-
punkten realisieren ldsst (N > 10), wird zur Bestimmung der Varianz der Ergebnisse eine
Monte-Carlo-Simulation durchgefiithrt. Da hierfiir mehrere tausend Simulationsschritte z;
durchgefiihrt werden miissen, ist das Abspeichern der Zwischenergebnisse und das anschlie-
$ende Berechnen der stochastischen Momente héufig nur fiir kleine volumetrische Bilddaten
moglich. Fiir groftere Datensétze kann der Erwartungswert durch das arithmetische Mittel
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geschatzt und dieses durch

1 w r1+ T2+ ...+ Tpy1
Mo — _ 3.14
il n+1i:1$l n+1 (3:-14)
M,
_ M ¥ T (3.15)
n+1
(n + 1)Mn + Tpe1 — My,
N n+1
Tn+1 — Mn
— M, L
n + ntl
firn =0,...,k — 1 und My = 0, rekursiv berechnet werden. Die Schitzung der Varianz

erfolgt durch die Summe der quadratischen Abweichungen vom arithmetischen Mittel

k

S = (z;—2)°

i=1
und deren rekursive Berechnung durch
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3.14 o

=i tas+ .. +ad - (n+1)M2,
=af+ad+... +al—nME+nM2+22 — (n+1)M2,
= Sp My +ap g — (n+ 1M,
062 L M2 + ((n+ 1) Mgy — nM,)? — (n+ 1) M2,
=82 4+ n(n+1) (Mupr — M,)?,
firn = 0,...,k — 1 und Sg = 0. Fiir die Segmentierung eines Hirntumors mit einer

vorsegmentierten Schicht in der Mitte des Tumors (Abb. 26) ergaben sich fiir die Mo-
dellierung einer unsicheren Initialisierung mit N = 50 dquidistant verteilten Stiitzstellen

] . T
50 = (sgz), sé”) € R? fiir i = 1, ..., 50 mit einer Standardabweichung von 2 Pixel entlang
den Einheitsnormalen

NGNS T
n = —
OIS

A0 — ngZ) ~ L —sy T 4 F) n —s;i) + séi_l)
’I’Lg) 92 gz—&—l) . SY) ng) . ng—l)

und Sy = s5p sowie sz = $§1 bei k = 10000 durchgefiihrten Simulationen, durchschnitt-
liche Dice-Scores (Definition 3.24) von 0.937 fiir die gestorte Initialisierung und 0.866 fiir

)
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die Segmentierung. Da die ungestorte Segmentierung einen Dice-Score von 0.874 erreicht,
bedeutet dies, dass das gestorte Segmentierungsergebnis lediglich 0.8 % an Genauigkeit ver-
lor, wohingegen die Storung der Vorsegmentierung einen Genauigkeitsverlust von 6.3 % zur
Folge hatte. Folglich konnte die starke Stérung der Initialisierung durch die GPU-basierten
Random Walks erheblich abgemildert und trotz Storung ein Ergebnis von annédhernd glei-
cher Qualitdt erzielt werden. Der Datensatz entstammt den Trainingsbildern der Brain
Tumor Segmentation (BraTS) Challenge Serie [Bakas et al., 2017, Menze et al., 2015, Baid
et al., 2021]|. Die Ground-Truth-Label wurden von einem/einer klinischen Experten/-in
erstellt. Es wurde nur die T2-FLAIR-Sequenz verwendet (Abb. 26 rechts).



4 Deep Learning fiir eine automatisierte
Segmentierung

Die Analyse einer grofsen Probenmenge kann geringfiigige, aber statistisch und biologisch
relevante Variationen in der Gehirn-Morphologie und Lateralisation (d. h. der funktionalen
Aufgabenverteilung einzelner Gehirnregionen) zur Beantwortung 6kologischer und evoluti-
onsbiologischer Fragestellungen im Bereich der Neurowissenschaften aufdecken. Der manu-
elle Aufwand konventioneller Methoden (bspw. Histologische Schnitte, Scanning Elektro-
nenmikroskopie oder Konfokalmikroskopie in Kombination mit einer manuellen Segmen-
tierung) begrenzt jedoch die Anzahl der Proben, die fiir eine quantitative vergleichende
Analyse von Insektengehirnen benétigt wird. Diese Einschrankung kann durch den Einsatz
der nicht-invasiven Mikro-Computertomografie (4CT) in Kombination mit einer automa-
tischen Segmentierung der Gehirnregionen iiberwunden werden. Die Entwicklungen im
Bereich kiinstlicher neuronaler Netze haben in den letzten Jahren dazu gefiihrt, dass deren
Einsatz in einer zunehmenden Anzahl von Anwendungen herkdémmlichen Ansétzen deut-
lich iiberlegen ist. In einigen Féllen haben kiinstliche neuronale Netze sogar menschliche
Vergleichspersonen iibertroffen, zum Beispiel in der Bildklassifizierung [He et al., 2016|. Ins-
besondere die Architektur der sogenannten Convolutional Neural Networks (CNNs) eignet
sich hervorragend zur Analyse von Text-, Sprach- und Bildinformationen und ermdoglicht
die Implementierung effizienter Routinen, die grofle Mengen dieser Daten automatisiert
verarbeiten. In diesem Kapitel wird daher zunéichst die Approximationstheorie kiinstli-
cher neuronaler Netze erarbeitet (Abschnitt 4.1), um dann eine Netzwerkarchitektur zu
beschreiben (Abschnitt 4.3.1), die eine automatische Segmentierung von 110 pCT-Scans
von Honigbienengehirnen ermoglicht (Abschnitt 4.4.1).

4.1 Universalitat kinstlicher neuronaler Netze

Ein kiinstliches neuronales Netz besteht aus einer Eingabeschicht, einer oder mehreren ver-
deckten Schichten und einer Ausgabeschicht, wobei alle Neuronen einer verdeckten Schicht
oder der Ausgabeschicht mit allen Neuronen der vorherigen Schicht verbunden sind (Abb.
27). Diese Netze werden daher héufig auch als Fully Connected Neural Networks (FCNNs)
bezeichnet. Ein einfaches kiinstliches neuronales Netz fy: R? — R mit einer Zwischen-
schicht (bzw. verdeckten Schicht) und einer nichtlinearen Aktivierungsfunktion o: R — R
hat die Form

N
fn(z) = cxolaz —by), (4.1)
k=1

67
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Eingabe- 1. verdeckte 2. verdeckte Ausgabe-
schicht Schicht Schicht schicht

Abbildung 27: Kiinstliches neuronales Netz. Das hier dargestellte kiinstliche neuronale
Netz besteht aus einer Eingabeschicht, zwei verdeckten Schichten und einer Ausgabeschicht. Alle
Neuronen der verdeckten Schichten und der Ausgabeschichten sind jeweils mit allen Neuronen
der vorherigen Schicht verbunden.

mit a; € R? by, ¢, € R. Beim sogenannten Training ,lernt“ ein kiinstliches neuronales Netz
die Eingaben z € R? auf die gewiinschten Ausgaben o(z) abzubilden. Typischerweise wird
fiir eine Trainingsmenge X eine Kostenfunktion, zum Beispiel der mittlere quadratische
Fehler der Netzausgaben

1
€= g 3 (@)~ ole). (4.2)

zeX

minimiert. Das Training wird in der Regel durch eine gradientenbasierte Optimierungstech-
nik, wie zum Beispiel dem stochastischen Gradientenabstieg (Abschnitt 4.2.1), realisiert.
Der Begriff Deep Neural Network wurde eingefiihrt, um Netzwerke mit vielen Schichten
von Netzwerken mit nur wenigen Schichten zu unterscheiden, wobei es keine klare Defi-
nition gibt, wie viele Schichten erforderlich sind, damit ein Netzwerk als ,tief* bezeichnet
wird. Die mathematischen Grundlagen der Approximation von Funktionen durch Netz-
werke der Form 4.1 wurden bereits in den spéten 1980er Jahren entwickelt [Cybenko,
1989, Barron, 1993] und unmittelbar danach auf mehrschichtige Netzwerke erweitert [Hor-
nik et al., 1989, Mhaskar, 1993]. Die Untersuchungen zeigten die Universalitét kiinstlicher
neuronaler Netze, das heifst, es konnte gezeigt werden, dass jede stetige Funktion f auf
einer kompakten Teilmenge Q von R? fiir ein hinreichend grofies N beliebig genau durch
das entsprechende kiinstliche neuronale Netz fy approximiert werden kann. Die Univer-
salitdt wurde in [Cybenko, 1989, Hornik et al., 1989, Barron, 1993| fiir eine sigmoidale
Aktivierungsfunktion o gezeigt. Sigmoidal bedeutet: o ist stetig, streng monoton steigend
und es gilt lim, , o o(x) = 0 und lim,_,o, o(z) = 1. Spéter konnte gezeigt werden, dass
die Universalitdt fiir eine lokal beschrinkte und stiickweise stetige Aktivierungsfunktion
o sogar genau dann erfiillt ist, wenn o kein Polynom ist |Leshno et al., 1993, Pinkus,
1999]. In den frithen 1990er Jahren wurden erste Studien beziiglich der Approximations-
raten kiinstlicher neuronaler Netze veroffentlicht. Ist ¢ € C'™° sigmoidal, f = F |[_1’1}d flr

F e L2(R%) und gilt fiir die Fourier-Transformierte F, dass |w|F(w) € L'(R?), dann gilt
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| fn — f“Li([_Ll}d) = O(1/V/N), wobei u ein beliebiges Wahrscheinlichkeitsmaf ist [Bar-
ron, 1993]. Des Weiteren konnte fiir allgemeinere Aktivierungsfunktionen gezeigt werden,
dass || fv — flle(-1,14) = O(N~#/%) fiir f € C%([—1,1]¢) [Mhaskar, 1993].

Danach wurde es einige Zeit still um die kiinstlichen neuronalen Netze. Erst Anfang der
2010er Jahre erlebten sie eine Renaissance. Der Erfolg wurde katalysiert durch eine rasante
Entwicklung der verwendeten Computerhardware und aufgrund immenser Datenmengen,
die fortan zur Verfiigung standen. Speziell der technische Fortschritt bei Grafikprozessoren
(GPUs) erlaubte eine parallelisierte und damit effiziente Berechnung der fiir das Training
von kiinstlichen neuronalen Netzen notwendigen Matrixmultiplikationen (Abschnitt 4.2.2).
Daran ankniipfend gewann auch die mathematisch analytische Betrachtung wieder an Be-
deutung. Ende der 2010er Jahre befassten sich etliche Studien mit den Approximationsei-
genschaften tiefer (das heifst vielschichtiger) kiinstlicher neuronaler Netze und betrachteten
dabei den Einfluss der Anzahl an Schichten auf die Genauigkeit der Approximation |Tel-
garsky, 2016, Eldan and Shamir, 2016, Shaham et al., 2018, Petersen and Voigtlaender,
2018, Bolcskei et al., 2019, Yarotsky, 2017|. Schlieflich wurde dann auch die spezielle Form
der Convolutional Neural Networks (CNNs) analytisch betrachtet [Zhou, 2018,Zhou, 2020].
Dabei konnte gezeigt werden, dass die Anzahl der benétigten Schichten und der freien Pa-
rameter zum Erreichen einer bestimmten Approximationsgenauigkeit nicht mehr, wie bei
einem Fully Connected Neural Network, exponentiell von der Dimension der Eingangsdaten
abhéngt, wodurch die empirische Erkenntnis, dass hochdimensionale Daten (wie Bilddaten)
sehr effizient durch CNNs verarbeitet werden konnen, auf eine mathematisch analytische
Grundlage gestellt wurde.

Historisch gesehen wurde die mathematische Struktur der kiinstlichen neuronalen Netze
durch die Funktionalitdt des menschlichen Gehirns motiviert. Das erste kiinstliche neuro-
nale Netz wurde in dem Versuch entwickelt, ein biologisches Neuron zu modellieren [Mc-
Culloch and Pitts, 1943|. Ein sogenanntes McCulloch- und Pitts-Neuron ist eine Funktion

der Form J
Rd Sz — I+ <sz$z — t> s
i=1
wobei w;,t € R fiiri =1,...,d und 1g+: R — R ist die Indikatorfunktion mit
0, fallsx <0,
1 () = { (43)
1 sonst.

Die nichtlineare Funktion 1+ entspricht einer sogenannten Aktivierungsfunktion. Die frei-
en Parameter ¢ und w; heifen Schwellenwert und Gewichte. Fiir einen d-dimensionalen
Eingabevektor € R? bezeichnet man das Neuron als aktiv bzw. feuernd, falls Ip+ = 1
und als inaktiv, falls 1g+ = 0. Ein kiinstliches neuronales Netz lasst sich nun konstruieren,
indem mehrere Neuronen zu jeweils einer Schicht zusammengefasst werden. Die Eingabe
eines Neurons ergibt sich aus einer Gewichtung der Ausgaben der Neuronen der vorherigen
Schicht. Ein einfaches Modell fiir ein solches Netzwerk ist das mehrschichtige Perzeptron
(Multilayer Perceptron, MLP), vorgestellt von Rosenblatt [Rosenblatt, 1958|. Formal lasst
sich ein mehrschichtiges Perzeptron wie folgt definieren:
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Definition 4.1 (Multilayer Perceptron, MLP). Sei d,L € N,L > 2 und 0: R — R ei-
ne Aktivierungsfunktion, dann ist ein mehrschichtiges kiinstliches neuronales Netz mit d-
dimensionalem FEingabevektor x € R? und L Schichten eine Funktion F: K — R™ mit
K c R? kompakt und

x> Fz) = Tp(o(Tr-1(...o(Ta(x)) ...))),

wobei Ty(x1_1) = Ay + b mit Aj € RNON=1 b € RN gy = o(Ty(2-1)) € RNV und
N eN firl=1,...,L sowie Ng = d, N;, = m und xg = x. Die Aktivierungsfunktion o
wird dabei elementweise auf die Vektoren Tj € RN angewandt.

Diese Definition lasst somit nur Verbindungen zwischen benachbarten Schichten zu. Dabei
kann jede beliebige Funktion als Aktivierungsfunktion o gewéhlt werden. Ein so definiertes
kiinstliches neuronales Netz stimmt mit der Netzwerkstruktur der urspriinglichen biologi-
schen Motivation kaum noch iiberein. Beim Training eines MLPs, also bei der sukzessiven
Anpassung der freien Parameter A; und b;, so dass bspw. die Kostenfunktion 4.2 fiir eine
gegebene Trainingsmenge minimiert wird, spricht man bei einer grofsen Anzahl von Schich-
ten, aufgrund der dadurch resultierenden Tiefe des Netzwerks, auch vom sogenannten Deep
Learning. Die folgende analytische Untersuchung wird weder kléren kénnen, warum kiinst-
liche neuronale Netze sich in der praktischen Anwendung in vielen Bereichen gegeniiber
anderen Ansétzen als iiberaus erfolgreich erwiesen haben, noch wird sie ein explizites Ver-
fahren liefern, wodurch sich im Einzelfall ein geeignetes Netz konstruieren liefte, das eine
bestimmte Genauigkeit erreicht. Es wird sich jedoch zeigen, dass kiinstliche neuronale Net-
ze zumindest in der Lage sind, bei einer hinreichend grofen Anzahl von Neuronen jede
stetige Funktion auf einer kompakten Menge beliebig genau zu approximieren.

Definition 4.2 (Sigmoidalitiat). Eine stetige Funktion f: R — R heifit sigmoidale Funk-
tion, wenn gilt:

fla) = {O fir x — —oo,

1 firz — oc.

Neben der Indikatorfunktion 4.3 erfiillen viele weitere Funktionen diese Eigenschaft. In der
Praxis relevant sind insbesondere die glatten Funktionen 0.5 - tanh(z) + 0.5 sowie die auf
der Exponentialfunktion beruhenden Funktion

_ 1
1l 4e

Definition 4.3 (Regularitéit). Ein Borel-Maff pu: A — [0,00) auf der o-Algebra A heifit
requldr, wenn fir jedes A € A gilt:

(4.4)

oe(x)

pu(A) =sup{u(K) | K C A, K kompakt},
=inf{u(U) | A C U,U offen}.
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Lemma 4.4. Sei C(K) die Menge aller stetigen Funktionen auf K C R* und
[flloc = sup [f(z)]
zeK
die Supremumsnorm. Wenn K kompakt ist, dann gilt:

Br = {u | p ist ein signiertes requlires Borel-Maf$ auf K}

ist der topologische Dual-Raum von C(K).

Intuitiv weist ein Mafl einer Menge eine Grofe oder ein Volumen und jeder Teilmenge ei-
ne relative Grofe im Verhéltnis zur Gesamtmenge zu. Die folgenden Beweise beschrinken
sich auf reguldre Mafe. Reguldre Mafe nehmen auf einer kompakten Menge einen endli-
chen Wert an. Das ist insofern sinnvoll, da in einem metrischen Raum kompakte Mengen
endlich und beschrankt sind und eine kompakte Menge somit keinen unendlichen Raum
einschliefen sollte.

Definition 4.5 (Universalitit). Seio: R — R eine stetige Funktion, d,L € N und K ¢ R?
eine kompakte Teilmenge. Sei ¥4 (o) die Klasse von kiinstlichen neuronalen Netzen mit d-
dimensionaler Fingabe, L Schichten, Ny = 1 und Aktivierungsfunktion o. Dann heifit
¥4 (o) universal, wenn X4 (o) dicht in C(K) liegt.

Es zeigt sich, dass die folgende Eigenschaft der verwendeten Aktivierungsfunktion o ent-
scheidend dafiir ist, ob fiir den Einheitswiirfel K = [0,1]¢ die Menge ¢ (o) dicht in
C([0,1]%) liegt oder nicht.

Definition 4.6 (Diskriminator). Sei d € N, K C R? kompakt, dann heifit eine stetige
Aktivierungsfunktion o diskriminatorisch, wenn fir alle a € R%, b € R und fiir ein p € By
gilt:

/U(aTx—i-b)d,u:O — u=0.
K

Satz 4.7. Ist o eine diskriminatorische Funktion, dann liegt $3(c) dicht in C([0,1]9)
beziiglich der Supremumsnorm. Das heifit, fir jedes f € C([0,1]%) und € > 0 existiert eine
Funktion g(z) € X3(0) mit

sup [g— fl =g — fllo <e
z€[0,1]¢

Beweis. $4(o) ist ein linearer Unterraum von C([0, 1]¢). Damit X¢(o) auch dicht in C([0, 1]¢)
liegt, muss der Abschluss ig(a) mit C([0, 1]9) iibereinstimmen. Eine Folgerung des Satzes
von Hahn-Banach besagt, dass fiir einen normierten Raum V ein echter Unterraum U C V'
genau dann dicht in V' liegt, wenn aus z* € V* und z*|; = 0 stets 2* = 0 folgt, wobei V*
der Dualraum von V ist. Angenommen Y¢(o) liegt nicht dicht in C/([0, 1]¢), dann ist ig(o)
ein echter Unterraum von C([0, 1]%). Nach der Folgerung des Satzes von Hahn-Banach gibt
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es also ein G* € C*([0,1]¢) mit G* # 0 und G*(24(0)) = G*(fg(a)) = 0. Nun besagt der
Rieszsche Darstellungssatz, dass

G*(h) = /W h(x) du(x)

fiir ein endliches regulires Borelmaf p auf [0,1]% und alle b € C([0,1]%). Somit gilt insbe-
sondere auch fiir h = o(a’z +b):

G*(o(a’z 4+ b)) = /[0 .y o(a”z +b) du(z)

fiir alle a € R% b € R. Da G*(X4(c)) = 0 gilt, folgt insbesondere
| ota"e s bydut) =
[0,1]

Da ¢ diskriminatorisch ist, muss somit . = 0 gelten. Dies widerspricht jedoch der Annahme,
dass G* # 0. Somit muss X¢(o) dicht in C([0, 1]¢) liegen. O

Dieser zentrale Satz in [Cybenko, 1989] zeigt, dass die diskriminatorische Eigenschaft der
Aktivierungsfunktion die entscheidende Eigenschaft dafiir zu sein scheint, dass das kiinst-
liche neuronale Netz die gewiinschten Approximationseigenschaften aufweist. Im folgenden
Lemma zeigt sich, dass die {iblicherweise verwendeten sigmoidalen Aktivierungsfunktionen
genau diese Eigenschaft aufweisen. Die Einschrankung auf das Intervall [0, 1] ldsst sich
ohne Weiteres auflosen und auf das Intervall [—k, k| mit k& > 0 erweitern, denn fiir jede

Funktion f(z) € C([—k,k]) mit € R? und k > 0 gilt f(2k(x — 0.5)) € C([0,1)).

Lemma 4.8. Jede stetige sigmoidale Funktion o: R — R st diskriminatorisch.

Beweis. Fiir alle z,y € K = [0,1]¢ und ¢, k € R gilt fiir ox(2) = c(\yTz +t) + k):

1 fiir yTz +t > 0,
lim o)(z) =v(x) =<0 fiir yTx +¢ <0,
A—00
o(k) fiir y’z +t=0.
Das heifst, o (z) konvergiert punktweise gegen v(z). Des Weiteren sind die Funktionen der
Folge {0} alle messbar auf K und o)(x) wird von einer Funkion auf K majorisiert, da

loa(z)| < max(1,0(k)) fiir alle A und z. Somit folgt aus dem Satz von der dominierten
Konvergenz:

i [ ox@)dn = [ (@) di = o0u(HY) + (A, (4.5)
K K

A—00

fiir alle a, t, k, mit der affinen Hyperebene H, (g?t) = {z | y"2 +t =0} und dem halb-offenen

Raum H fft) = {z | yTx +t > 0}. Der Grenzwert 4.5 verschwindet, da nach Voraussetzung
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[o(yTz +t)du = 0 fiir alle y € R% ¢ € R und damit auch [o(A(yTz +t) + k)du =
J oa(x) dp = 0. Es soll nun gezeigt werden, dass u = 0 gelten muss. Fiir ein fest gewéhltes
y und eine beschriankte, messbare Funktion h, sei

F(h) = [ h"z)du
K
ein lineares Funktional, wobei F'(h) beschrankt auf L>°(R). Sei h die Indikatorfunktion mit

1, fallsz > —t,
0, fallsx < —t.

h(z) = 114 ) (z) = {
Fiir £k — oo gilt:
F(h) = /K 1y ooy (7 2) da = p(HD) + p(H) = 0,

da yTz +t > 0 fiir y"o € [~t,00). Folglich gilt auch fiir alle Linearkombinationen von
Indikatorfunktionen auf [by, be):

0= / Ly o0y (y" ) dps — / Ly 00) (" @) dp = / Ly, o (y" ) dps (4.6)
K K K

und somit fiir jede einfache Funktion, i.e. Summe von Vielfachen von Indikatorfunktionen.
Analog folgt fiir & — —oo, dass F'(h) = 0 auf dem offenen Intervall (—t, 00). Da einfache
Funktionen dicht in L°°(R) liegen, folgt F' = 0. Insbesondere gilt fiir die beschriankten,

messbaren Funktionen s(u) = sin(m”u) und c(u) = cos(m’u):

F(c+is) = / cos(m?z) + isin(m’ z) dp = / e gy =0,
K K

fiir alle m. Hieraus folgt, dass die Fourier-Transformierte von p verschwindet und somit,
dass p selbst verschwindt. Woraus folgt, dass ¢ diskriminatorisch ist. O

4.1.1 ReLU-Aktivierungsfunktion

Neben der auf tanh(z) basierenden sigmoidalen Funktion und der speziellen Sigmoidfunk-
tion 4.4 ist in der Praxis vor allem die sogenannte ReLU-Funktion (Rectified Linear Unit)

z, fallsx >0,

4.7
0 sonst, (4.7)

ReLU(z) = max{z,0} = {

als Aktivierungsfunktion relevant. Ein entscheidender Vorteil dieser Funktion gegeniiber
den zuvor genannten Aktivierungsfunktionen ist, dass sie nicht die Auswertung einer Ex-
ponentialfunktion bend6tigt und sich somit wesentlich schneller berechnen lédsst. In der
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Tat erfiillt auch die ReLU-Funktion die Eigenschaft diskriminatorisch zu sein, denn fiir
a € R, by < by und

H,(z) = ReLU(ax — ab; + 1) — ReLU(ax — ab;)
— ReLU(az — abs) + ReLU(ax — aba — 1)

gilt fiir jedes x € R
Hy(w) — L, 3y filr a — oo,

denn

(

0 fiir:];<b1—é,
a(w—bl—i—%)gl fﬁrbl—%§x<bl,
H,(z) = { ReLU(ax — aby + 1) — ReLU(ax —aby) =1 fiir by < x < by,
1 —ReLU(ax —aby) =1 —ax —aby < 1 fﬁrb2§x<b2+é,
0 fir x > b2+%.

Dies bedeutet, dass Summen von ReLUs Indikatorfunktionen auf Intervallen punktweise
approximieren konnen. Fir

/ ReLU(y "z 4 t)du =0
K

fiir ein p € By und fiir alle y € R? und ¢ € R, folgt somit

/ ]l[bth](yTx) dp = 0.
K

Die Fortsetzung des Beweises zu Lemma 4.8 an der Stelle 4.6 zeigt, dass auch die ReLU-
Funktion diskriminatorisch ist.

4.1.2 Approximationsraten

Bisher konnte gezeigt werden, dass unter geringen Voraussetzungen an die Aktivierungs-
funktion, jede stetige Funktion auf einer kompakten Menge K C R? beliebig genau durch
ein kiinstliches neuronales Netz mit zwei Schichten approximiert werden kann. Es ldsst sich
sogar zeigen, dass sich diese Approximationseigenschaft unter noch wesentlich schwécheren
Annahmen einstellt und auf Multilayer Perceptrons (MLPs) erweitert werden kann [Leshno
et al., 1993]. Insbesondere liegt die Klasse der MLPs mit lokal beschriankter, stiickweise
stetiger Aktivierungsfunktion genau dann dicht in C(K), K C R?, wenn die Aktivierungs-
funktion kein Polynom ist. Allerdings geben weder die Approximationseigenschaft, noch
deren Beweis einen Hinweis darauf, wie die Netzstruktur aussehen muss, damit eine gewisse
Genauigkeit erreicht wird. In diesem Abschnitt wird daher ein Zusammenhang zwischen
der Grofe des Netzwerkes, d.h. der Anzahl der Neuronen und Schichten, und der Ge-
nauigkeit der Approximation hergestellt. Die Darstellung folgt in weiten Teilen [Petersen,
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2020] und [Mhaskar, 1993]. Die grundlegende Idee ist es, die Approximationsfiahigkeit ei-
nes kiinstlichen neuronalen Netzes auf die gut verstandene Approximation von Funktionen
durch multivariate B-Splines zuriickzufiihren.

Definition 4.9 (Kiinstliches neuronales Netz). Fin kinstliches neuronales Netz ist eine
Folge von Matrix-Vektor- Tupel

O = ((A1,b1), ..., (AL, bL)).

Fiir die Schichten | = 1,...,L sind A; € RN>Ni—1 die Gewichtsmatrizen zwischen zwei
aufeinanderfolgenden Schichten, by € RNt die sogenannten Bias-Vektoren und N; € N die
Anzahl der Neuronen je Schicht, wobei Ny = d die Dimension der Eingangsdaten ist.
Fiir ein kiinstliches neuronales Netz ® und eine Aktivierungsfunktion o: R — R sei die
zugehorige Realisierung

R, (®): RY — RNE | mit
x> xp = Ry (®)(x)

gegeben, wobei sich die Ausgabe x1, € RN aus der rekursiven Berechnung

Ty — X,
xp=o(Ami—1+b) firl=1,...,L—1,

xr = Arrr—1 +br

ergibt. Die Anwendung der Aktivierungsfunktion o erfolgt dabei komponentenweise. Ein
MLP (Definition 4.1) ist folglich eine Realisierung eines kiinstlichen neuronalen Netzes.
Die Funktion N(®) :==d+ Z;“:l Nj heifst die Anzahl der Neuronen, L(®) := L die Anzahl
der Schichten und M(®) = Zle M;(®) mit M; = ||Ajllo + ||bjllo die Anzahl der frei-
en Parameter des kiinstlichen neuronalen Netzes ®, wobei || - ||o die Anzahl der Eintrige
verschieden von Null angibt.

Wenn man zeigen kann, dass ein kiinstliches neuronales Netz die Identitdt approximiert,
kann man die Tiefe (d.h. die Anzahl der Schichten) eines kiinstlichen neuronalen Netzes
beliebig erweitern, ohne dabei die Approximationseigenschaft des Netzwerkes zu verdndern.
In diesem Fall lassen sich zwei kiinstliche neuronale Netze ®; und ®5, wobei die Dimension
der Eingangsdaten von ®; der Dimension der Ausgabedaten von ®9 entsprechen muss, zu
einem neuen kiinstlichen neuronalen Netz ®; e ®5 mit

R(®1 @ @2) == R(P1) o R(P2) = R(P1(R(P2)),

verketten, ohne dabei die Eigenschaften aus Satz 4.7 zu verlieren. Ebenso lassen sich zwei
kiinstliche neuronale Netze ®; und ®9 mit dy,ds € N und L1 = Ly € N durch eine soge-
nannte Parallelisierung entweder auf ein (d; + dg)-dimensionales Netzwerk mit separierten
Eingangsneuronen oder, falls d; = do = d, auf ein d-dimensionales Netzwerk mit geteilten
Eingangsneuronen erweitern. In beiden Fallen wird angenommen, dass es keine Verkniip-
fungen zwischen den daraus resultierenden, erweiterten Schichten [ = 1,..., L gibt. Des
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Weiteren gilt fiir die Anzahl der Neuronen N; = N;, + N;, fir [ = 1,..., L. Da diese
Netze immer auch eine Einschrinkung von voll verkniipften Netzwerken sind, bei denen
bestimmte Gewichte verschwinden, geniigt es diese Netze zu betrachten.

Proposition 4.10. Seid € N, K C R? kompakt und o eine, auf einer offenen Umgebung
von x differenzierbare, nicht konstante Aktivierungsfunktion, dann gibt es fir jedes € > 0
ein kiinstliches neuronales Netz ® = ((Ay,by), (A, by)) mit Ay, Ay € R¥*? by by € R? und

R(®)(2) -z <e
fir alle x € K.
Beweis. Angenommen d = 1. d > 1 folgt dann durch Parallelisierung mit separierten

Eingangsneuronen. Sei o differenzierbar in einer e-Umgebung von z* € R und o'(z*) =

0 # 0. Fiir XA > 0 sei

b1 =z, Al:%’ bgz—)\g(:E) und AQZ%,

dann gilt fir alle z € K:

IR(®)(z) — x| = ‘)\a(f + o) — oz

Fiir x = 0 folgt unmittelbar, dass |[R(®)(z) — z| = 0. Fiir x # 0 gilt:

x| |o(5 +2%) —o(x¥)
|R<<1>><x>—m|=‘|(,| ) 4.
A
Da Z547)7) g e A — 0o gilt [R(®)(z) — 2| — 0 fiir alle 2 € K. O

>4

Definition 4.11 (Sigmoidalitit der Ordnung q). Eine Funktion o: R — R heifit sigmoidal
der Ordnung q € N, falls 0 € C97(R) und

o(x)
o(z)

——= =1 firz — oo,
x4

lo(@)| < (14 |z|)? fir alle x € R.

— 0 fiir x — —o0,

Zum Beispiel ist die Funktion z — max(0,z)? sigmoidal der Ordnung ¢ und fir ¢ = 1
erhélt man die ReLU-Funktion.
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Definition 4.12 (B-Splines). Die Funktion

k
Ni(z) = (k:—ll)‘ lz;(—l)l <I;> (x — l)’jfl, fir x € R,

auf [0, k] mit k € N heifit univariater B-Spline der Ordnung k, wobei 0° = 0. Fiir d,l €
N,t € R? heifst

d
/\/lflt’k(a;) = HMtlk(l‘l)a firx = (x1,...,2q) € R,

i=1
multivariater B-Spline der Ordnung k mit Ny, r(z;) = Ng(2X(x; — t;)). Sei
BF =N, o | tie 2727}

Der folgende Satz liefert eine Abschéatzung der Genauigkeit der Approximation von Funk-
tionen durch multivariate B-Splines.

Satz 4.13. Sei k,d € N,;p € (0,00],0 < s < k. Dann gibt es eine Konstante C' > 0, so

dass fiir jede Funktion f € C*® ([07 1]d), jedes § > 0 und jedes N € N Konstanten ¢; € R
mit |c;| < C|f|loo und B; € B* fiiri=1,..., N existieren, so dass gilt:

N
|f - Z ciBi
i=1

Insbesondere erzielt B eine beste N-Term Approzimationsrate der Ordnung N fir

C={fec(0.1%) [ fllce <1}.

5—

<N

[ flles-

Lr

Dieser Satz findet sich in allgemeinerer Form in [Oswald, 1990|. Um nun Aussagen iiber die
Approximation von Funktionen durch kiinstliche neuronale Netze zu erhalten, wird gezeigt,
dass ein kiinstliches neuronales Netz jede Funktion f € BF beliebig genau approximieren
kann.

Proposition 4.14 (Approximation multivariater B-Splines). Sei k,d € N, K > 0 und
o: R — R sigmoidal der Ordnung q > 2. Dann gibt es eine Konstante C' > 0, so dass fiir
jede Funktion f € B* und jedes € > 0 ein neuronales Netz ®. existiert mit

L(®e) = [logy(d)] + [max(log,(k —1),0)] + 1,
M((I)s) =C,
||f - R((I)E)HLOO([_KK]d) €.

IN

Beweis. Fiir r € N sei 27, : R — R gegeben durch

, " fir x >0,
z =
* 0 firz<O.
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Der Beweis zeigt die Approximation eines kardinalen B-Spline ./\/'(ﬁi0 i der Ordnung k. Der

allgemeine Fall Mdt i folgt durch Skalierung und affine Transformation der Eintrage A;
und b; der ersten Schicht. Zuniichst wird ein Netzwerk so konstruiert, dass es einen uni-
variaten B-Spline approximiert. Hierfiir ist es zunéchst notwendig, die Funktion x xlj_fl
zu approximieren, aus der sich anschlieffend der gesuchte B-Spline aufbauen lésst. Da o

sigmoidal der Ordnung g > 2 gilt:

a? gogo--o o(ax) —xiT — 0 fiir @ — oo gleichméfig fiir alle » € [-K', K],

T-mal

denn o(az) — (ax)?,0(o(ax)) — ((az)?)? = (az)? und somit
o(---o(o(ax)) ) = (- ((ax)?)?-- )1 = (ax)qT fir a — oo.

T-mal
Sei T' := [max(log,(k — 1),0)], dann gilt g > k — 1. Fiir jedes K’ > 0 und jedes € > 0
gibt es also ein kiinstliches neuronales Netz ®! mit

L(®%) = [max(log,(k — 1),0)] + 1,
IR(®7)(2) — 2h | <,

fir jedes 2 € [-K', K'] und p > k — 1. Durch Verwendung des Vorwértsdifferenzenquoti-
enten folgt

R (®%) (z +0) — R (®L) (z)

5 — pm{fl fiir 6 — 0.

Durch eine hinreichend hiufige Wiederholung zeigt sich, dass fiir jedes K’ > 0 und jedes
e > 0 ein kiinstliches neuronales Netz ®2 existiert, so dass fiir alle z € [~K', K'] gilt:

R(22)(z) — 257! <e. (4.8)

Es gibt also ein kiinstliches neuronales Netz @?, dessen Grofe unabhéngig von € ist und
das einen univariaten, kardinalen B-Spline bis auf eine Genauigkeit € > 0 approximiert.
Der néchste Schritt ist es, ein kiinstliches neuronales Netz zu konstruieren, das auf der
Parallelisierung P von d univariaten Netzen <I>§ ohne geteilte Eingangsdaten basiert und
die Eintrdge der d-dimensionalen Ausgabe miteinander multipliziert. Da ¢ der Ordnung
q > 2 ist, folgt aus der Abschitzung 4.8 fiir k = 3,¢ = 2,7 = 1 und ¢’ = p = 2, dass es
fiir jedes € > 0 und jedes K’ > 0 ein kiinstliches neuronales Netz mit zwei Schichten gibt,
das f(z) = 22 fiir # € [-K’, K'] beliebig genau approximiert. Fiir z = (21, z2) € R? gilt:

2x1x0 = (T + 20)% — 22 — 23

= (71 + 562)1 + (=1 — 332)1 - («Tlﬁ - (—il)i - (1’2)3 - (_5’32)1'
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Es existiert also ein kiinstliches neuronales Netz @f , das die Funktion f(x1,x2) = x12 fur
(w1, 22) € [-K', K']? beliebig genau approximiert. Der Einfachheit halber sei logy(d) € N
und

P2 = P, BF).

d/2-mal

Fiir alle (21,...,24) € [-K’, K']? gilt also:
R(Q)f’d’dﬂ)(xl, . ,a:d) — (xlxg, Tr3x4, .. - ,xd/gxd) S E.

Sei (-o-) die Verkettung zweier kiinstlicher neuronaler Netze, dann existiert fiir jedes K’ > 0
und jedes & > 0 ein € > 0 sowie ein kiinstliches neuronales Netz

7d71 — ’472 7d7d 2
dF L = Y 0 DT 2, .. 0BT/
von fester Grofie mit

R(@f’d’l)(ml, cey ) — 1T xg)| < €

Aufgrund der Konstruktion hat ®¥%! insgesamt log,(d) + 1 Schichten. Die Verkniipfung
der Parallelisierung P zur Approximation von d univariaten, kardinalen B-Splines mit dem
Netz zur Multiplikation der jeweiligen Ausgaben, ergibt das gesuchte kiinstliche neuronale
Netz

P, = o4l e P(®Y, ... BY).
~———

d-mal
Insgesamt ergibt sich damit eine Anzahl von [max(log,(k —1),0)] +1logy(d) 41 Schichten
fiir ®., wobei die Grofe aller Komponenten unabhéngig von ¢ ist. Fiir hinreichend kleines
€, approximiert ®. den kardinalen B-Spline N(fl,o,k nach Konstruktion beliebig genau auf
[-K, K]% O

Zusammen mit [Petersen, 2020, Theorem 2.14 S. 9| ergibt sich aus Satz 4.13 und Propo-
sition 4.14 die nachstehende Folgerung, die Aufschluss iiber die Approximationsrate von
kiinstlichen neuronalen Netzen zur Approximation von Funktionen gibt.

Folgerung 4.15 (Approximation glatter Funktionen I). Sei d € N, s > ¢ > 0,p € (0, 0]
und o: R — R sigmoidal der Ordnung q > 2. Dann g¢ibt es eine Konstante C' > 0, so
dass fiir jede Punktion f € C*([0,1]%) mit || f|lcs < 1 und jedes & > e > 0 ein kiinstliches
neuronales Netz ® existiert mit

L(®) = [logy(d)] + [max(log,([s] —1),0)] +1,
M(®) < Ce™5,
If = R(®)[|r <e.
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Folglich héangt die Netzwerkgrofe von der stetigen Differenzierbarkeit der zu approximie-
renden Funktion ab. Je haufiger f stetig differenzierbar ist, desto weniger Neuronen werden
fiir eine bestimmte Genauigkeit bendtigt. Andererseits werden umso mehr Schichten be-
notigt, je groker s im Vergleich zu ¢ ist. Allerdings ist dieser Zusammenhang der Form
des Beweises geschuldet. Denn mit wesentlich mehr Aufwand lésst sich der folgende Satz
zeigen, der nun auch die ReLU-Funktion als Aktivierungsfunktion einsetzt.

Satz 4.16 (Approximation glatter Funktionen II). Seid € N;s > ¢ > 0,p € (0,00] und
o: R — R die ReL U-Aktivierungsfunktion. Dann gibt es eine Konstante C > 0, so dass fiir
jede Funktion f € C*([0,1)%) mit || f||cs < 1 und jedes 3 > > 0 ein kiinstliches neuronales
Netz & existiert mit

L(®) < Clogy(1/e),
M(®) < Ce™753,
[f =R(®)||r <e.

Beweis. |Petersen, 2020, Theorem 3.19 S. 31] O

Sowohl in Folgerung 4.15 als auch in Satz 4.16 hingt die Approximationsordnung direkt
von der Dimension d der Eingangsdaten ab. Zum Erreichen einer Approximation mit Ge-
nauigkeit € > 0, steigt in beiden Féllen die Anzahl der benétigten freien Parameter mit
grofser werdender Dimension exponentiell an (O(E_d/ s)) Wobei dies natiirlich nur eine
obere Schranke ist, was im Einzelfall nicht ausschlieftt, dass kleinere Netzwerke existieren,
die die gleiche Approximationsrate erreichen. Dieses héufig als ,,Fluch der Dimensionen‘
bekannte Phénomen, ist nicht nur typisch fiir kiinstliche neuronale Netze, sondern auch
fiir viele klassische Approximationstechniken. Betrachtet man jedoch die d-dimensionale
Funktion f(x) = Z?:o gi(x;), die sich aus d eindimensionalen Funktionen g; aufbauen
lasst, so bendtigt man nur noch d(’)(z-:*l/ %) freie Parameter und damit deutlich weniger
fir e — 0. Man kann also annehmen, dass sich hochdimensionale Funktionen, die sich
aus niedrigdimensionalen Funktionen aufbauen lassen, wesentlich effizienter approximieren
lassen, als solche deren Struktur keine derartige Zerlegung zulasst. Diese Erkenntnis ebnet
den Weg zu den sogenannten Convolutional Neural Networks (CNNs) deren Approxima-
tionsgenauigkeit nicht mehr wie bei einem Fully Connected Neural Network exponentiell
von der Dimension der Eingangsdaten abhéngt |Zhou, 2020|. Die Netzwerkstruktur der
CNNs ist die Grundlage fir viele der erfolgreichsten Anwendungen mit kiinstlichen neuro-
nalen Netzen. Auch das im Rahmen dieser Arbeit vorgestellte Modell zur automatisierten
Segmentierung volumetrischer Bilddaten basiert auf einem CNN (Abschnitt 4.3.1).
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4.1.3 Segmentierung als Klassifikationsproblem

Soll ein kiinstliches neuronales Netz die d-dimensionalen Elemente x = (z1,...,x4) einer
Trainingsmenge X in m verschiedene Klassen K = {ki,..., kp} unterteilen, so kann dies
durch eine m-dimensionale Ausgabeschicht realisiert werden. Fiir ein Trainingspaar (x,y)
mit y € R™ gilt bei einer Zugehorigkeit von x zur i-ten Klasse mit 1 <i <m, dass y; =1
und y; = 0 fiir alle j # ¢, d. h.

(y17"')yi—layi7yi+l7'"aym)T: (05"'7071707"')0)T'

Insbesondere kann dadurch die Segmentierung eines Bildes in m Klassen bzw. Segmen-
te erfolgen, indem jedes Pixel einer Klasse zugeordnet wird. Die Realisierung des Netzes
(Definition 4.1) ist eine stetig differenzierbare Funktion a: [0,1]¢ — [0,1]™ mit 2 — a().
Der folgende Satz zeigt, dass fiir ein erfolgreich trainiertes Netz, die Ausgabewerte Bayes-
Wahrscheinlichkeiten darstellen |Richard and Lippmann, 1991]. So ist a; die Wahrschein-
lichkeit, dass der Eingabevektor x der Klasse k; angehort. Die Klassifikation kann somit
erfolgen, indem x der Klasse mit der hochsten Wahrscheinlichkeit zugeordnet wird.

Satz 4.17. Die Ausgabewerte ay,. .., a,, eines, basierend auf dem mittleren quadratischen
Fehler, trainierten Netzes mit m Ausgabeklassen, entsprechen fiir den Eingabevektor x € R%
Bayes- Wahrscheinlichkeiten:

a; = P(ki|lx), i=1,...,m,
wobei P(k;|z) die bedingte Wahrscheinlichkeit ist, dass x zur Klasse k; gehort.

Beweis. Fiir die Trainingspaare (z,y) mit € R? und y € R™ sind in einem vollstindig
trainierten Netz die Gewichte so gewéhlt, dass

A=E <Z(ai($) - yi)2> (4.9)
i=1

minimal ist, wobei E(-) der Erwartungswert ist. Mithilfe der gemeinsamen Wahrschein-
lichkeit P(z,k;) fir die Eingabe = und die Klasse k;, ldsst sich der Fehler 4.9 schreiben
als

A= /Z (Z(ai(m) _ W) P(a, k;) da.
j=1 \i=1
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Durch Substitution von P(x,k;) = P(kj|x)P(x) erhalt man:

8= [ @) - 5 Plhle) | Pl ds
:/Z 0> (@i(@) = 5 Plkyla) | Pla, k) do

I
[z
[]=
—
~~
S
&
Nt
[\
=
=
~
[\
£
—~
>
=
_l_
&
=
=
Pl

A=EY (ai(m))2—2ai()z P(k;j|x) —i—Zy (kj|z)

i=1 j=1

@
Il
—

wobei E (y;|z) und E( |z ) die bedingten Erwartungswerte von g; und yz sind. Durch
(E

Erweiterung mit ", (E(ys|z ))? erhiilt man:

A=E (Z [(ai(2))” = 20i(2)E (ile) + (E(yil))* + E () <E<yz-\x>>2})

i=1
=L (Z [a;(z) — E(yi|$)]2> +FE (Z Ua?“(yi|$)> ;
i=1 i=1

wobei var(y;|z) die bedingte Varianz von y; ist. Da nur der erste Term abhingig von
der Netzausgabe a; ist, wird A genau dann minimal, wenn a;(z) = E(y;|z). Da fiir die
Trainingsdaten gilt, dass y; = 1 bei einer Zugehdrigkeit von x zur i-ten Klasse und y; = 0
fiir j # ¢ folgt, A ist minimal, wenn

a;(x) = E (yi|z) = Zyz (kjla) = P(ki|z).
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4.2 Backpropagation-Algorithmus

Fiir einen Trainingsdatensatz X, bestehend aus n Trainingsbildern z € R¢ und korre-

spondierenden Label y € R™, seien Gewichte w](lk? e Rflirl =1,...,L gesucht, die die

Kostenfunktion
1 2
— (L) _
C 5 §€X (a (x) y> (4.10)

minimieren, wobei

l l
ago) =T, und ag-) =0 (zj( )) (4.11)
mit
AV =3 wlall Y. (4.12)
k

Der Einfachheit halber wird hier auf einen Schwellenwert verzichtet. Die meisten Optimie-

rungsmethoden benétigen den Gradienten von C' beziiglich der Gewichte wj(lk) Sei

50 . 9C
Jj az(l)
J

die partielle Ableitung von C beziiglich der Neuronen z](-l) der Schicht [ (Abb. 27). Somit

e e 1 . . - . ).
gilt fiir die partiellen Ableitungen von C beziiglich der Gewichte w ik

8wjk 8zj

Somit ldsst sich der Gradient von C' durch die Ableitungen beziiglich der Schichten des
Netzwerks ausdriicken. Die zusétzlich benotigten Terme a!"™V lassen sich mit den Zuwei-
sungen 4.11 & 4.12 fiir jedes Trainingsbild x rekursiv bestimmen.

Satz 4.18. Die Ableitung der Kostenfunktion C' beziiglich der letzten Schicht L ist gegeben

durch
= (40 (). 1t

wobei o' die Ableitung der Aktivierungsfunktion o nach zj(.L) ist.
Beweis. Mithilfe der Kettenregel gilt fiir die Ableitung beziiglich der letzten Schicht:

(L)
RO oC _Z oC  Oa,

L) — L) L)"
TooeY S ad” 0P
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Aus der Definition der Kostenfunktion 4.10 folgt, dass alle Terme fiir & # j verschwinden,
da Z](L) nur von a( ) abhéngt. Folglich gilt:
(L)
oC  Oa; L L
5 = = a(-)—y o (2P
J 8a§»L) aZ](L) ( J J) ( J )

O
Satz 4.19. Fir die verdeckten Schichten =L —1,...,1 gilt:
s — ((wU+U)T50+U><DOJ(Zm>7
wobei © das Hadamard-Produkt beschreibt.
Beweis. Mithilfe der Kettenregel folgt:
s _ 9C _ 5 oc oz Y
J &z](l) p Oz ](CZ—H) 8z](l)
B Z (l+1 az](gH_l)
= R
Zj
s (l+1 0
Z 7 (5").
k
O

4.2.1 Stochastic Gradient Descent

Kleine Anderungen der Kostenfunktion C' lassen sich durch kleine Anderungen der Ge-
O]

wichte w ik ausdriicken:

ac !
AC Y —=Auf).

3.kl ow ch
Fiir eine sogenannte Lernrate n > 0 sei
Aw = —nVC,
= AC ~ —nVC - -VC = —q|VC|?,

= AC <0.
0]

Somit kénnen zur Minimierung der Kostenfunktion C' die Gewichte w ik in jedem Iterati-
onsschritt durch

w1 = w —nVC (4.13)



4.2 Backpropagation-Algorithmus 85

angepasst werden. Fiir ein hinreichend kleines 1 garantiert dieser Optimierungsprozess die,
unter Umstdnden jedoch sehr langsame, Konvergenz zu einem lokalen Minimum. Aller-
dings ist C' keine konvexe Funktion, sondern in der Regel eine raue Mannigfaltigkeit mit
unzihligen lokalen Minima. Empirisch hat sich gezeigt, dass eine leichte Modifikation des
Gradientenabstiegsverfahrens oft dazu in der Lage ist, ein fiir die Problemstellung hinrei-
chend gutes Minimum zu finden. Dabei wird der Trainingsdatensatz X fiir jede Epoche
zuféllig in disjunkte, gleichgrofte Teilmengen (Batches) unterteilt und jedes Batch B C X
einmal zur Approximation des Gradienten

0Cg
VO~ S

im Iterationsschritt 4.13 verwendet, wobei Cp = 33 p (a(L) () — y)z. Eine Epoche ist
abgeschlossen, sobald alle Teilmengen einmal verwendet wurden. Anschliefend wird X
erneut randomisiert unterteilt und eine weitere Epoche gestartet. Fiir ein kiinstliches neu-
ronales Netz mit zwei verdeckten Schichten (Abb. 27) und ReLU-Aktivierungsfunktion
(Definition 4.7) ergibt sich somit die im Programm 3 illustrativ dargestellte Implemen-
tierung in der Programmiersprache Python. Die Trainingsdaten X liegen dabei in einem
Array der Grofe n x (d +m) vor.
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Programm 3: Stochastic Gradient Descent Implementierung in der Programmiersprache Python.

import numpy as np

1

2

3 def ReLU(z):

4 a = np.copy(z)
5 a[z<0]=0

6 return a

7
8
9

def ReLU del(z):
a_del = np.copy(z)

10 a_del[z<0]=0

11 a_del[z>=0]=1

12 return a_del

13

14 if  name — " main ":

15 # loop over epochs

16 for e in range(epochs):

17

18 # shuffle data

19 np.random. shuffle (X)

20

21 # iterate over all batches

22 for k in range (0, n, batch size):

23

24 # get one batch

25 x = np.transpose (X[k:kt+batch size, :d])
26 y = np.transpose (X[k:k+batch size, —m:])
27

28 # forward propagation

29 z_1 = np.dot (W1, x)

30 a 1 =ReLU(z 1)

31 a_1 del = ReLU del(z_1)

32

33 z_2 = np.dot (W2, a 1)

34 a_2 = ReLU(z_2)

35 a_2 del = ReLU del(z_2)

36

37 z_3 = np.dot (W3, a_2)

38 a_ 3 = ReLU(z_3)

39 a_ 3 del = ReLU del(z_3)

40

41 # backpropagation

42 delta = a 3 del * (a_3 — y)

43 C _del 3 = np.dot(delta, np.transpose(a_2))
44

45 delta = a_2 del * np.dot(np.transpose (W3), delta)
46 C _del 2 = np.dot(delta, np.transpose(a_1))
47

48 delta = a_1 del % np.dot(np.transpose(W2), delta)
49 C _del 1 = np.dot(delta, np.transpose(x))
50

51 # update weights

52 W1l —= eta * C_del 1

53 W2 —= eta * C_del 2

54 W3 — eta x C_del 3
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Abbildung 28: Blockweise Matrixmultiplikation mit einer GPU. Um die Submatrix

Csub = (égiz)) zu erhalten, werden iterativ die Matrixmultiplikationen (dg’l)) . (l;ﬁz)) und

(d(.z’Q)) . (?)ﬁz)) durchgefiihrt und die Ergebnisse addiert [NVIDIA, 2021].

ij
4.2.2 GPU-basierte Matrixmultiplikation

Die Zuweisung 4.12 und Satz 4.19 verdeutlichen, dass zur Optimierung der Gewichte in
Programm 3 vorrangig Matrixmultiplikationen notwendig sind, die sich sehr effizient auf
einer GPU berechnen lassen. Die Matrixmultiplikation zweier Matrizen A = (a;;) und
B = (bj) ist eine Abbildung

cRPM o R 5 R (A B)— C = A- B,
mit

C= (Czk) and Cik = Zaij : bjk,
j=1

fir ¢« = 1,...,l und k = 1,...,n. Das bedeutet, dass jedes Element c;; der Ergebnis-
matrix C' die Summe der komponentenweisen Multiplikation der i-ten Zeile von A und
der k-ten Spalte von B ist. Fiir die Realisierung der Matrixmultiplikation auf einer GPU
ist zu beachten, dass Speicherzugriffe in der Regel wesentlich zeitaufwéndiger sind als die
Multiplikation zweier Zahlen, was eine sehr schnelle Operation darstellt. Bei der Matrix-
multiplikation wird auf jedes Element a;; insgesamt n-mal und auf jedes bj;, insgesamt
[-mal zugegriffen. Fiir eine effiziente Implementierung kann die Speicherhierarchie moder-
ner GPUs genutzt werden. GPUs haben verschiedene Speichertypen mit unterschiedlichen
Eigenschaften: Register, Local Memory, Shared Memory, Constant Memory, Texture me-
mory und Global Memory [Cheng et al., 2014, S. 138|. Wahrend auf den Registerspeicher
und den Local Memory nur ein einziger Thread zugreifen kann, kénnen alle Threads eines
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Blocks auf die Daten im Shared Memory zugreifen. Dariiber hinaus kénnen die Threads
eines Blocks ihre Berechnungen synchronisieren. Auf den Constant und Global Memory
haben alle Threads gleichermafen Zugriff, jedoch ist der Zugriff auf den gemeinsam ge-
nutzten Speicher (Shared Memory) um einige Grofenordnungen schneller als der Zugriff
auf den globalen Speicher. Im Vergleich zum Global Memory hat der Shared Memory zum
Beispiel auf der Fermi und Kepler-Architektur eine 20 bis 30-mal geringere Latenz und
eine um mehr als 10-mal hohere Bandbreite [Cheng et al., 2014, S. 216].

Die natiirliche blockweise Hardwarearchitektur der GPUs kann verwendet werden, um die
Geschwindigkeitsvorteile des Shared Memorys fiir die Multiplikation zweier Matrizen aus-
zunutzen (Programm 4). Dabei werden die Elemente von mehreren Threads parallel in
den Shared Memory geladen und kénnen dann von allen anderen Threads des jeweiligen
Blocks sehr schnell weiterverarbeitet werden. Jedes Element der Matrix C' wird dabei ei-
nem Thread in einem Block der Grofe s x s zugeordnet. Der Einfachheit halber wird hier
angenommen, dass [, m,n Vielfache von s sind und die Blocke quadratisch sind. Alle Bl6-
cke sind somit in einem Grid der Groéfse 0o x ¢ angeordnet, wobei s-0 =1 und s-q = n.

Jeder Block berechnet eine Submatrix (éz(;u)> eR>* flirr=1,...ound u = 1,...q

(Abb. 28), wobei jeder Thread ein Element dieser Submatrix berechnet (Zeile 41). Hierfiir
durchlduft der Block alle Submatrizen (&g’t)) € R%*¢ von A und (3527‘)) € R%*S von B
firt=1,...,p=" (Zeile 24):

Dabei werden fiir jeden Iterationsschritt ¢ zuerst die Eintrdge der Submatrizen von A und
B aus dem globalen Speicher in den gemeinsam genutzten Speicher geladen, wobei jeder
Thread jeweils ein Element pro Submatrix 1adt (Zeilen 34 & 35). Anschliefsend werden die
Threads synchronisiert, um sicherzustellen, dass alle Daten geladen sind, bevor diese wei-
terverarbeitet werden. Jedes Mal, bevor der Block vorwérts schreitet, werden die Threads
erneut synchronisiert.

Nachdem tiber alle Submatrizen von A und B iteriert wurde, werden die Elemente der
Submatrix von C' jeweils von dem Thread, der das Element berechnet hat, in den globa-
len Speicher geschrieben (Zeile 48). Jedes Element a;; wird somit zwar noch n-mal aus
dem Shared Memory aufgerufen aber nur noch g-mal aus dem globalen Speicher. Auf diese
Weise konnen die Speicherzugriffe nicht nur parallelisiert, sondern auch die sehr langsamen
Zugriffe auf den globalen Speicher deutlich reduziert werden.
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Programm 4: CUDA-Kernel zur blockweisen Multiplikation zweier Matrizen A und B.
1 _ global  void Matrixmultiplikation (float *A, float B, float *C, int wAl
) A
2 const uint BLOCK_SIZE = blockDim.x;
3 const uint wB = gridDim.x % BLOCK_ SIZE;
4
5 const uint bx = blockldx.x;
6 const uint by = blockldx.y;
7
8 const uint tx = threadldx.x;
9 const uint ty = threadldx.y;
10
11 /* Start— und Endposition in A x/
12 const uint aBegin = wA x BLOCK_SIZE * by;
13 const uint aEnd = aBegin + wA;
14
15 /x Startposition in B x/
16 const uint bBegin = BLOCK_ SIZE * bx;
17
18 /* Schrittweite der Bloecke x/
19 const uint aStep = BLOCK SIZE;
20 const uint bStep = BLOCK SIZE x wB;
21
22 /% Iteration ueber alle Bloecke x/
23 float Csub = 0;
24 for (int a = aBegin, b = bBegin;
25 a < aEnd;
26 a += aStep, b += bStep)
27 {
28 /+ Reservierung des Speicherplatzes im Shared Memory =/
29 ~ shared  float Asub[BLOCK SIZE|[BLOCK SIZE];
30 __shared _ float Bsub|[BLOCK_ SIZE]||[BLOCK_ SIZE];
31
32 /% Jeder Thread laedt ein Element x/
33 /* vom Global in den Shared Memory s/
34 Asub[ty |[tx] = Ala + wA * ty + tx];
35 Bsub[ty|[tx] = B[b + wB * ty + tx];
36 __syncthreads () ;
37
38 /% Multiplikation der Submatrizen x/
39 for (int k = 0; k < BLOCK_SIZE; ++k)
40 {
41 Csub += Asub[ty][k] * Bsub[k][tx];
42 }
43 __syncthreads () ;
44 }
45
46 /* Jeder Thread schreibt einen Matrizenwert x*/
47 const uint ¢ = wB * BLOCK SIZE x by + BLOCK SIZE * bx;
48 Clc + wB x ty + tx]| = Csub;
49 }
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C3: f. maps 16@10x10
C1: feature maps S4: f. maps 16@5x5

INPUT
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Abbildung 29: Architektur des LeNet-5 Convolutional Neural Network. Das Netzwerk
besteht aus zwei Convolutional Layern gefolgt von je einem Subsampling Layer. Den Abschluss
bilden drei vollverbundene Schichten [Lecun et al., 1998].

4.3 Deep Convolutional Neural Networks

Der Erfolg kiinstlicher neuronaler Netze ist unter anderem auf den technologischen Fort-
schritt bei parallelen Computerarchitekturen wie GPUs zuriickzufiihren, die die fiir das
Training der Netze (Abschnitt 4.2.1) notwendigen Matrixmultiplikationen duferst effizient
berechnen konnen (Abschnitt 4.2.2). Zur Verarbeitung mit einem Fully Connected Neural
Network (FCNN) konnen 2D- oder 3D-Bilddaten zeilenweise eingelesen und jedes Pixel
einem Eingabeneuron zugewiesen werden. In der Bild-, aber auch Text- und Sprachver-
arbeitung haben sich jedoch sogenannte Convolutional Neural Networks (CNNs), die die
lokale Struktur der Daten beriicksichtigen, als dufierst erfolgreich erwiesen. Bei einem 2D-
Bild beispielsweise durchléduft dabei ein sogenannter Filter das Bild von links nach rechts
und von oben nach unten und berechnet dabei die Werte der néchsten Schicht (Abb. 29
& 30). Die Werte ergeben sich jeweils durch die Anwendung einer Aktivierungsfunktion
auf die gewichtete Summe der Eingangsdaten und gegebenenfalls der Addition eines soge-
nannten Bias (Abb. 30 links). Insbesondere werden dabei auf jeden Ausschnitt des Bildes
die gleichen Gewichte angewandt, wohingegen bei einem FCNN jedem Pixel der Eingangs-
schicht oder jedem Neuron in einer verdeckten Schicht genau ein Gewicht zugeordnet wird.
Die Anzahl der je Schicht verwendeten Filter kann individuell gewéhlt werden. In der klas-
sischen Netzwerkarchitektur LeNet-5 werden in der ersten verdeckten Schicht 6 Filter und
in der zweiten verdeckten Schicht 16 Filter verwendet (Abb. 29). Jeder Filter erzeugt einen
der sogenannten Channel der darauffolgenden Schicht (Abb. 30 rechts). Fiir die Verarbei-
tung eines 2D-Bildes kann ein CNN formal wie folgt definiert werden:

Definition 4.20. Fir ein Bild x mit m X n Pizeln und Kernelmatriz

wp w2 ws
K=| ws ws wg | € R¥>3,
wy wg Wy
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Abbildung 30: Convolution eines 2D-Bildes mit 3 Channeln durch einen 3 x 3-Filter.
Die Anwendung des Filters (grau) auf einen Bildausschnitt liefert einen Wert der néchsten
Schicht (links). Die Anwendung mehrerer Filter (verschiedene Graustufen) auf alle Teilbereiche
des Bildes liefert fiir jeden Filter einen Channel der néchsten Schicht (rechts) [Buduma and
Locascio, 2017].

sei die Convolution Matriz W € R(mn)x(m+2)(n+2)

w1 w2 ws 0 s 0 w4 Ws We 0 e 0 w7 ws W9 0 s e 0
0 w w2 w3 0 ce. 0 ws ws ws 0 e 0 w; ws wo 0 - 0
0 e s 0 w1 w2 ws 0 e 0 Wa ws We 0 s 0 wr ws W9

gegeben, wobei der Rand des Bildes mit Nullen erweitert wird. Daraus ergibt sich fir einen
Convolutional Layer mit C' Kandlen und F Filtern die Operatormatriz

Win Wig -+ Wigc
- W271 WQ,Q s WQ,C c REmnxC(m+2)(n+2)
WF,l Wgo --- WF,C

wobei jedes Element eine diinnbesetzte Convolution Matriz mit 9 Parametern ist. Ein Deep
Convolutional Neural Network der Tiefe J € N ist eine Sequenz von Vektoren

R0 — & (T(j)g(j—l) n b(j)) L =1,

wobei CY) = FU-1 firj > 2, hU) RFD(m+2)(n+2) entspricht der mit Nullen aufgefillten
Ausgabe h\9) e RFEVmn ynd hO) = 3 e RCVmID042) qos erweiterten Bild mit C
Kandlen. Dabei wird die Aktivierungsfunktion o komponentenweise angewandt und fir die
Elemente der Bias Vektoren bU) € RFWmn gilt:

bgj) == 5%%7
Dinn = o+ = b5
b(j) L b(j)

(F-D)mn+1 — = “Fmn’
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Beispiel 4.21. Das CNN LeNet-5 (Abb. 29) zur Klassifizierung handgeschriebener Zahlen
von 0-9 der Grofe 32 x 32 Pixel benétigt insgesamt 61.470 freie Parameter (ohne Bertick-
sichtigung der Bias-Parameter). Fiir die Convolutional Layer wird eine Kernelgrofe von
5x 5 mit einer Schrittweite von einem Pixel und fiir die Subsampling Layer eine Kernelgrofse
von 2 x 2 mit einer Schrittweite von 2 Pixel angenommen. Der erste Convolutional Layer
verfiigt iiber 6, der zweite iiber 16 Filter. Da jeder Filter seinen eigenen Kernel besitzt,
ergeben sich fiir den ersten Convolutional Layer 6 x 5 x 5 Parameter. Durch die Faltung re-
duziert sich die ,Bildgrofe” auf 28 x 28 Pixel. Der Nachfolgende Subsampling Layer wahlt
fir jeden 2 x 2 Pixel grofen Ausschnitt den jeweils grofiten Wert. Ohne Auffiillen der
Rénder mit Nullen reduziert sich dadurch die ,Bildgrofe auf 14 x 14 Pixel. Der folgende
Convolutional Layer hat 6 x 16 x 5 x 5 freie Parameter, da er iiber 6 Eingangschannel und
16 Filter verfiigt. Durch die Faltung und den nachgelagerten Subsampling Layer wird die
,Bildgrofe auf 5 x 5 Pixel reduziert. Den Abschluss bilden zwei vollverbundene, verdeckte
Schichten und eine Ausgabeschicht. Hierfiir werden 400 x 120, 120 x 84 und 84 x 10 weitere
Parameter benétigt. Insgesamt ergeben sich somit 61.470 Parameter.

CNNss sind insbesondere dann effizient, wenn es um die Approximation hochdimensionaler
Daten mit einem grofsen Anteil an redundanten Informationen und lokalen Strukturen geht.
Wie dies zum Beispiel bei Bildern der Fall ist. Da die Filter iiber alle moglichen 3 x 3 Bild-
ausschnitte iterieren, ist das Netzwerk gezwungen, hochgradig verallgemeinerbare Informa-
tionen zu lernen. lustrativ konnte ein Filter fiir jedes Sichtfeld die Frage beantworten, ob
eine bestimmte Struktur, wie zum Beispiel eine Kante, enthalten ist oder nicht. Durch Wie-
derverwendung der Gewichte wird die Anzahl der freien Parameter im Vergleich zu einem
FCNN erheblich reduziert. Aus Definition 4.20 & Beispiel 4.21 geht hervor, dass das CNN
LeNet-5 (Abb. 29) insgesamt 61.470 freie Parameter besitzt, wohingegen ein klassisches
kiinstliches neuronales Netz mit einer verdeckten Schicht bestehend aus 500 Neuronen fiir
die gleiche Aufgabe, d.h. die Klassifizierung von 10 handgeschriebenen Zahlen der Grofe
32 x 32 Pixel, bereits 517.000 freie Parameter benétigt (32 - 32 - 500 4 500 - 10 = 517.000).
Der Einfachheit halber wurden die Bias-Parameter hier nicht beriicksichtigt.

Durch die Reduktion der Gewichte wird die Verarbeitung redundanter Informationen ver-
mieden. Wéhrend ein FCNN viel Aufwand erfordert, um die wesentlichen Informationen
aus den Bilddaten zu extrahieren, wird bei einem CNN die Informationsmenge durch das
Modell selbst auf die Verarbeitung lokaler Muster beschrénkt. Die Reduzierung der Gewich-
te verringert zudem das Risiko einer Uberanpassung auf die Trainingsdaten (Ouverfitting).
Hierbei passt sich das Modell zu stark oder gar exakt auf die Trainingsdaten an, ist gleich-
zeitig aber nicht in der Lage unbekannte Daten richtig vorherzusagen. Der Grund hierfir
ist, dass das Netzwerk gelernt hat, bestimmte Muster in den Trainingsdaten zu erkennen,
die jedoch nicht verallgemeinert werden koénnen.

Im Allgemeinen muss es eine Balance zwischen der Netzwerkgrofe (d. h. der Anzahl freier
Parameter) und dem in den Trainingsdaten vorhandenen Informationsgehalt geben. Ist das
Netzwerk zu groft gewahlt, beginnt das Netz spezifische Eigenschaften der Trainingsdaten
zu lernen, die nicht auf andere Daten {ibertragbar sind. Ist das Netzwerk hingegen zu klein
gewahlt, reichen die Gewichte nicht aus, um gentigend Informationen abspeichern zu kon-
nen. Um Verallgemeinerungen treffen und gleichzeitig Qverfitting vermeiden zu konnen,
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Abbildung 31: Netzwerkarchitektur eines Convolutional Neural Network mit
zweidimensionaler Eingabe- und Ausgabeschicht sowie U-Net Struktur [Ronneberger
et al., 2015]. Nach einem Block von zwei aufeinanderfolgenden 3 x 3 Convolutional Schichten
folgt eine Mazxpooling bzw. eine Upconvolutional Schicht. Die Zahl iiber den Schichtsymbolen
entspricht der Anzahl der jeweiligen Channel. Am Ende erfolgt eine 1 x 1 Convolutional Schicht,
wobei die Anzahl der Filter der Anzahl der Label entspricht.

werden héufig enorme Datenmengen bendtigt. Die Architektur von CNNs ermoglicht eine
hoch parallele Vorgehensweise bei der Optimierung der Gewichte (Abschnitt 4.2.2) und
somit einen massiven Durchsatz von Trainingsdaten.

4.3.1 Netzwerkarchitektur & Optimierung

Zur automatischen Segmentierung von 3D-Bilddaten wird in dieser Arbeit ein 3D-CNN
konstruiert, das der typischen Struktur eines U-Nets [Ronneberger et al., 2015] folgt. Da
das gesamte Volumen in der Regel zu grofs ist, um verarbeitet zu werden, dienen 64 x 64 x 64
grofe Ausschnitte des volumetrischen Bildes als Eingangsdaten. Die Bilddaten miissen
vor der Verarbeitung entsprechend zerlegt und anschliefsend wieder zu einem Gesamtbild
zusammengefiigt werden. Die Architektur des Netzes besteht aus einem kontrahierenden
(Encoder) und einem expandierenden (Decoder) Teil (Abb. 31). In beiden Teilen erfolgt
eine sich wiederholende Anwendung von zwei aufeinander folgenden 3 x 3 x 3 Conwvo-
lutional Layern, wobei auf jede Faltung je eine Batch-Normalisierung und eine ReLU-
Aktivierungsschicht (Abschnitt 4.1.1) folgt. Auf jeden dieser Blocke folgt im Encoder-Teil
eine 2 X 2 x 2 Maxpooling Schicht mit einer Schrittweite von 2 Pixel, um die Bilddimension
sukzessive zu reduzieren. Nach jedem dieser Reduktionsschritte wird die Anzahl der Filter,
ausgehend von 32 Filtern, verdoppelt. Im urspriinglichen U-Net (Abbildung 31) wird mit 64
Filter gestartet. Das hier verwendete Netzwerk erreicht dabei, wie auch das urspriingliche
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2D U-Net, maximal 1024 Channel. Jeder Block im Decoder-Teil startet mit einer Verket-
tung der Upconvolution der vorherigen Schicht mit der letzten Schicht des korrespondie-
renden Blocks im Encoder-Teil, gefolgt von zwei 3 x 3 x 3 Convolutional Layern, wiederum
jeweils gefolgt von einer Batch-Normalisierung und einer ReLLU-Aktivierungsschicht. In der
letzten Schicht wird ein 1 x 1 x 1 Convolutional Layer verwendet, um jeden Feature Vektor
(Eintrage aller Channel an der gleichen Position) auf die gewiinschte Anzahl an Klassen
Zu projizieren.

Das Training des Netzwerks (d. h. die Optimierung der Gewichte) erfolgt mittels Stochastic
Gradient Descent (Abschnitt 4.2.1) und einer Lernrate von 0.01, Decay von 1076, aktivier-
tem Nesterov Momentum von 0.9, insgesamt 200 Trainingsepochen, und einer Batchgrofe
von 24. Alle Trainingsdaten werden zuvor auf das Intervall 0 bis 1, denselben Mittelwert
und die gleiche Varianz skaliert.

4.4 Segmentierung von Honigbienengehirnen

Alle Tiere, von den Insekten bis zu den Menschen, weisen eine grofe Vielfalt an Verhal-
tensweisen auf, die von einer kognitiven Variabilitdt untermauert wird [Dunbar, 1998|. Die
kognitive Variabilitit ist die Grundlage fiir Anpassungen an Umweltverdnderungen. Ein
tieferes Versténdnis der natiirlichen Variation von Gehirngréflen, -architekturen und ko-
gnitiven Leistungen ist daher von grofser Bedeutung. Untersuchungen zur Gehirngréfse und
-organisation beschrianken sich jedoch aufgrund des manuellen Aufwands meist auf wenige
Stichproben. Eine geringe Stichprobengrofe macht es jedoch schwierig, einen statistischen
Zusammenhang zwischen morphologischen Variationen des Gehirns und kognitiver Varia-
tion herzustellen. Nur die Analyse einer grofen Anzahl von Gehirnen ist dazu in der Lage,
geringfiigige jedoch statistisch und biologisch relevante Variationen der Gehirngréfen und
-architekturen aufzudecken.

Das in Abschnitt 4.3.1 entwickelte CNN ermoglicht eine automatisierte Segmentierung
grofser Stichprobenserien und somit eine systematische vergleichende quantitative Analy-
se, die 6kologische und evolutionsbiologische Fragen der Neurowissenschaften beantworten
kann: Sind grofere Gehirne leistungsfiahiger |[Luders et al., 2009, Pietschnig et al., 2015]7
Welchen Einfluss haben soziale und 6kologische Faktoren auf die Gehirnevolution [Dunbar,
1998]? Wie wirken sich Umweltstressoren auf die Entwicklung und Kognition des Gehirns
aus [Smith et al., 2020]?

Honigbienen sind mit Gehirnen ausgestattet, die kleiner als 1 mm?® sind. Nichtsdestotrotz
zeigen sie eine ausgeprigte interindividuelle Verhaltensvariabilitat innerhalb und zwischen
Kolonien [Jandt et al., 2014|, was sie zu idealen Organismen macht, um die kognitiven
Funktionen von Insekten und die zugrunde liegenden neuronalen Substrate zu untersu-
chen |Giurfa, 2013, Menzel, 2012]. Die Verhaltensvariabilitdt ist von zentraler Bedeutung
fiir die Arbeitsteilung und die Koloniefunktion. Ein Teil dieser Variabilitdt wurde mit der
Reifung bestimmter Hirnareale aufgrund einer zunehmenden Spezialisierung und der Erfah-
rung bei der Nahrungssuche in Verbindung gebracht [Fahrbach et al., 1998, Withers et al.,
1993]. Es besteht jedoch noch kein eindeutiger Zusammenhang zwischen der Neuroarchitek-
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tur der Bienen und ihrer Verhaltensvarianz, da Daten aus vergleichenden Analysen fehlen.
Die meisten Studien haben sich bisher auf kleine Stichprobengréfen (ungefihr 10 Einzelda-
ten) konzentriert. Studien auf der Bevolkerungsebene sind hingegen selten [Sombke et al.,
2015].

4.4.1 Automatische Segmentierung von 110 Honigbienengehirnen

Als Grundlage fiir eine statistische Analyse [Losel et al., Vorb| dienen pCT-Scans von
120 Honigbienen-Sammlerinnen (Apis mellifera, Buckfast) aus zwei Bienenpopulationen
(Population A: 100 Bienen aus 6 Bienenstocken, Population B: 20 Bienen aus 3 Bienen-
stocken), die aus der Umgebung von Toulouse (Frankreich, August 2020) stammen. Nach
der Préaparation der Bienenkopfe [Smith et al., 2016] wurden diese mit einer Auflsung
von 5,4 pm isotroper Voxelgrofse gescannt. Von den 120 puCT-gescannten Gehirnen wur-
den 10 wahrend der Préaparation beschddigt und fir die weitere Analyse verworfen. Ins-
gesamt, verblieben somit 110 Gehirne von Honigbienen. Die Bildgréfsen und -auflésungen
variieren je nach 3D-Volumen und betragen im Durchschnitt 844 x 726 x 485 Voxel bzw.
0,0054 x 0,0054 x 0,0054 mm?. Vor der Verarbeitung wurde jeder Datensatz mit Avizo
2019.1 (Thermo Fisher Scientific, Waltham, USA) manuell auf den Bereich der Neuropile
(Abb. 32d) zugeschnitten, was zu einer durchschnittlichen Grofe von 451 x 273 x 167 Voxel
fiihrte.

Basierend auf dem 3D-Bienengehirnatlas [Brandt et al., 2005 wurden sechs grofe Neu-
ropile (ohne Zellkérper) analysiert: die Antennalloben (AL), die Mushroom Bodies (MB)
(bestehend aus medialen und lateralen Kelch, Stiel und Lappen), der zentrale Komplex
(CX) (bestehend aus dem Zentralkorper, den paarigen Knoten und der protozerebralen
Briicke), den Medullae (ME) und Lobulae (LO) (kombiniert als optischer Lappen (OL),
die Retinae und Laminae wurden nicht gemessen) und andere Neuropile (OTH, Protoce-
rebrallappen und subdsophageales Ganglion) (Abb. 32).

Die volumetrische Analyse der Neuropile erfordert die Isolierung der verschiedenen Re-
gionen aus den CT-Scans durch Segmentierung. Da sich die Strukturen in allen Gehirnen
wiederholen und eine manuelle oder semi-automatische Segmentierung fiir so viele Ex-
emplare einen erheblichen Aufwand bedeutet, wurde das in Abschnitt 4.3.1 beschriebene
kiinstliche neuronale Netz fiir eine automatisierte Segmentierung der Daten verwendet.
Hierfiir wurden zunéchst 26 Datensétze, jeweils bestehend aus dem CT-Scan und einer be-
reits vollstandigen Rekonstruktion der darin enthaltenen Neuropile verwendet (Abschnitt
5.1), um das kiinstliche neuronale Netz zu trainieren. Das Training des Netzes dauerte
unter Verwendung von 4 NVIDIA Tesla V100 etwa 13 Stunden. Anschlieffend wurde das
trainierte Netz verwendet, um die {ibrigen 84 uCT-Scans automatisch zu segmentieren. Die
automatische Segmentierung der Daten dauerte mit einer NVIDIA GeForce GTX 1080 Ti
durchschnittlich 21 Sekunden.
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Abbildung 32: Automatische Segmentierung von Honigbienengehirnen.

a Frontalansicht des Kopfes einer Sammelbiene. b Oberflichenrendering des Kopfes mit
entfernten Mandibeln. ¢ Uberlagerung des Kopfes und der rekonstruierten Neuropile. d Frontaler
Querschnitt des Tomogramms mit den Segmentierungsgrenzen der Mushroom Bodies (MB), des
zentralen Komplexes (CX), der Antennalloben (AL), der Medullae (ME), der Lobulae (LO) und
anderer Neuropile (OTH). e Frontalansicht der rekonstruierten MB (dunkelblau), CX
(himmelblau), AL (hell-himmelblau), ME (beige), LO (rot) und OTH (orange). f Dorsalansicht
der rekonstruierten Neuropile [Losel et al., Vorb].

4.4.2 Evaluation der automatischen Segmentierung

Um die Genauigkeit der Segmentierungsergebnisse zu bewerten, wurde, wie zuvor bei der
Evaluation der GPU-basierten Random Walks (Abschnitt 3.7), der Dice-Ahnlichkeitskoeffi-
zient (Dice) verwendet. Der Dice-Score quantifiziert die Ubereinstimmung zweier Segmen-
tierungen und liegt zwischen 0 und 1, wobei 0 keine Uberlappung und 1 eine perfekte
Ubereinstimmung der beiden Segmentierungen bedeutet. Fiir die Evaluation wurde nur die
Cleanup-Funktion von Biomedisa (Abschnitt 5.2.2) verwendet, um Ausreifier und freiste-
hende Inseln automatisch zu entfernen. Fiir die Auswertung der automatischen Segmentie-
rung wurden die Bilddaten in zwei Teilmengen unterteilt. Zum einen die 26 Trainingsbilder
und zum anderen die 84 verbliebenen Testbilder. Die Evaluation des trainierten Netzes er-
folgte anhand der automatisch erstellten Segmentierungen der 84 Testbilder. Hierfiir wur-
den alle 84 Ergebnisse von einem/einer biologischen Experten/-in manuell validiert und
gegebenenfalls korrigiert. Anschliefend wurde das urspriingliche Segmentierungsergebnis
mit der manuell korrigierten Version verglichen, um die Genauigkeit der automatisierten
Segmentierung und die Grofe des Fehlers zu bestimmen.

Insgesamt wurde auf diese Weise ein Dice-Score von 0,988 erreicht (Tabelle 3). Bei 10,7 %
der 84 Testbilder erforderte das Ergebnis keine oder nur eine geringe manuelle Korrek-
tur. Dies war immer dann der Fall, wenn der Fehler kleiner als 0,01 % betrug (Abb. 33a).
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Bei 84,5% war eine leichte manuelle Korrektur erforderlich, die etwa 1 bis 2 Minuten
beanspruchte. Hier lag der Fehler zwischen 0,01 % und 4% (Abb. 33b). Nur 4,8 % der
Segmentierungsergebnisse waren signifikant fehlerbehaftet, wobei der Fehler grofer als 4 %
betrug (Abb. 33c). Dies wurde in der Regel durch eine starke Abweichung der Bilddaten
von den Trainingsdaten (z. B. aufgrund einer unvollstdndigen Farbung oder einer Besché-
digung bei der Probenvorbereitung) verursacht und machte eine umfangreiche manuelle
Korrektur oder sogar eine vollstandige halbautomatische Rekonstruktion durch die GPU-
basierten Random Walks (Kapitel 3) erforderlich.

Um die Segmentierungsgenauigkeit bei einer zunehmenden Anzahl von Trainingsbildern
zu bestimmen, wurde das Netz basierend auf 3,7,12,18 und 26 Bildern erneut trainiert
und jeweils die Genauigkeit auf den 84 Testbildern gemessen (Tabelle 3). Fiir jede An-
zahl wurden dabei mehrmals verschiedene Trainingsbilder ausgewéhlt und anschlieffend
der Durchschnitt der Genauigkeiten berechnet. Zum Beispiel wurden die 26 Trainingsbil-
der in 9 Teilmengen mit je 3 Trainingsbildern unterteilt, wobei ein Bild zweimal verwendet
wurde. Da die 84 Testdaten manuell korrigierte Versionen des urspriinglichen Netzes sind,
wurde das Netz auch auf allen 26 Trainingsbildern erneut trainiert, um die sonst entste-
hende Verzerrung aufzuldsen. Des Weiteren wurde das Modell auf den Gesamtvolumen
getestet. Hierbei zeigte sich, dass das vorherige Zuschneiden der Bilddaten auf den Bereich
der Neuropile im Vergleich zu den unbeschnittenen Daten deutlich bessere Ergebnisse lie-
fert (Tabelle 3).

Insgesamt ermdglichte das kiinstliche neuronale Netz eine hochprézise und schnelle Segmen-
tierung der 84 Testbilder. Die Segmentierungsergebnisse erforderten lediglich eine manuelle
Korrektur von 1,2 % (Tabelle 3). Grofere Korrekturen waren meist nur fiir CX (insgesamt
3,3 %) erforderlich. Die feine Struktur des Neuropils in Kombination mit einem niedrigen
Kontrast im Tomogramm machte es oft, selbst mit blofem Auge, schwierig das Neuropil im
CT-Scan zu erkennen. Der Einsatz des kiinstlichen neuronalen Netzes lieferte somit quali-
tativ hochwertige Ergebnisse, bei einem gleichzeitig erheblich reduzierten Arbeitsaufwand
gegeniiber herkbmmlichen Methoden. Bei einer ausschlieftlich manuellen oder halbautoma-
tischen Segmentierung hétte die Segmentierung fiir jeden Bildstapel deutlich ldnger gedau-
ert. Die rein manuelle Segmentierung (Slice-by-Slice) benotigt etwa 5 bis 6 Stunden pro
Gehirn. Eine Vorsegmentierung jeder fiinften Schicht und der Einsatz der GPU-basierten
Random Walks reduziert den manuellen Aufwand auf immer noch 2-3 Stunden.

4.4.3 Kiinstliche Erweiterung der Trainingsdaten

Neben der stark vorangeschrittenen Entwicklung spezifischer Computerhardware zur Be-
rechnung des Optimierungsprozesses (Abschnitt 4.2.1 & 4.2.2), liegt ein weiterer wesentli-
cher Grund des jiingsten Erfolgs kiinstlicher neuronaler Netze in der Generierung, Aufbe-
reitung und Bereitstellung grofier Mengen von Trainingsdaten. Wahrend beim klassischen
maschinellen Lernen dem Algorithmus die gesuchten Muster (sogenannte Features) explizit
mitgeteilt werden miissen (z. B. welcher Grauwertbereich oder welche Form einem bestimm-
ten Objekt zugeordnet werden kann), sind kiinstliche neuronale Netze dazu in der Lage,
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Abbildung 33: Segmentierungsergebnisse (links) und Segmentierungsfehler (rechts)
eines Deep Neural Network trainiert auf Grundlage von 26 semi-automatisch
erstellten Trainingsdaten. a Korrekte Segmentierung ohne Fehler. b Teilweise fehlerhaftes
Segmentierungsergebnis mit einem typischen Ausreiffer auf der rechten Bildseite (Genauigkeit:
ME 97,6 %, total 99,1 %). ¢ Stark fehlerbehaftete Segmentierung (Genauigkeit insgesamt
87,7%) |Losel et al., Vorb].
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Tabelle 3: Durchschnittliche Dice Scores der semi-automatischen und automatischen
Segmentierung. Als Referenz dienen die manuell korrigierten Ergebnisse. Ausreifer wurden vor
der Evaluation automatisch entfernt. Die letzte Spalte entspricht der prozentual benttigten
Korrektur.

Datensatz/Methode AL MB ME LO CX OTH Total Error

84 Testdaten 0,084 0,982 0,992 0,991 0,967 00988 0,988 1,2%
3 Trainingsdaten 0,878 0,870 0,947 0,938 0,601 0,894 0,905 9,5%
7 Trainingsdaten 0,931 0,920 00971 0,966 0,822 00940 0,945 5,5%
12 Trainingsdaten 0,955 0,938 0,978 0,980 0,878 00954 0,959 4,1%
18 Trainingsdaten 0,057 0,944 00981 0,981 0,896 00961 0,964 3,6%
26 Trainingsdaten 0,967 0,955 0,985 0,983 0,911 00968 0,971 2,9%
Gesamtvolumen 0,018 0,894 0,956 0,947 0,752 00924 0,926 7,4%
Random Walks 0,967 0,940 0,986 0,982 0,856 0,962 0,967 3,3%
Avizo Interpolation 0,925 0,925 00915 0,914 0,848 00946 0,928 7,2%

die fiir eine akkurate Klassifizierung oder Segmentierung notwendigen Bildeigenschaften
aus den Trainingsdaten selbst zu extrahieren.

Bei CNNs geht es dabei vor allem darum, lokale Eigenschaften mit den zu segmentieren-
den Objekten in Verbindung zu bringen. Wahrend die erste Schicht noch die tatséchlichen
Bildeigenschaften, wie Kanten identifiziert, werden in den darauffolgenden Schichten ab-
strakte Bilddaten verarbeitet, die sich aus den vorhergehenden Schichten ergebenen. CNNs
konnen dabei, aus der Kombination solcher Features, Riickschliisse auf die Eingangsdaten
schlieffen. Durch sehr tiefe kiinstliche neuronale Netze lassen sich sehr viele Features be-
riicksichtigen, sehr viel mehr als bei herkémmlichen Verfahren. Dariiber hinaus ist es nicht
notwendig, all diese Features explizit zu implementieren.

Ein unerwiinschter Nebeneffekt tiefer Netze ist jedoch das sogenannte Owerfitting auf die
Trainingsdaten. Das kiinstliche neuronale Netz ist dabei in der Lage, so viele Informa-
tionen abzuspeichern, dass die einzelnen Bilder auf Basis individueller Bildinformationen,
wiedererkannt werden konnen. Die Folge ist einerseits eine sehr gute Vorhersagbarkeit der
Trainingsdaten, andererseits werden jedoch keine generischen, das heifst allgemeingiiltigen,
Bildeigenschaften erlernt, so dass die Genauigkeit bei unbekannten Daten in der Regel
deutlich schlechter ausfillt. Der Schliissel fiir ein erfolgreiches Training liegt folglich in
der Balance zwischen Netzwerkgrofe (d. h. Informationsspeicherkapazitit) und der in den
Trainingsdaten enthaltenen Informationsmenge.

Da die Erstellung von Trainingsdaten oft sehr miihsam ist und somit nicht immer genii-
gend Trainingsdaten zur Verfiigung stehen, werden die Trainingsdaten h&ufig kiinstlich
erweitert. Hierfiir eignet sich neben einfachen Methoden, wie Rotation, Translation und
Spiegelung, eine elastische Deformation des urspriinglichen Bildes, um einen leicht abwei-
chenden Trainingsdatensatz zu erzeugen, der sich jedoch immer noch im Rahmen der na-
tiirlichen Erscheinung, bspw. der Bienengehirne, befindet (Fig. 34). Auf diese Weise wird
im Optimierungsprozess eine Probe niemals in identischer Weise wiederverwendet. Dies
wirkt einem Owerfitting auf individuelle Merkmale der Bilder entgegen.
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Abbildung 34: Auswirkung einer elastischen Deformation auf einen yCT-Scan eines
Honigbienengehirns. links CT-Scan ohne Deformation. rechts CT-Scan nach elastischer
Deformation.

Seien Z die Bilddaten der Grofe I x m x n Voxel, Rand ein Array von gleicher Gréfle mit
gleichverteilten Zufallszahlen auf dem Intervall [—1,1], G ein Gaukfilter, o die maximal
mogliche Verschiebung eines Voxels und o die Stiarke der Glattung des Gauffilters, dann
erzeugt die Transformation

It(l + Az(%% k)?] + Ay(i7j7 k)a k + Az(lv.% k)) = I(laja k):

mit
Ay = Gy(aRand),
Ay = Gy(aRand),
A, = G,(aRand),
firi=1,...,1,j=1,...,m, k =1,...,n eine elastische Deformation Z; des urspriingli-

chen Bildes. Fiir die Honigbienengehirne wurde o = 2000 und o = 20 gewéhlt. Nach der
Transformation der Voxel wurden diese mit einer Spline-Interpolation der Ordnung 1 und
die Label mit Ordnung 0 (Nearest Neighbour) interpoliert. Auf den 84 Testdaten konnte
die Genauigkeit der Segmentierungsergebnisse durch die elastische Deformation der Bild-
daten wahrend der Trainingsphase um 0,02 Prozentpunkte gesteigert werden. Interessant
ist dabei vor allem die Tatsache, dass fiir den CT-Scan mit der zuvor niedrigsten Genau-
igkeit eine grofe Qualitatssteigerung erzielt werden konnte (Head/8: von 0,795 auf 0,855).
Der CT-Scan weist eine im Vergleich zu den Trainingsdaten starke Deformation auf, die
moglicherweise durch eine dufsere Manipulation (wie Quetschen) wihrend der Probenvor-
bereitung verursacht wurde. Diese Verdnderung wird jedoch nicht durch die Trainingsdaten
abgebildet, wodurch das kiinstliche neuronale Netz nicht in der Lage ist, fiir diesen Daten-
satz eine addquate Segmentierung zu ermoglichen. Durch die elastische Deformation der
Trainingsdaten lernt das kiinstliche neuronale Netz jedoch, auch CT-Scans, die stark von
den Trainingsdaten abweichen, genauer zu segmentieren.
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Die hier vorliegende Dissertation entstand im Rahmen der interdisziplindren BMBF-
Verbundprojekte ASTOR (Arthropoden-Strukturaufklarung mittels ultra-schneller Tomo-
graphie und Online Rekonstruktion) und NOVA (Netzwerk zur Online-Visualisierung und
synergistischen Analyse von Tomographiedaten [Schmelzle et al., 2017|). Ziel dieser Pro-
jekte war es, neue Segmentierungsverfahren zu entwickeln und in eine Analyseinfrastuktur
zu integrieren, mit der sich der Zeit- und Arbeitsaufwand fiir die Segmentierung der an
den Synchrotrons ANKA des Karlsruher Instituts fir Technologie (KIT) und Petra III
am Deutschen Elektronen-Synchrotron (DESY) in Hamburg aufgenommenen Datensétze
drastisch reduzieren und gleichzeitig die Qualitidt und Reproduzierbarkeit der Ergebnisse
deutlich verbessern lésst, um dadurch eine effizientere Nutzung der wertvollen Strahlzeit
an den tomographischen Synchrotronstrahllinien zu erzielen.

Die Synchrotron-Rontgen-Mikrotomographie (SR-uCT) bietet einzigartige Moglichkeiten
fiir die morphologische Analyse von Tieren. Innere Strukturen sind auch in undurchsichti-
gen Organismen auf nicht-invasive, dreidimensionale Weise mit einer Auflésung von weniger
als einem Mikrometer sichtbar. In den letzten Jahren konnte die rdumliche und zeitliche
Auflésung der SR-uCT stark erhoht und die Aufnahmezeit erheblich reduziert werden. Die
Auswertung der Datensétze stief jedoch, bedingt durch deren Grofe und der Komplexitét
der darin abgebildeten Strukturen, ldngst an ihre Grenzen. Insbesondere die Segmentie-
rung war mit den bisherigen Ansétzen nicht mehr zu bewerkstelligen.

In dieser Dissertation wurde deshalb ein neuartiges Verfahren zur halbautomatischen Seg-
mentierung sehr grofer volumetrischer Datensétze (Kapitel 3) sowie ein auf kiinstlichen
neuronalen Netzwerken basierendes Verfahren zur automatischen Segmentierung vieler
ahnlicher Proben (Kapitel 4) entwickelt. Diese Verfahren bilden die Kernfunktionen der
benutzerfreundlichen Online-Anwendung Biomedisa (https://biomedisa.org), die in
diesem Kapitel vorgestellt wird.

Die als Online-Plattform konzipierte Anwendung wurde bereits innerhalb der Projektlauf-
zeiten von ASTOR und NOVA fiir einige Studien erfolgreich eingesetzt. Eines der pro-
minentesten Ergebnisse war dabei die Entdeckung und Beschreibung fossiler parasitéarer
Wespen, die in mineralisierten Fliegenpuppen eingeschlossen sind [van de Kamp et al.,
2018]. Durch SR-puCT war es erstmals moglich, das Innere dieser Millionen Jahre alten
Objekte zerstorungsfrei zu untersuchen und die darin enthaltenen inneren Strukturen drei-
dimensional zu rekonstruieren. In der Studie wurden iiber 1500 fossile Fliegenpuppen an
der auf Hochdurchsatz spezialisierten Tomographie-Station UFO am KIT gescannt. Die
resultierenden Datensétze hatten eine Grofe von 2016 x 2016 x 2016 Voxel. In 55 Féllen
konnte ein parasitéres Ereignis beobachtet werden. Nachdem die parasitischen Wespen im
Innern der Fliegenpuppen mithilfe von SR-uCT am KIT durchleuchtet worden waren, wur-
den sie unter Zuhilfenahme der Online-Anwendung Biomedisa hochauflésend rekonstruiert
(Abb. 35 & 36). Die Studie lieferte den ersten direkten Nachweis eines Endoparasitismus,
also den Nachweis eines Parasiten in seinem Wirt. Auf diese Weise konnten vier unbekannte
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Abbildung 35: Digitale Auferstehung. Illustration der parasitischen Wespe Xenomorphia
resurrecta (Abschnitt 3.5.7), die ein Ei in einer Fliegenpuppe ablegt. Die Grafik basiert auf der
Rekonstruktion mit Biomedisa (Abb. 36 a-m) [van de Kamp et al., 2018].

Wespenarten entdeckt und erstmals beschrieben werden. Die neu entdeckten Arten lebten
in einem Zeitraum von vor rund 40 bis 23 Millionen Jahren. Die am haufigsten beobachtete
Art wurde Xenomorphia resurrecta genannt. Der Gattungsname , Xenomorphia“ erinnert
dabei an das als Xenomorph bekannte Wesen aus der Science-Fiction-Filmreihe Alien, das
lateinische Wort ,resurrecta” bedeutet auferstanden und bezieht sich auf die durch Biome-
disa erzielte ,digitale Auferstehung* der Art (Abb. 35 & 36).

Biomedisa wird von den Projektpartnern/-innen und vielen anderen Partnern/-innen be-
reits routineméfig zur Segmentierung grofter volumetrischer Datensétze eingesetzt. Die
Anzahl der auf der Online-Plattform durchgefiihrten Segmentierungen hat bereits wah-
rend der Projektlaufzeiten stark zugenommen und der Nutzerkreis hat sich weit iiber die
Projektgrenzen hinaus ausgedehnt. Durch die neu- und weiterentwickelten Segmentierungs-
methoden wird die Auswertung der Daten deutlich erleichtert. Dabei kénnen Klassifika-
tionsergebnisse von bislang unerreichter Qualitét erzielt werden. In Abschnitt 3.7 konnte
gezeigt werden, dass das Verfahren der bisher iiblichen manuellen Segmentierung sowie
vergleichbaren Algorithmen in Geschwindigkeit und Genauigkeit der Ergebnisse bei einer
héchstmoglichen Nutzerfreundlichkeit deutlich {iberlegen ist. Die intuitive Nutzung ermog-
licht es, die Einstiegshiirde fiir interessierte akademische und industrielle Gruppen drastisch
zu senken. Die entwickelte Online-Anwendung und ihre Verfahren stehen als Open-Source-
Software frei zur Verfiigung und kénnen ohne Weiteres in jede andere Analyse-Infrastruktur
eingebettet werden. Sie sind dabei weder auf die Analyseumgebung der Antragsteller an
PETRA III oder am ANKA noch auf deren Anwendung in der Morphologie beschrankt,
sondern kénnen ohne Weiteres auf andere Forschungseinrichtungen und -bereiche tibertra-
gen werden.
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Abbildung 36: Digitale Rekonstruktion der parasitischen Wespe Xenomorphia
resurrecta (Abschnitt 3.5.7) mit Biomedisa. Weiblicher Holotyp (a-m) und ménnlicher
Paratyp (n-v) [van de Kamp et al., 2018].

5.1 Biomedisa Workflow

Im Folgenden wird der Arbeitsablauf der Biomedisa Online-Plattform in Kombination mit
Avizo 2019.1 (Thermo Fisher Scientific, Waltham, USA) zur Segmentierung einer Vielzahl
von pCT-Scans am Beispiel des Honigbienengehirns dargestellt (Abb. 38). Hierfiir werden
beide Hauptfeatures eingesetzt. Die GPU-basierten Random Walks (Kapitel 3) werden zur
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Abbildung 37: Semi-automatische Segmentierung mit der Biomedisa Online-
Plattform. Die volumetrischen Bilddaten werden zusammen mit den vorsegmentierten Schichten
auf die Plattform hochgeladen. Die GPU-basierte Segmentierung kann ohne Konfiguration mit
einem Klick gestartet und das Ergebnis zur Weiterverarbeitung heruntergeladen werden.

Generierung von Trainingsdaten und ein kiinstliches neuronales Netz (Kapitel 4) zur au-
tomatisierten Segmentierung weiterer Honigbienengehirne verwendet.

Fiir das Training wird ein Satz vollstindig segmentierter volumetrischer Bilddaten beno-
tigt. Um die ersten drei Trainingsdatenséitze zu erstellen, wurden sechs Neuropile (Mushroom
Bodies (MB), zentraler Komplex (CX), Antennalloben (AL), Medullae (ME), Lobulae (LO)
und andere Neuropile (OTH), Abb. 32 & 38) in jeder 10. Schicht und, falls CX enthalten ist,
in jeder 5. Schicht innerhalb des 3D-Volumens von drei pCT-Scans mit Avizo 2019.1 vor-
segmentiert. Anschliefend wurden die GPU-basierten Random Walks verwendet, um das
Volumen zwischen den vorsegmentierten Schichten zu rekonstruieren. Hierfiir wurden die
pCT-Daten zusammen mit den vorsegmentierten Schichten auf die Biomedisa-Plattform
hochgeladen und der ,Start“-Button wurde gedriickt (Abb. 37). Da die Bilddaten ein hohes
Rauschen aufweisen, wurden diese vor der Interpolation durch das Denoise-Feature von
Biomedisa (Abschnitt 5.2.6) leicht gegliattet. Nach der Segmentierung wurden Ausreifer,
d.h. nicht verbundene Voxel oder freistehende Inseln, automatisch entfernt (Abschnitt
5.2.2) und Segmentierungsfehler von einem/einer biologischen Experten/-in mit Avizo
2019.1 manuell korrigiert. Eine lineare Interpolation der manuell segmentierten Schich-
ten mit Avizo 2019.1 hétte wesentlich schlechtere Ergebnisse geliefert und entsprechend
mehr Korrekturaufwand benotigt. Die semi-automatische Segmentierung der 26 Trainings-
bilder lieferte mit den GPU-basierten Random Walks eine um 3,9 Prozentpunkte hohere
Genauigkeit gegeniiber der linearen Interpolation mit Avizo 2019.1 (Tabelle 3).

Die Ergebnisse dieser drei Datensétze wurden dann genutzt, um ein kiinstliches neuronales
Netz mit Biomedisa zu trainieren. Hierfiir wurden in Biomedisa die bereits segmentierten
Bilddaten zusammen mit den zugehorigen Segmentierungen ausgewéhlt und der , Train“-
Button wurde verwendet. Nach Abschluss des Trainings erfolgte eine automatische Segmen-
tierung weiterer Datensétze durch gleichzeitige Auswahl der Bilddaten und des trainierten
Netzes sowie einem anschliefenden Driickens des ,,Predict“-Buttons. Die auf diese Weise
segmentierten Bienengehirne wurden korrigiert und den Trainingsdaten hinzugefiigt.
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Abbildung 38: Flussdiagramm der durchgefiihrten Schritte zur large-scale Analyse
der Gehirne von Honigbienen. Nach der Préparation der Proben und der CT-Bildaufnahmen
(graue Boxen) erfolgte die Segmentierung der CT-Scans mit Avizo 2019.1 (rote Boxen) in
Kombination mit Biomedisa (blaue Boxen). Abschliefend wurden die Volumen mit Avizo 2019.1
bestimmt und mit R Studio (gelbe Boxen) statistisch analysiert [Losel et al., Vorb].

Durch sukzessives Hinzufligen von weiteren Trainingsdaten, die durch das jeweils letzte
kiinstliche neuronale Netz erstellt und anschliefsend manuell korrigiert wurden, wurden
insgesamt fiinf kiinstliche neuronale Netze, basierend auf 3, 7, 12, 18 und 26 Bilddaten,
trainiert. Bei mehr als 26 Trainingsdaten konnte die Segmentierungsgenauigkeit nicht mehr
weiter signifikant gesteigert werden (Tabelle 3). In allen Féllen wurden die Standardeinstel-
lungen von Biomedisa verwendet (Abschnitt 4.3.1). Die Trainingszeiten unter Verwendung
von 4 NVIDIA Tesla V100 betrugen 1.5, 3.5, 6, 9 bzw. 13 Stunden.

Abschlieftend wurde das auf 26 Bildern trainierte Netz verwendet, um weitere 84 yCT-Scans
automatisch zu segmentieren. Die automatische Segmentierung eines pCT-Scans dauerte
mit 1 NVIDIA GeForce GTX 1080 Ti durchschnittlich 21 Sekunden. Alle Ergebnisse wur-
den von einem/einer Experten/-in iiberpriift und bei Bedarf manuell korrigiert.

Da Biomedisa das von Avizo und Amira verwendete Amira Mesh File Format unterstiitzt,
konnen die Daten problemlos zwischen der Biomedisa Online-Plattform und Avizo 2019.1
ausgetauscht werden. Fiir jeden Datensatz dauerte es etwa 5 bis 7 Minuten, um die Da-
ten in Avizo 2019.1 zu importieren, auf den Bereich der Gehirne zuzuschneiden (Abb.
32d), die Daten zu exportieren, auf Biomedisa hochzuladen, die automatische Segmentie-
rung durchzufiihren, die Segmentierungsergebnisse herunterzuladen und in Avizo 2019.1 zu
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importieren, um sie dort manuell zu korrigieren und die Volumen fiir eine anschliefsende
statistische Analyse [Losel et al., Vorb| zu bestimmen (Abb. 38). Je nach Qualitéit des
automatisierten Segmentierungsergebnisses dauerte die manuelle Korrektur der Ergebnis-
se 1 bis 2 Minuten, bei erheblichen Fehlern jedoch deutlich langer. Typische Artefakte
der automatischen Segmentierung sind Ausreifier (Abb. 33b), die entweder mit Biomedisa
(Abschnitt 5.2.2) oder mit Avizo 2019.1 einfach entfernt werden kénnen.

5.2 Biomedisa Features

Biomedisa ist eine Online-Plattform, die {iber einen Webbrowser zugénglich ist und keine
komplexe und mithsame Konfiguration der Software oder Modellparameter benétigt. Die
Anwendung ist speziell an Wissenschaftler/-innen und Mediziner /-innen ohne profunde IT-
Kenntnisse gerichtet. Biomedisa unterstiitzt sowohl eine semi-automatische Segmentierung
volumetrischer Bilddaten ohne apriorisches Wissen (Kapitel 3) als auch eine automati-
sierte Segmentierung einer Vielzahl dhnlicher Datensétze (Kapitel 4). Neben diesen zwei
Hauptfeatures enthélt die Plattform viele weitere unterschiedliche Funktionen, die iiber
sogenannte Feature Buttons genutzt werden konnen, unter anderem neue Methoden zur
Oberflachengléttung (Abschnitt 3.3), zum Entfernen von Ausreifern und Fiillen von Lo-
chern (Abschnitt 5.2.2) und zur Ermittlung der Unsicherheit der Segmentierungsergebnisse
(Abschnitt 3.6). Die Unsicherheit kann den Benutzern/-innen Hinweise dariiber geben, an
welcher Stelle das Ergebnis korrigiert oder wo zusétzliche vorsegmentierte Schichten zur In-
itialisierung des Verfahrens eingesetzt werden sollten. Durch ihren modularen Aufbau lésst
sich die Plattform leicht um weitere anwenderspezifische Funktionen erweitern (Abschnitt
5.3.3).

5.2.1 Visualisierung

Die dreidimensionale Darstellung der Segmentierungsergebnisse ist wichtig, um ein Ver-
stdndnis tiber die inneren und &uferen Strukturen zu erhalten. Sie ist Voraussetzung fiir
Analysen in der Funktionsmorphologie [van de Kamp et al., 2011|, zur Artenbeschrei-
bung fossiler Proben [van de Kamp et al., 2018] und unterstiitzt Chirurgen/-innen in ih-
rer Operationsplanung [Losel and Heuveline, 2017]. Um eine Online-Visualisierung der
Segmentierungsergebnisse oder ein Volumenrendering der 3D-Bilddaten zu ermdglichen,
wurde die Visualisierungssoftware ParaView Glance in Biomedisa integriert (Abb. 40).
Die Visualisierung lésst sich fiir einzelne Datensétze direkt durch Anklicken des jeweili-
gen Dateisymbols starten. Alternativ konnen mehrere Datenséitze ausgewéhlt und iiber
den ,3D“ Feature Button (Abb. 39) gleichzeitig angezeigt werden. Dadurch lésst sich ei-
ne Uberlagerung der Segmentierung und der zugrunde liegenden Rohdaten erzielen. Die
Visualisierung von Segmentierungsergebnissen basiert auf einer durch eine Polygongrafik
modellierte Annéherung der Oberfldche. Zur Berechnung des Oberflichengitters wird der
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Abbildung 39: Screenshot der Biomedisa Online-Anwendung mit Feature Buttons
und drei aktiven Projekten. 1st Project Abgeschlossenes Training eines kiinstlichen
neuronalen Netzes zur automatischen Segmentierung von Honigbienengehirnen (Kapitel 4). 2nd
Project Automatische Segmentierung des Honigbienengehirns Head35.am durch das in 1st
Project trainierte Netz und anschliefender Erzeugung eines Meshes zur dreidimensionalen
Visualisierung (Abschnitt 5.2.1). 3rd Project Semi-automatische Segmentierung eines
menschlichen Herzens mittels GPU-basierter Random Walks (Kapitel 3).

Marching Cubes-Algorithmus [Lorensen and Cline, 1987] verwendet, der durch Auswahl
des Segmentierungsergebnisses oder einer Label Datei und des entsprechenden Feature
Buttons in Biomedisa gestartet werden kann. Dabei wird fiir jedes Label ein separates
Oberflachengitter erzeugt und anschliefend werden alle zu einem einzigen Modell zusam-
mengefasst und in dem von ParaView Glance interpretierbaren STL-Format abgespeichert.
Um die verschiedenen Segmente optisch zu unterscheiden, wird den generierten Dreiecken
jeweils der Labelwert als Attribut zugewiesen. Anhand der Attribute lassen sich in Para-
View Glance unterschiedliche Farbschemata auf die Oberflichen der Segmente projizieren,
zum Beispiel Linear Blue in Abbildung 40.
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Abbildung 40: Volumengrafik des Kopfes einer australischen Bulldoggenameisen-
konigin (Abschnitt 3.5.9). Die Grafik basiert auf der in Biomedisa integrierten Visuali-
sierungssoftware ParaView Glance und auf einem mit Biomedisa erzeugten Volumen-Mesh.

Beim Marching Cubes-Algorithmus werden zunéchst die Voxeldaten in Wiirfel (Cubes) un-
terteilt. Bei der héchsten Auflésung werden jeweils 2 x 2 x 2 Voxel zu einem Wiirfel zusam-
mengefasst (Abb. 41). Anschlieflend wird bestimmt, wie diese Wiirfel von der Oberfléche
des Segments durchschnitten werden. Hierfiir wird jeweils iiberpriift, ob sich die einzelnen
Knoten innerhalb oder auferhalb der Segmentierung befinden. Insgesamt gibt es 28 = 256
Moglichkeiten, die Ecken eines Wiirfels durch aufen und innen liegende Voxel darzustellen.
Aus Symmetriegriinden reduziert sich diese Anzahl auf 15 Moglichkeiten (Abb. 41). Fiir
jede dieser Moglichkeiten werden Dreiecke definiert, die den Schnitt der Oberflache model-
lieren und die Wiirfel in auffen und innen liegende Bereiche unterteilen. Die Dreiecke werden
fiir jede mogliche Kombination in einer Triangle Lookup Tabelle gespeichert. Nachdem fir
jeden Wiirfel die entsprechenden Dreiecke bestimmt wurden, kann daraus das Oberflichen-
gitter konstruiert werden. Zudem verfiigt Biomedisa iiber einen integrierten Slice Viewer.
Dieser erméglicht dem/der Benutzer/-in einen Einblick in jede Schicht der Ergebnisse oder
der Bilddaten zu erhalten. Zur Darstellung der Segmentierungsergebnisse in den Schichten
wird jedem Segment eine Farbe zugewiesen und die Kanten der Segmente als Kontur in
den Bilddaten hervorgehoben (Abb. 23 links & 33 links). Der Slice Viewer kann tiber die
, 2D Feature Buttons neben den Dateien gestartet werden. Die Projektionen der Kanten
werden unmittelbar nach der Segmentierung erstellt. Zur Reduzierung des Datentransfers
werden nur die Schichten an den/die Nutzer/-in iibertragen, die beim Durchlaufen der
Bildschichten angezeigt werden.
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Abbildung 41: Moégliche Schnitte der Oberfliche durch einen Wiirfel im Marching
Cubes-Algorithmus zur Erzeugung eines Polygongitters. Die 256 mdglichen Fille
reduzieren sich aufgrund von Symmetriegriinden auf 15 Félle. Die markierten Ecken befinden sich
innerhalb des Segments, die anderen auferhalb [Wang et al., 2021].

5.2.2 Entfernen von Ausreillern und Fiillen von Loéchern

Um mogliche Ausreifer (nicht verbundene Voxel oder Inseln) zu entfernen, wurde in Bio-
medisa ein Verfahren integriert, das zuerst alle freistehenden Objekte der Segmentierung
identifiziert und dann die Objekte entfernt, deren Volumen kleiner als ein vordefinier-
ter Schwellenwert ist. In der Standardkonfiguration betriagt dieser Schwellenwert 10 % des
groften identifizierten Objekts. Durch die Einfiithrung eines Schwellenwerts soll verhindert
werden, dass einzelne Teile von Objekten, die sich aus mehreren Einzelteilen zusammen-
setzen, entfernt werden.

Bei dieser Methode wird allen Voxel, die zu einem Segment gehoren, zunéchst ihr Index als
Wert zugewiesen. Dann wird von links nach rechts, von oben nach unten und von der ersten
bis zur letzten Schicht iiber die Voxel iteriert, wobei jedem Voxel der kleinste positive Wert
seiner direkten Nachbarn zugewiesen wird. Dieser Vorgang wird solange wiederholt, bis kei-
ne neue Zuordnung erfolgt. Dadurch entstehen voneinander getrennte Einzelobjekte mit
jeweils einem einheitlichen Wert, die anschliefend entsprechend ihrer Grofe beibehalten
oder geloscht werden. Die gleiche Technik wird verwendet, um Locher in den verschiedenen
Segmenten zu fiillen. In der Standardkonfiguration werden Locher gefiillt, sobald sie kleiner
als 90 % der Gesamtgrofe des zugehorigen Segments sind.

5.2.3 Dateiformate & Datentypen

Die folgenden dreidimensionalen Dateiformate werden unterstiitzt: Multipage TIFF, Amira
Mesh (AM), MHD, MHA, NRRD und NIfTT (.nii & .nii.gz). Dariiber hinaus kann auch ein
gezippter Ordner (ZIP) hochgeladen werden, der zweidimensionale Schichten als DICOM,
PNG oder TIFF enthailt, die das Volumen représentieren. Fiir das Training eines neurona-
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len Netzes konnen die Trainingsdaten zusammen mit den korrespondierenden Label einzeln
ausgewahlt oder alle Bilddaten und alle Label-Dateien jeweils in einem TAR-Archiv auf
Biomedisa hochgeladen werden. Das Hochladen der Dateien in Form eines TAR-Archivs
ermdglicht beliebig viele Trainingsdaten, wohingegen die Auswahl einzelner Dateien auf die
maximal mogliche Anzahl von neun Projekten beschrankt ist. Um eine eindeutige Zuord-
nung zu garantieren, miissen die Dateinamen der jeweiligen TAR-Archive {ibereinstimmen.
Eine mogliche Kombination wére heart1.tif - heart9.tif fiir die Bilddaten und label. heart1.tif
- label.heart9.tif fir die Label-Daten.

Die Metainformationen der urspriinglichen Label-Dateien werden iibernommen. Zum Bei-
spiel bleiben Labelnamen und Labelfarben erhalten, so dass das Ergebnis ohne Weiteres in
das préferierte Segmentierungstool des/der Benutzers/-in importiert und dort weiterver-
arbeitet werden kann.

Die Bilddaten konnen als Ganz- oder Fliekkommazahlen mit 8-Bit, 16-Bit, 32-Bit oder 64-
Bit verarbeitet werden. Es gibt zwei Datenverarbeitungsverfahren: Um den Speicherver-
brauch zu reduzieren, werden 8-Bit-Bilder separat verarbeitet (Abschnitt 3.2.1), wiahrend
16-Bit-, 32-Bit- und 64-Bit-Bilder in ein Gleitkommaformat mit einfacher Genauigkeit kon-
vertiert und auf das Intervall von 0 bis 255 skaliert werden. Vor Beginn der Segmentierung
konnen Bilder mithilfe eines Feature Buttons in ein 8-Bit Multipage TIFF konvertiert wer-
den. Dies ist niitzlich, wenn der verfiighbare GPU-Speicher nicht ausreicht, um sehr grofse
Datensétze, die nicht in 8-Bit vorliegen, zu verarbeiten. Dariiber hinaus kénnen die Da-
ten zwischen Nutzern/-innen iiber die jeweiligen Benutzernamen geteilt werden. Zusétzlich
kann ein passwortgeschiitzter Downloadlink fiir die einzelnen Datensétze erstellt werden.

5.2.4 Nachbearbeitung mit aktiven Konturen

In Biomedisa wird das Segmentierungsergebnis der GPU-basierten Random Walks automa-
tisch mit aktiven Konturen (Abschnitt 2.1) nachbearbeitet und das Ergebnis als optionales
Segmentierungsergebnis zur Verfliigung gestellt. Die numerische Berechnung der aktiven
Konturen, und insbesondere deren Berechnung in drei Raumdimensionen, ist in der Regel
sehr aufwendig und dauert dementsprechend lange. Zudem wird bei dieser Methode immer
nur eine lokale, aber nicht notwendigerweise globale Losung berechnet. Dies ist insbeson-
dere dann problematisch, wenn die initial gesetzte Kontur sich sehr weit von der gesuchten
Losung entfernt befindet und das Verfahren dadurch leicht an einem lokalen Minimum
terminiert bevor die Kontur die gewiinschte Losung erreicht hat.

Jedoch hat sich der in Abschnitt 2.1 vorgestellte Ansatz einer aktiven Kontur, die nicht
auf dem Bildgradienten basiert, insbesondere bei homogenen Objekten bewéhrt. Die Kom-
bination der semi-automatischen Segmentierung durch GPU-basierte Random Walks mit
einer Nachbearbeitung mittels aktiver Konturen kann in manchen Féllen ein besseres End-
ergebnis liefern. Dabei dient die Segmentierung durch Random Walks zunéchst als erste
Naherung an die gesuchte Losung, welche dann durch eine Nachbearbeitung mittels aktiver
Konturen in wenigen Iterationsschritten verfeinert werden kann.

Der hohe Rechenaufwand beim Losen der partiellen Differentialgleichung 2.3 entsteht durch
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den enthaltenen Kriimmungsterm. In diesem Abschnitt soll darum ein morphologischer
Operator vorgestellt werden, dessen sukzessive Anwendung den in der Gleichung 2.3 ent-
haltenen mittleren Kriitmmungsfluss 3.10 approximiert und dadurch eine schnellere Berech-
nung der Konturentwicklung ermdoglicht [Marquez-Neila et al., 2014].

Definition 5.1 (Dilatation & Erosion). Die Dilatation Dy, mit radius h einer Funktion
u: R* — R sei definiert als

Dypu(z) = sup u(z +vy),
yehB(0,1)

und die Erosion sei definiert als

) ‘= inf
nu(z) yenmt u(z +y),

wobei B(0,1) eine d-dimensionale Sphere mit Radius 1, zentriert um 0 und hB die um h
skalierte Menge hB = {hz | x € B}.

Proposition 5.2. Jeder morphologische Operator T kann mithilfe von Supremum und
Infimum als sup-inf Operator

T, = inf :
(Thu)(z) sup yelml—li—hBu(y)

oder als inf-sup Operator

Tru)(x) = inf  sup wu(y

(Tiw)(w) = jot, sup uly)
dargestellt werden, wobei B eine Basis des Operators ist. Fir B = {B(0,1)} ergibt sich
entsprechend (Tyu)(z) = Dpu(x) und (Thu)(x) = Epu(x).

Satz 5.3. Sei eine d-dimensionale Hyperfliche implizit gegeben durch die Funktion u: R —
R mit (d — 1)-dimensionalen Niveauflichen. Des Weiteren seien die morphologischen Ope-
ratoren Sy, und 1S, die sup-inf und inf-sup Operatoren zur Basis B = {K, | n € S%1},
wobei ST = {n € RY | ||n|| = 1} und K, = {v € R? | |Jv|| < 1,9Tn = 0}. Dann gilt fir
den d-dimensionalen Operator

(SIopu)(z) + (ISonu)(z)

F; =
(Fu)(2) ;
das Grenzwertverhalten
F ~u) —u
lim % = (min(k1,...,R4-1,0) + max(k1,...,Kq-1,0) |Vul,
h—0t h
wobei k; fiiri=1,...,d— 1 die Hauptkrimmungen der Fldche u sind.

Beweis. [Marquez-Neila et al., 2014, Theorem 3.3]. O
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Abbildung 42: Vorsegmentierung mit verschiedenen Ausrichtungen zur
Segmentierung eines biologischen Schraubengelenks. Das All azes Feature ermdglicht
neben der Vorsegmentierung in der zy-Ebene (links) auch andere Ausrichtungen. In der
Standardausrichtung werden diese als horizontal und vertikal verlaufende Linien sichtbar
(rechts).

Folgerung 5.4. Sei d = 3 und fir die Hauptkrimmungen k1, ke gilt sgn(k1) # sgn(ka),
dann gilt fiir den Operator Fy,:

(F zu) —u Vu
lim ~ YAl T v (2.
R B )

Beweis. Die Aussage folgt unmittelbar aus Satz 5.3, Definition 3.20 und Satz 3.22. O

Nach [Marquez-Neila et al., 2014, Lemma 3.1] approximiert der morphologische Operator
SI s, 01S s fir kleines h den Operator F ;. Die sukzessive Anwendung des morphologi-
schen Operators ST ;015 s kann folglich verwendet werden, um die Gleichung 3.10 sowie
den Kriimmungsterm in der partiellen Differentialgleichung 2.3 zu approximieren. Dabei
muss jedoch beachtet werden, dass fiir sgn(k1) = sgn(ke2) die Abweichung umso grofer
ausfillt, je starker min(|k1], |k2|) von Null abweicht.

5.2.5 Vorsegmentierung mit verschiedenen Ausrichtungen

Die Vorsegmentierung erfolgt in den meisten Féllen in der Standardausrichtung. Dabei
verlduft die zy-Ebene horizontal und die z-Achse vertikal. Wird nicht ausschlieflich die
Standardausrichtung zur Vorsegmentierung einzelner Schichten verwendet, muss in den
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Biomedisa-Einstellungen die Funktion All axes aktiviert werden. Wird diese Funktion ak-
tiviert, muss in jeder Ausrichtung mindestens eine Schicht zwischen zwei aufeinanderfol-
genden vorsegmentierten Schichten freigelassen werden, so dass die Schichten als horizontal
oder vertikal verlaufende Linien in den jeweils anderen Ausrichtungen erkennbar sind (Abb.
42). Zur Identifikation der vorsegmentierten Schichten miissen fiir jede der moglichen Aus-
richtungen zunéchst alle horizontal und vertikal verlaufenden Linien entfernt werden, so
dass lediglich die in der jeweiligen Ausrichtung vorsegmentierten Schichten iibrig bleiben.

5.2.6 Glatten von Bilddaten

Die volumetrischen Bilddaten u: R? — R konnen durch den Medianfilter

Flogs) = 3 uliih) |,

“ia {2
Jk)EM

mit einer Filtermaske M der Grofe 3 x 3 x 3 Voxel geglittet werden. Da die pCT-Scans
der Honigbienengehirne (Abb. 33) ein hohes Rauschen aufweisen, konnte bei der Erstel-
lung der Trainingsdaten (Abschnitt 5.1) durch das vorherige Glatten der Bilddaten eine
Genauigkeitssteigerung von 1,01 % fiir die GPU-basierten Random Walks erreicht werden.

5.3 Plattform & Infrastruktur

Biomedisa ist ein dynamischer Webservice, der auf einer LAMJ-Umgebung aufbaut. Als
Betriebssystem dient eine Linux Distribution (L), der Webserver, der die Seite iiber das
World Wide Web bereitstellt, ist ein Apache-Server (A) und als Datenbank zum Abspei-
chern der anwendungsbezogenen Daten wird ein MySQL-Datenbank-Managementsystem
(M) verwendet. Die genutzten Programmiersprachen sind JavaScript (J) und Python. Da-
bei stellt das Webframework Django die Grundlage fiir Biomedisa dar. Django ermdglicht
eine explizite Konfiguration der Website iiber URLs (Uniform Resource Locator). Das
heifit, jede URL kann einer Python-Funktion zugeordnet werden und diese steuern. Des
Weiteren verwendet Django eine objektrelationale Abbildung, um direkt die Eintrége der
MySQL Datenbank zu verarbeiten. Die visuelle Darstellung der Online-Plattform erfolgt
iiber HTML-Dateien.

5.3.1 Biomedisa Rechencluster

Bei der Server Architektur des Biomedisa Clusters wird eine Strategie der Komplettre-
plikation auf mehreren Servern und mehreren Rechenzentren verfolgt (Abb. 43). Dieser
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Abbildung 43: Biomedisa Rechencluster. Die Rechen- und Speicherinfrastruktur der
Biomedisa Online-Plattform verteilt sich auf mehrere Rechenknoten (Biomedisa 1-4) und mehrere
Rechenzentren (Rechenzentrum 1 & 2). Einzelne Rechenknoten kénnen aus einem Zusammen-
schluss mehrerer Server bestehen (Biomedisa 2). Die Datenbanken aller Rechenknoten sind iiber
eine MySQL Master-Master-Replikation miteinander verbunden (blaue Pfeile). Es gibt einen
zentralen Datenspeicher, der auf jedem Rechenknoten gemountet ist (schwarze Pfeile) und ein
zugehdriges Backup System. Ein beliebiger Knoten dient als Schnittstelle fiir die Benutzer /-innen.

dezentrale Aufbau ermoglicht eine hohe Variabilitdt und eine sogenannte Desaster Re-
covery. Das System bleibt selbst bei einem Totalverlust eines Rechenzentrums komplett
funktionsfahig. Die Online-Plattform wird dabei in identischer Weise auf einer beliebi-
gen Anzahl von Servern installiert. Einer dieser Server dient als Login-Knoten und somit
als Schnittstelle fiir die Benutzer/-innen der Plattform. Aufgrund der Konfiguration des
Gesamtsystems kann dieser Server beliebig gewihlt und jederzeit gewechselt werden. Der
gewdhlte Login-Knoten verteilt alle eingehenden Aufgaben gleichméfig auf die Rechenk-
noten. Durch diesen Ansatz ist es jederzeit moglich, weitere Rechenknoten in das System
zu integrieren oder vorhandene zu entfernen. Einzelne Rechenknoten kénnen aus einem
Verbund von mehreren Servern bestehen, um Berechnungen mit einer groffen Anzahl von
GPUs zu ermdglichen (Abschnitt 3.2). Die MySQL-Datenbanken aller Rechenknoten sind
tiber eine Master-Master-Replikation miteinander verbunden (Abschnitt 5.3.2).

Die Nutzerdaten befinden sich auf einem zentralen Speicher, der von allen Servern ge-
mountet wird. Der Datenspeicher basiert auf einem RAID-System (Redundant Array of
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Independent Disks) des Levels 5 [Patterson et al., 1988]. Dabei werden mehrere physische
Festplatten zu einem virtuellen, logischen Laufwerk zusammengeschlossen. Dieses Laufwerk
besitzt einen Speicherplatz der Grofe k(n — 1), wobei k der Speicherplatz jeder einzelnen
Festplatte ist und n die Anzahl der verwendeten Festplatten. Bei diesem RAID-System
kann eine Festplatte ausfallen, ohne dass es zu einem Datenverlust kommt. Die Daten wer-
den dabei in sogenannten Stripes auf die Festplatten geschrieben. Jeder Stripe besteht aus
Blocken, die sich auf die Festplatten verteilen (Tabelle 4). Durch das Verteilen der Blocke
auf mehrere Festplatten konnen die Daten parallel eingelesen werden, wodurch sich eine
erhohte Lesegeschwindigkeit ergibt. Zur Erzeugung einer Festplattenredundanz werden fiir
jeden Stripe aus den Daten sogenannte Paritétsinformationen berechnet und ebenfalls abge-
speichert (Tabelle 4). Die Paritatsinformationen sind das Ergebnis der XOR-Verkniipfung

z XOR y:& ((mx Ay) V (z A -y)), (5.1)
mit
z |y | xXORy
00 0
011 1
110 1
111 0

Die XOR-Funktion 5.1 verkniipft zwei Werte derart, dass sich eine logische 1 ergibt, wenn
die Eingangsgrofsen verschieden sind. Zur Berechnung der Paritétsinformationen werden
die Blécke eines Stripes nacheinander XOR-verkniipft. Beispielsweise ergibt sich in Tabelle
4 fiir die Festplatten 1 & 2 aus den Blocken des ersten Stripes (0100 & 0101) der Block
0001. Zusammen mit dem Block der 3. Festplatte 0010 ergibt sich die Paritétsinformation
0011, die auf der 4. Festplatte abgespeichert wird. Fallt nun eine Festplatte aus, dann
lassen sich die verlorengegangenen Blécke aus diesen Informationen rekonstruieren. Ein
RAID-5 benétigt hierfiir mindestens drei Festplatten. Nehmen wir beispielsweise an, dass
Festplatte 1 verloren geht. Fiir Stripe 1 ergibt 0101 XOR 0010 (Platte 2 und Platte 3)
den Block 0111. Der Wert 0111 XOR 0011 (Platte 4) ergibt 0100. Entsprechend liefen
sich auch die iibrigen Blocke der Stripes 2-4 berechnen. Fillt jedoch mehr als eine Platte
aus, dann gehen alle Daten verloren. Ein weiterer Nachteil dieses Verfahrens ist eine gerin-
gere Schreibgeschwindigkeit, da zusétzlich die Paritdtsdaten berechnet und abgespeichert
werden miissen. Durch das Abspeichern der Paritdtsdaten ergibt sich zudem ein leichter
Kapazitatsverlust. Auferdem ist das Wiederherstellen der Daten nach einem Festplatten-
ausfall duflerst aufwendig. Da das RAID-System nur eine Ausfallsicherheit gegeniiber dem
Verlust einer Festplatte bietet, werden die Daten in Biomedisa zusétzlich mit einem wei-
teren Speichersystem synchronisiert, das iiber verschiedene Backup-Level verfiigt und sich
in einem anderen Rechenzentrum befindet (Abb. 43).



116 5 Online-Segmentierungsplattform Biomedisa

Tabelle 4: Paritidtsinformationen in einem RAID-5-Verbund. Die Parititsinformationen
sind violett hervorgehoben. Sie ergeben sich durch XOR-Verkniipfungen der anderen Blécke des
selben Stripes.

Platte 1 | Platte 2 | Platte 3 | Platte 4
Stripe 1 0100 0101 0010 0011
Stripe 2 0010 0000 0110 0100
Stripe 3 0011 0001 1010 1000
Stripe 4 0110 0001 1101 1010

5.3.2 MySQL Master-Master-Replikation

Eine klassische Replikation einer MySQL-Datenbank besteht aus einem priméren Server
(Primary oder Host) und einem oder mehreren sekundéren Servern (Replicas oder Wor-
ker). Die MySQL-Replikation ermdoglicht es, mehrere Kopien einer Datenbank auf unter-
schiedlichen Servern abspeichern zu kénnen, wobei die Synchronisation der Daten auto-
matisch erfolgt. Daten auf dem Host, wie Dateinamen, Bearbeitungsstatus oder Konfigu-
rationsparameter der Prozesse, werden auf einen oder mehreren Workern repliziert. Alle
Anderungen auf dem Master konnen dabei automatisch von den Workern iibernommen
und in deren MySQL-Datenbanken geschrieben werden.

Die Replikation ermdglicht es zum einen Ausfallzeiten zu reduzieren, zum Beispiel bei der
Wartung des Systems oder eines Serverausfalls, und zum anderen die Ressourcen des Hosts
zu entlasten, zum Beispiel um regelméfige Backups oder Datenanalysen durchfiithren zu
konnen (Entlastung). Dariiber hinaus erméglicht die Verteilung der Daten auf verschiede-
ne Server und verschiedene Rechenzentren eine Absicherung gegen einen Totalausfall des
Systems und einen Totalverlust der Daten (Desaster Recovery). Des Weiteren werden bei
Zugriffen auf die Datenbanken deren Eintrdge sehr hiufig nur ausgelesen und es erfolgt
kein Schreiben in die Datenbank. Solche Abfragen kénnen ohne Weiteres auf mehrere Ser-
ver verteilt werden, was bei einem sehr hohem Besucheraufkommen sogar unumgénglich ist
(Lastverteilung). Bei der asynchronen Replikation schreibt der Host alle Anderungen an der
Datenbank (Anlegen neuer Tabellen, Speichern von neuen oder Andern von bestehenden
Werten, Loschen von Zeilen etc.) in eine bindre Logdatei (Binlog, Binary Log Files), wo-
durch alle Verénderungen protokolliert werden. Diese Transaktionsprotokolle werden an die
Worker geschickt, sobald zu diesen eine Verbindung besteht, und dort in deren Datenbank
iibernommen. Der Host arbeitet unmittelbar weiter, ohne auf eine Bestétigung der Worker
zu warten. Um die Konsistenz und Datenintegritiat zu erhohen, ist es moglich, dass der
Host bei einer semi-synchronen Replikation solange mit neuen Schreibvorgéngen wartet,
bis alle Worker den Erhalt und die Anderungen an ihrer Datenbank bestétigt haben, was
jedoch mit gewissen Performance-Einbufsen einhergeht. Die Binlogs enthalten sogenannte
Global Transaction Identifiers (GTIDs) mit universell eindeutigen Identifikationsnummern
(UUIDs), die jede Transaktion auf dem Server und innerhalb des Replikations-Netzwerks
eindeutig identifizieren. Dadurch l&sst sich die Kommunikation zwischen den Servern nach-
verfolgen und bei einem Ausfall das System wiederherstellen. Biomedisa nutzt fiir seine
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Anzahl der Segmentierungen pro Quartal

1200 A 1150 1164

1000 ~

800 -

600 - 51

400 4
335
285 286

200 A 193 172

Abbildung 44: Durchgefiihrte Segmentierungen auf der Biomedisa Online-Plattform.
Anzahl der Segmentierungen pro Quartal vom Start der Plattform im Oktober 2016 bis Juni
2021.

Strategie der Komplettreplikation eine sogenannte Master-Master-Replikation zwischen je
zwei Servern. Das heift, ein Server erfiillt fiir alle anderen Server im Cluster immer sowohl
die Funktion des Hosts als auch die Funktion des Workers (Abb. 43). Fiir die Master-
Master-Replikation kénnen fiir eine geringere Latenz und héhere Bandbreite auch direkte
Verbindungen zwischen den Servern mit InfiniBand oder 10-Gigabit Ethernet verwendet
werden.

5.3.3 Modularisierung & Workload Management

Auf jedem Server befindet sich zu jedem Feature bzw. Modul (Abschnitt 5.2) ein Worker
und eine Queue (Warteschlange). Eingehende Aufgaben werden zunéchst in den entspre-
chenden Queues aufgereiht und dann sukzessive von dem zugehorigen Worker abgearbeitet.
Bearbeitet ein Server bereits einen Prozess, dann werden zusétzliche Aufgaben fiir eine aus-
gewogene Lastverteilung ( Workload Balance) gleichméfig auf die entsprechenden Queues
der anderen Rechenknoten im Biomedisa Cluster (Abschnitt 5.3.1) verteilt. Die Worker
arbeiten dabei asynchron. Dadurch miissen die Webserver nicht auf den Abschluss der je-
weiligen Prozesse warten und kénnen unmittelbar weiterarbeiten. Die Modularisierung er-
leichtert nicht nur die Verteilung der Prozesse auf verschiedene Rechenknoten, sondern auch
das Hinzufiigen von neuen Features. Hierfiir konnen diese durch eine Python-Funktion defi-
niert und {iber einen zusétzlichen Feature-Button aufgerufen werden. Grundséatzlich kénnen
jedem Modul mehrere Worker oder jedem Worker mehrere Queues zugeordnet werden. Es
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Abbildung 45: Aufteilung der durchgefiihrten Segmentierungen auf der Biomedisa
Online-Plattform. links Nach Segmentierungsdauer. rechts Nach Gréfe der Datensétze.

ist jedoch ratsam, die absolute Anzahl verarbeitender Prozesse moglichst klein zu halten,
da die volumetrischen Bilddaten und die bei der Verarbeitung anfallenden Prozessdaten
sehr schnell viel Arbeitsspeicher in Anspruch nehmen. Die Modularisierung der Features
in Kombination mit der Master-Master-Replikation (Abschnitt 5.3.2) ermoglicht eine Ar-
beitslastverteilung innerhalb des Rechenclusters, die problemlos um zusétzliche Module
und Rechenkapazititen erweitert werden kann.

5.4 Nutzerstatistiken

Im August 2021 hatte Biomedisa 486 registrierte Nutzer/-innen, von denen 236 mindestens
eine Segmentierung durchgefiihrt haben. Insgesamt wurden bis dahin 6460 Segmentierun-
gen getatigt, wobei die Zahl der durchschnittlichen Segmentierungen pro Quartal eine stark
steigende Tendenz aufweist (Abb. 44). Der/die Nutzer/-in mit den meisten Segmentierun-
gen fithrte insgesamt 712 erfolgreiche Segmentierungen durch. Eine Segmentierung dauerte
im Durchschnitt 15 min 22 s. Etwas mehr als die Hélfte aller Segmentierungen dauerte we-
niger als 5 min. Lediglich 3% der Segmentierungen dauerten langer als 1 h (Abb. 45 links).
Die Grofie der segmentierten Bilder wurde erst ab dem zweiten Quartal 2018 aufgezeichnet
(Abb. 45 rechts). Ab diesem Zeitpunkt hatten 45 % der segmentierten Daten eine Grofe
von weniger als 500 MB. Mehr als ein Viertel der Daten wies eine Grofse von mehr als 1
GB auf. Es wurden 136 Datensétze mit einer Grofe von 5 GB oder mehr segmentiert. Das
grofite verarbeitete Bild hatte eine Grofe von etwa 40 GB. Dabei ist jedoch zu beachten,
dass Biomedisa das Bild vor der Verarbeitung automatisch auf den gewiinschten Bereich
zuschneidet (Abschnitt 3.5.11). Das grofte verarbeitete Bild, das nicht zugeschnitten wur-
de, war 16 GB grof.



6 Diskussion & Ausblick

In dieser Dissertation wurde ein nutzerfreundliches und universell anwendbares Verfah-
ren entwickelt, um die miihsame, fast ausschlieflich manuelle Segmentierung, die nach wie
vor in vielen wissenschaftlichen Disziplinen die 3D-Bildanalyse dominiert, zu ersetzen. Es
konnte gezeigt werden, dass das neu entwickelte und in [Losel and Heuveline, 2016, Losel
et al., 2020 vorgestellte GPU-basierte Verfahren (Abschnitt 3) die iibliche Vorgehensweise
zur Segmentierung sehr grofser volumetrischer Bilddaten unbekannter Morphologie deut-
lich erleichtert, beschleunigt sowie die Qualitdt der Segmentierungsergebnisse signifikant
verbessert (Abschnitt 3.4 & Abb. 17). Im Gegensatz zu der weit verbreiteten traditio-
nellen Methode einer sehr dichten manuellen Vorsegmentierung vieler einzelner Schich-
ten mit anschliefender linearer Interpolation und manueller Korrektur, werden bei dem
GPU-basierten Ansatz zusétzlich die Bilddaten fiir die Segmentierung des Volumens be-
riicksichtigt. Die Beriicksichtigung der Bildinformationen lisst wesentlich grofere Absténde
zwischen den vorsegmentierten Schichten zu und reduziert somit den insgesamt benétigten
manuellen Arbeitsaufwand.

Biomedisa ist deutlich effizienter als die traditionelle Vorgehensweise

Fiir eine akkurate Segmentierung eines Trigonopterus Riisselkifers wurden fiir dieses Ver-
fahren lediglich 37 manuell vorsegmentierte Schichten benotigt (Abschnitt 3.4). Die Wahl
dieser Schichten wurde dabei an die Morphologie der zu segmentierenden Koérperteile an-
gepasst. So konnte zum Beispiel in Bereichen, die sich iiber mehrere Schichten nur leicht
verdndern, wie den Beinen des Kéfers, grofere Abstiande zwischen den Schichten gelassen
werden, wohingegen in Bereichen hoher Variabilitdt enger vorsegmentiert werden musste.
Im Gegensatz dazu war bei der konventionellen Vorgehensweise eine sehr enge Vorsegmen-
tierung von insgesamt 215 Schichten notwendig, um ein zufriedenstellendes Ergebnis zu
erhalten. Hierbei musste jede fiinfte Schicht manuell segmentiert werden. Dariiber hinaus
musste das Frgebnis der anschliefsenden linearen Interpolation aufwendig manuell nach-
bearbeitet werden, wohingegen bei der auf Random Walks basierenden Interpolation, bis
auf das Entfernen von einigen Ausreifern, keine gréferen Korrekturen notwendig waren.
Des Weiteren konnen durch die GPU-basierten Random Walks die iiblichen, mit der kon-
ventionellen Methode einhergehenden, Interpolationsartefakte vermieden und selbst feine
Strukturen, wie beispielsweise Haare, rekonstruiert werden. Insgesamt konnte durch den
neuen Ansatz der manuelle Aufwand von insgesamt 77 Stunden auf nur noch 9 Stunden,
bei einer gleichzeitigen Qualitéitssteigerung, reduziert werden.
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Biomedisa bendtigt keine Konfiguration von Modellparametern

Das Verfahren zeigt ebenfalls einige wesentliche Vorteile gegeniiber den in der Literatur
weit verbreiteten und hiufig eingesetzten CPU-basierten Verfahren. Eine hohe Segmentie-
rungsgenauigkeit wird bei dem auf Random Walks basierenden Segmentierungsverfahren
auch ohne eine komplexe und mithsame Konfiguration unbekannter und in der Regel zu
schitzender Modellparameter erreicht (Abschnitt 3.7 & Tabelle 1).

Die Evaluation der Verfahren wurde dabei auf von verschiedenen Experten/-innen manuell
segmentierten Schichten durchgefiihrt. Diese segmentierten Schichten dienten sowohl zur
Initialisierung der Verfahren als auch zur Bestimmung der Segmentierungsgenauigkeit. Da-
bei wurde in einer sogenannten 2-fachen Kreuzvalidierung zuerst jede zweite Schicht zur
Initialisierung und die {ibrigen Schichten zur Evaluation des Segmentierungsergebnisses
verwendet. Anschliefend wurden die zwei Gruppen vertauscht und die durchschnittliche
Genauigkeit bestimmt. Insgesamt wurden somit fiir die Evaluation nur halb so viele vorseg-
mentierte Schichten verwendet wie urspriinglich fiir die Segmentierung der Beispieldaten-
sitze (Abb. 20). Dies erklart die, insbesondere fiir sehr grofe Absténde (z. B. 80 Schichten
bei der Theropodenklaue, Tabelle 1), niedrigen Genauigkeiten.

Da es das explizite Ziel dieser Dissertation war, ein einfach zu nutzendes Verfahren zu
entwickeln, das unabhéngig von der Wahl der Modellparameter bei einer Vielzahl unter-
schiedlicher Segmentierungsszenarien eine hohe Genauigkeit aufweist, wurden alle Verfah-
ren in ihren Standardkonfigurationen evaluiert. Dabei zeigte sich, dass die Performance
der Verfahren GC und RW stark von der Wahl des jeweiligen Modellparameters abhéngt.
In vielen Fillen wurde mit der Standardkonfiguration dieser Methoden eine sehr niedrige
Genauigkeit erzielt. Obwohl diese Parameter fiir das jeweilige Beispiel angepasst werden
kénnen und damit eine etwaige hohere Genauigkeit erzielt werden konnte, erschwert der
dadurch entstehende Mehraufwand aufgrund der sehr hohen Rechenzeiten dieser Verfahren
eine praktikable Nutzung fiir sehr grofte volumetrische Bilddaten.

Das Verfahren GeoS zeigte vor allem Schwierigkeiten bei sehr grof gewdhlten Absténden
zwischen den vorsegmentierten Schichten sowie bei der Rekonstruktion filigraner Struktu-
ren, wie den Haaren des Trigonopterus (Abb. 23). Die morphologischen Interpolationen
der open-source Software I'TK und der kommerziellen Software Amira erzielten wesentlich
schlechtere Ergebnisse. Um ein vergleichbares FErgebnis zu erhalten, wird hier eine wesent-
lich hohere Anzahl vorsegmentierter Schichten benétigt. Aufserdem ist bei beiden Methoden
keine Extrapolierung iiber die letzte Schicht hinaus moglich, wodurch jeweils am oberen
und unteren Ende der zu segmentierenden Objekte eine zusétzliche, abschliefende Schicht
segmentiert werden muss.

Ein weiterer Vorteil der GPU-basierten Random Walks ist, dass das als Monte-Carlo-
Simulation durchgefiihrte Verfahren robust gegeniiber Fehlern bei der Berechnung ist. Denn
einzelne Fehler wie Bit-Flips spielen bei der Gesamtbetrachtung eine eher untergeordne-
te Rolle. Solche Fehler konnen technischer Natur sein, z. B. aufgrund immer kleiner und
dadurch fehleranfilliger werdenden Transistoren (Tunneleffekt), oder durch dufere Ein-
wirkungen entstehen, z. B. durch elektromagnetische Strahlung. Fiir die Segmentierung ist
es jedoch unerheblich, ob einzelne Random Walks durch eine leichte Storung beeinflusst
werden oder nicht.
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Hohe Skalierbarkeit der Berechnung

Unter den hier verglichenen Verfahren sind die GPU-basierten Random Walks das einzi-
ge Verfahren, das explizit fiir parallele Computerarchitekturen entwickelt wurde. Durch
die sehr hohe Skalierbarkeit der Random Walks lassen sich diese sehr effizient auf GPUs
berechnen, wodurch das Verfahren insbesondere fiir sehr grofe volumetrische Bilddaten
erheblich schneller ist als die mit ihm verglichenen Ansétze, die ebenfalls die Bilddaten be-
riicksichtigen, d.h. RW, GC und GeoS (Abb. 24). Ein schnelles Segmentierungsverfahren
ist von sehr grofler Bedeutung, da die notwendige Vorsegmentierung gegebenenfalls kor-
rigiert werden muss oder zusétzliche vorsegmentierte Schichten eingefiigt werden miissen.
Grundsitzlich sind GPU-basierte Implementierungen der hier verglichenen Ansétze (GC,
RW und GeoS) moglich. Jedoch ist die Entwicklung und Implementierung effizienter par-
alleler Losungen hier ungemein komplexer als die der existierenden CPU-basierten Tools.
Des Weiteren héngt die Rechenzeit der Random Walks nicht von der Anzahl der zu seg-
mentierenden Objekte ab, da die Anzahl der insgesamt berechneten Random Walks sich
durch eine héhere Anzahl an Label nicht &ndert. Die Treffer der jeweiligen Random Walks
werden lediglich einer anderen Klasse zugeordnet (Tabelle 2). Das Verfahren wurde ur-
spriinglich fiir NVIDIA Grafikkarten in Kombination mit CUDA und PyCUDA [Kléckner
et al., 2012| entwickelt. Es ldsst sich aber ohne Weiteres auf andere Hardwarebeschleuni-
ger, wie FPGAs oder andere Multicore-Prozessoren, iibertragen. Die parallele Struktur des
Ansatzes fiihrte in der Vergangenheit allein durch die fortschreitende technologische Ent-
wicklung paralleler Hardware zu einer fundamentalen Beschleunigung des Verfahrens, ohne
dass dabei eine Verdnderung des Quellcodes notwendig war (Abb. 21a). Dariiber hinaus
ist die Entwicklung parallel arbeitender Grafikprozessoren keineswegs abgeschlossen.

Die GPU-basierten Random Walks sind robust gegeniiber Stérungen

Zusitzlich ist das GPU-basierte Verfahren sehr robust gegeniiber Eingangsstorungen (Ab-
schnitt 3.7.1). Es ist in der Lage, ungenau vorsegmentierte Schichten bis zu einem gewissen
Maf zu korrigieren. Dies ist deshalb ein grofser Vorteil, da eine inakkurate Vorsegmentie-
rung ein sehr héufig auftretender Fall in der dreidimensionalen Bildverarbeitung ist. Die
Anpassung ist moglich, da die Vorsegmentierungen nicht als unverénderlich angenommen
werden, sondern ausschliefilich der Initialisierung der Random Walks dienen. Erst die be-
rechnete Verteilung der Random Walks bestimmt die endgiiltige Segmentierung, und dabei
auch im Bereich der vorsegmentierten Schichten. Alle anderen Verfahren hingegen betrach-
ten die Vorsegmentierung als unveranderliche Randbedingung. Dies hat jedoch unmittelbar
zur Folge, dass eine fehlerhafte Initialisierung nicht nur fehlerhaft bleibt, sondern auch die
Konvergenz der Losung dieser Verfahren sehr stark beeinflusst (Abb. 25).
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Die schnelle Segmentierung erleichtert eine interaktive Vorgehensweise

Im Allgemeinen ist es ratsam ein Biomedisa-Projekt mit einer niedrigen, von der Morpho-
logie des zu segmentierenden Objektes abhidngigen, Anzahl vorsegmentierter Schichten zu
starten und dann sukzessive zusétzliche Schichten dort hinzuzufiigen, wo die Segmentierung
ein mangelhaftes Ergebnis aufweist. Diese Vorgehensweise wird dadurch begiinstigt, dass
die kurze Verarbeitungszeit bei einer kleiner werdenden Anzahl vorsegmentierter Schichten
weiter reduziert wird, wohingegen die Verarbeitung der verglichenen Verfahren mit einer
sinkenden Anzahl mehr Zeit in Anspruch nimmt (Tabelle 2). Das interaktive Hinzufiigen
von vorsegmentierten Schichten ist wesentlich effizienter als eine Vorsegmentierung vieler
Schichten, ohne zu wissen, wie viele Schichten tatséchlich notwendig sind. Beispielsweise ge-
niigten fiir den Trigonopterus Riisselkéfer insgesamt 37 Schichten fiir eine Genauigkeit der
Segmentierung von 97,80 %. Eine Vorsegmentierung von wesentlich mehr Schichten (108
(98,14 %) und 54 (98,00 %)) fithrte jedoch nicht zu einer dem wesentlich gréferen Aufwand
gerechtfertigten Verbesserung. Prézise formuliert: Das Verdoppeln der vorsegmentierten
Schichten von 54 auf 108 verdoppelte den Arbeitsaufwand von 13 auf 26 Stunden, wobei
lediglich eine Steigerung der Genauigkeit von 0,14 % erzielt wurde. Wohingegen die Wahl
von 27 Schichten (97,28 %) erste deutliche Fehler im Ergebnis aufweist. Noch weniger vor-
segmentierte Schichten resultieren in einer stark fehlerbehafteten Segmentierung (93,10 %
bei einer Vorsegmentierung von jeder 80. Schichte und 81,37 % bei jeder 160. Schicht),
jedoch wurden selbst hier noch grofe Teile des Kéfers korrekt segmentiert (Abb. 19).

Kiinstliche neuronale Netze fiir eine automatisierte Segmentierung

Die Ergebnisse der halbautomatischen Segmentierung kénnen als Trainingsdaten fiir ein
tiefes kiinstliches neuronales Netz verwendet werden, um somit eine vollautomatische Seg-
mentierung einer groffen Anzahl von Proben mit dhnlichen Strukturen, wie bspw. dem
Gehirn von Insekten, zu ermoglichen (Kapitel 4). Auf diese Weise werden groft angelegte
vergleichende quantitative Analysen ermdoglicht, um beispielsweise Erkenntnisse {iber den
Zusammenhang zwischen Verhalten und kognitiver Anpassung im Gehirn von Honighienen
Zu gewinnen.

Universalitat der Biomedisa Online-Plattform

Sowohl das semi-automatische als auch das automatische Verfahren wurden in die ebenfalls
entwickelte, frei verfiighare und leicht zu nutzende Online-Anwendung Biomedisa integriert
(Kapitel 5). Neben den GPU-basierten Random Walks und den kiinstlichen neuronalen
Netzen enthilt die Online-Plattform viele weitere Features zur Nachbearbeitung und Vi-
sualisierung der Ergebnisse (Abschnitt 5.2). Dartiber hinaus ldsst sich die Unsicherheit,
mit der das Ergebnis erzielt wurde, darstellen (Abschnitt 3.6). Die Lokalisierung von Un-
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sicherheiten kann dabei helfen, schlecht vorsegmentierte Schichten oder Regionen mit zu
wenig Referenzschichten zu identifizieren, um diese anschlieftend zu korrigieren oder weite-
re Schichten hinzuzufiigen. Aufgrund der Modularitidt der Plattform lésst sich diese leicht
um weitere Funktionalitidten erweitern (Abschnitt 5.3.3). Durch die Unterstiitzung aller
gingigen Datenformate ldsst sich die Anwendung problemlos mit einer anderen Segmentie-
rungssoftware kombinieren. Dies ermdoglicht dem /der Nutzer /-in, seinen bereits etablierten
Workflow beizubehalten, gleichzeitig aber den Arbeitsschritt der Segmentierung signifi-
kant zu beschleunigen. Das Verfahren und die Anwendung wurden urspriinglich fiir CT
und MRT Daten entwickelt, sie sind jedoch ohne Weiteres auf andere volumetrische Bild-
daten wie die konfokale Laser-Scanning- und Focused-lon-Beam-Mikroskopie oder auf die
Analyse histologischer Schnitte tibertragbar. Obwohl die Entwicklung durch Anwendungen
in der Biologie und Medizin motiviert wurde, lasst sich diese auch zur Analyse von Daten
anderer Disziplinen wie der Geologie und Materialwissenschaften nutzen.

Ausblick & Weiterentwicklungen

Die automatische Segmentierung mit kiinstlichen neuronalen Netzen weist nach wie vor er-
hebliche Einschrankungen auf. Es werden sehr grofe Mengen an Trainingsdaten bendtigt,
die in der Regel aufwendig manuell oder semi-automatisch erzeugt werden miissen. Sowohl
die Erstellung der Trainingsdaten als auch das Training der Netze sind bis heute nicht nur
aufserst arbeits- und zeitaufwendig, sondern auch sehr fehleranfillig. Die Benutzer/-innen
kénnen an zahlreichen Stellen viele Fehler machen und insbesondere ist haufig keine oder
nur eine schlechte Interaktion des/der Benutzers/-in mit der Software mdéglich. Die Ergeb-
nisse miissen in der Regel im Nachhinein aufwendig manuell korrigiert und das Netzwerk
danach von Grund auf neu trainiert werden. Die Handhabung der kiinstlichen neuronalen
Netze ist insgesamt nach wie vor dufserst komplex. Bereits trainierte Netze lassen sich nicht
ohne Weiteres auf verdnderte Konfigurationen der Bildaufnahme an den Instrumenten oder
der Datenvorverarbeitung und auf neue Problemstellungen und Probentypen {ibertragen,
d.h. die Segmentierung der Kiinstlichen Intelligenz (KI) scheitert immer dann, wenn die
Daten zu stark von den Trainingsdaten abweichen, sei es aufgrund einer abweichenden
Morphologie (Abb. 33), anderen CT-Bildaufnahme-, Bearbeitungs-, oder Rekonstrukti-
onsmodalitdaten, oder weil ganz neue Probentypen segmentiert werden sollen. Dabei sind
die Grenzen der jeweiligen Anwendbarkeit der trainierten Netze schwer vorhersagbar. Im
Ergebnis werden Arbeitszeit und technische Ressourcen aus wissenschaftlicher, wirtschaft-
licher und energetischer Sicht nicht effizient genutzt. Die erzielten morphologischen Ergeb-
nisse sind hdufig zu ungenau und viele Anwendungen praktisch zu aufwendig. Dadurch
sind morphologische Studien mit hohen Anforderungen an die statistische Signifikanz und
an die zu untersuchende Probenzahl in der Regel nur mit Einschréankungen moglich.

Herausforderungen: Eine erste Herausforderung ist daher die substantielle Reduktion des
Arbeitsaufwandes zur Erstellung der Trainingsdaten. Die zweite besteht darin, trotz der
hohen Komplexitét der Arbeit mit kiinstlichen neuronalen Netzen, eine schnelle Losung
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fiir die Anpassung der CNNs an neuartige Szenarien und diverse Bilddaten zu ermoglichen.
Drittens muss der Aufwand der Fehlerbehandlung durch eine interaktive Fehlerkorrektur
reduziert werden. Insgesamt erfordert eine schnelle und leichtere Anpassung der Modelle
bzw. CNNs (insb. auch an neue Serien) eine intuitiv versténdliche und ressourcenschonende
Interaktion mit dem/der Nutzer/-in.

Interaktives Lernen mit Biomedisa: Mit Biomedisa konnen fiir eine Kl-basierte Segmen-
tierung tiefe CNNs auf bereits vollstindig segmentierten volumetrischen Daten trainiert
werden (Abschnitt 4.4.1). Die Ergebnisse sind jedoch héufig fehlerbehaftet und miissen
manuell nachbearbeitet werden. Die Fehler entstehen, da die Trainingsdaten in der Regel
nicht alle Moglichkeiten abdecken kénnen (Abb. 33). Um die Vielfalt der Trainingsdaten zu
erh6hen, werden aktuell die korrigierten Ergebnisse den Trainingsdaten hinzugefiigt und
das CNN erneut trainiert (Abschnitt 5.1). Dies ist jedoch umsténdlich und das erneute
Training bendotigt viel Zeit (bei 26 volumetrischen Trainingsdaten von nur 256 x 256 x 256
Voxel benotigt Biomedisa unter Verwendung von 4 NVIDIA Tesla V100 etwa 13 Stun-
den) und somit erhebliche Ressourcen. Fiir ein effizientes Ressourcenmanagement und eine
dazu notwendige nutzerfreundlichere Handhabung soll in Biomedisa eine KI-basierte inter-
aktive Segmentierung ermoglicht werden. Dabei werden im Segmentierungsergebnis durch
wenige Klicks die fehlerhaften Stellen markiert und dem richtigen Objekt zugeordnet. Je-
de Korrektur durch den/die Benutzer/-in fithrt automatisch zu einer Aktualisierung des
Modells. Da die Anpassung des gesamten kiinstlichen neuronalen Netzes sehr rechenin-
tensiv und zeitaufwendig ist, sollen bestehende Techniken evaluiert und weiterentwickelt
werden, bei denen durch Einfithrung von Hilfsvariablen der Backpropagation-Algorithmus
(Abschnitt 4.2) nur noch auf einen Teil des Netzwerks angewandt werden muss, wie -BRS
(Feature Backpropagating Refinement Scheme [Kontogianni et al., 2020]). Dies erméglicht
die Aktualisierung des Modells im laufenden Betrieb. Fiir die Interaktion mit dem/der
Benutzer/-in soll in Biomedisa eine visuelle Schnittstelle integriert werden, die es ermog-
licht, die Klicks online durchzufiithren. Durch die interaktive Segmentierung lasst sich auf
die bereits gelernten Strukturen und Formen eines fertig trainierten Netzes aufbauen und
so beispielsweise auch der Aufwand fiir neue dhnliche Datensétze reduzieren. Zum Beispiel
bei einem Transfer des auf Bienengehirnen trainierten CNNs (Abschnitt 4.4) zu anderen
Insekten.

Optimales Experimentelles Design (Active Learning): Die manuelle Segmentierung zur Er-
zeugung von Trainingsdaten ist duflerst aufwendig. Typischerweise werden einzelne Schich-
ten eines Volumens manuell oder das ganze Volumen semi-automatisch segmentiert und
anhand dieser Referenzdaten ein CNN trainiert. Um den Aufwand moglichst gering zu
halten und nicht unnétige, weil redundante, Schichten manuell zu segmentieren, lautet die
Frage: Welches zusétzlich segmentierte 3D-Volumen oder welche Schicht im Volumen liefert
den grofitmoglichen Informationsgewinn? Ziel muss daher die Identifizierung der Schich-
ten sein, die im Sinne eines geeigneten Optimalitétskriteriums bestméglich zum Training
des kiinstlichen neuronalen Netzes beitragen. Bei diesem aktiven Lernen werden dem/der
Benutzer/-in interaktiv die Schichten, Regionen oder ganze 3D-Bilder vorgeschlagen, die
den hochsten zusétzlichen Nutzen generieren, um somit den Gesamtaufwand auf ein Mini-



125

mum zu reduzieren. Dariiber hinaus konnen auf Basis der Wahrscheinlichkeit, mit der ein
kiinstliches neuronales Netz seine Ergebnisse erzielt, bereits mehrere Optionen zur Auswahl
gestellt werden, aus denen der/die Benutzer/-in nur noch die richtige Segmentierung aus-
wihlen muss. Auf diese Weise kénnen in kiirzester Zeit zusétzliche Trainingsdaten generiert
und das kiinstliche neuronale Netz sukzessive optimiert werden.

Selbstiiberwachtes Lernen zur Identifikation relevanter 8D-Strukturen: Durch die geeignete
Wahl einer Metrik kénnen kiinstliche neuronale Netze selbstiiberwacht 3D-Strukturen, Tex-
turen und Formen identifizieren, die fiir die vorsegmentierten Objekte in einem Datensatz
charakteristisch sind. Derzeit verwendet Biomedisa ausschliefslich die Differenz und Varianz
von Grauwerten in einer lokalen Umgebung, um dadurch die Gewichte der Random Walks
zu bestimmen (Abschnitt 3.1). Das selbstiiberwacht trainierte Netzwerk hingegen erzeugt
fiir jeden Bildausschnitt einen Merkmalsvektor, der die jeweilige Textur reprasentiert. Da-
durch kénnen die Random Walks z. B. Faser-, Zell-, Kornerstrukturen oder andere komplexe
Texturen fiir die Segmentierung beriicksichtigen (d. h. komplexe semantische Deskriptoren
aus den Daten selbst extrahieren), ohne dass diese explizit dem Algorithmus mitgeteilt
werden miissen. Insbesondere lassen sich auf diese Weise auch diffuse Objektkanten, durch
die die klassischen Random Walks hindurchlaufen, zur Segmentierung identifizieren. Als
Ergebnis wird der Verlauf der Random Walks durch dhnliche Strukturen beliebiger Kom-
plexitidt und somit deren Segmentierung ermoglicht.

Kl-gestiitzte effiziente Ressourcennutzung: Kiinstliche neuronale Netze kdnnen aufwendige
numerische Simulationen ersetzen. Dabei dienen Informationen iiber das Simulationsgebiet,
wie Objekteigenschaften und Randbedingungen, zusammen mit den Simulationsergebnis-
sen als Trainingsgrundlage [Zakeri et al., 2020]. Die semi-automatische Segmentierung von
Biomedisa basiert auf der Durchfithrung vieler gewichteter Random Walks, die in vorseg-
mentierten Schichten starten. Anhand der Verteilung der Random Walks lédsst sich das
3D-Volumen in verschiedene Objekte unterteilen. Die Segmentierung mit Random Walks
ist fiir sehr grofe Bilddaten zeitaufwendig (Abschnitt 5.4) und benétigt den Einsatz vie-
ler Hardwareressourcen (GPUs). Auf der Biomedisa Online-Plattform wurden mit dieser
Methode bereits eine groffe Anzahl unterschiedlicher Daten segmentiert - tdglich kommen
weitere hinzu (Abb. 44). Die verfiigbaren Bilddaten kénnen zusammen mit den vorsegmen-
tierten Schichten und den durch die Random Walks erzeugten Ergebnissen dazu verwendet
werden, um ein CNN zu trainieren, das die bereits sehr erfolgreiche Segmentierung durch
Random Walks imitiert. Diese Simulation der Random Walks kénnte um mehrere Grofien-
ordnungen schneller erfolgen als durch deren explizite Berechnung. Da die automatische
Segmentierung durch das bereits trainierte Netzwerk auch auf einer CPU erfolgen kann,
wiirde ein auf diese Weise trainiertes Netzwerk die semi-automatische Segmentierung durch
sehr wenige Ressourcen, beispielsweise auf einem Notebook, und eine weitere Skalierung
der Online-Plattform erlauben.
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